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PRÓLOGO 

La identificación de sistemas puede definirse como el área de la teoría de 

sisteni~s que estudia metodologías para la obtención de modelos matemáticos de 

siste~as dinámicos a partir de mediciones sobre el sistema. La identificación de 

sistemas se ha convertido en una herramienta fundamental en muchas ramas de 

la ingeniería y otra.S áreas tan diversas como la bio-tecnología y la economía, las 

cuales requieren la existencia de modelos precisos de sistemas que posibiliten el 

análisis, la simulación, el diseño e implementación de estrategias de control. En 

aplicacimies de control, la obtención de un modelo matemático más o mehos pre

ciso del sistema es fundamental ya que la mayoría de los métodos de diseño de 

controladores parten de la hipótesis de que un modelo parametrizado del proceso 

está disponible. 

En ia presente tesis se pretend~ dar un panorama general de los méto-
' 

dos más difundidos para la identificaCión ele sistemas dinámicos, tanto en sus 

aspectos teóricos como en los ele implementación mediante el uso de software 

interactivo, a través de la creación de interfaces gráficas GUI (Graphical User In

terface) de Matlab. Veremos también como emplear las técnicas más innovadoras 

de la Inteligencia Artificiai para la identificación paramétrica ele sistemas. Los 

distintos métodos se ilustrarán con ejemplos de aplicación. Luego se realizará la 

identificación paramétrica ele sistemas a un motor DC en línea, utilizando redes 

neuronales recurrentes. 

La presente tesis consta ele siete capítulos con los siguientes contenidos: 

• Capítulo 1: Comienza con una breve introducción ele los modelos dinámicos. 

Se plantea el problema a resolver. 
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• Capítulo 2: Se presenta los conceptos sobre la identificación de sistemas, los 

"métodos tradicionales" utilizados para la realizar la identificación. Además 

se explica 1a teoría sobre los aproximadores funcionales y su fundamento 

matemático. 

• Capítulo 3: Se presenta los diferentes aproxiinadores lineales y rio lineales 

de los sistemas dinámicos, dando un especial énfasis ai modelo polinomial 

NARMAX. También se presenta el método de los mínimos cuadrados re

: cursivos utilizado para la identificacióh paramétrica de sistemas. 

• Capítulo 4: Se presenta a las redes neuronales, una reseña histórica y su fun

damento matemático. Se muestra su eficacia en la identificación de parámetros 

de un aproximador funcional (polinomio NARMAX) tanto en una planta 

lineal como en una no lineal. 

• Capítulo 5: Se presenta un tema relativamente nuevo, como son los algorit

mos genéticos, se muestra una breve historia, fundamento matemático y un 

pequeño ejemplo para describir su funcionamiento. Luego se demuestra su 

eficacia en la identificación de los· parámetros ele un aproximaclor funcional 

(de un polinomio NARMAX) tanto en una planta lineal como en una no li

neaL También hemos agregado el simulatecl a.nnealing que es una búsqueda 

heurística que nos permite llegar a Una convergencia mucho más rápida del 

algoritmo genético cuando trabajan juntos (híbrido SAGA). 

• Capítulo 6: Se presenta las diferentes etapas que se siguieron para realizar la 

identificación de un motor DC "on line", realizando una breve explicación 

de cada una de las diferentes etapas y los diagramas de flujo de cada una de 

ellas, describiendo los diferentes componentes utilizados para la realización 

de cada una de las etapas. También se presenta la interfaz gráfica que es 

utilizada eri el Capítulo 7 para la identificación paramét.rica de un tnotor 

DC en línea. 
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• Capítulo 7: .Se presentan los resultados obtenidos de la identificación en 

línea mediante redes neuronales recurrentes (por medio del algo:dt.mo Back

Propagatioh Error Algorithm BPEA) de un motor DC. 

Por último se muestran ctiatro secciones adicionales, que contienen las con

clusiones de la tesis, las recomendaciones para trabajos futuros, tina serie de 

apéndices, los cuales contienen: listado de los progmmas en Matlab, las interfaces 

gráficas utilizando el GUI y los circuitos impTesos utilizados pam realizar la iden

tificación en líhea de un motor DC y la bibliografía. 

/ 



CAPÍTULO 1 

ÍNTROiJUCCIÓN 

El diseño de uh controlai:lor contínuo o discreto, ya sea mediante técnicas 

clásicas· o en variables de estado, requiere ele un modelo de la planta a controlar 

que canict.erice su comportamiento dinámico. Este modelo permite al diseñador 

realizar y validar mediante la.~ respectivas simulaciones, el ajuste de parámetros 

del controlador que permiten obtener una respuesta que cumpla con las especi

ficaciones de diseño. En la presente tesis se estudian diferentes alternativas para 

obtener el modelo de un sistema que represente completamente su dinámica como 

paso previo al diseño de Un controlador. 

Cuando se hace necesario conocer el comportamiento de un sistema en de

terminadas condiciones y ante determinadas entradas, se puede recurrir a la ex

perimentación sobre dicho sistema y a la observación ele sus salidas. Sin embargo, 

en muchos casos la experimentación ptiede resultar compleja o incluso imposible 

de llevar a cabo, lo que hace necesario trabajar con algún tipo ele representación 

que se aproxime a la realidad, a la que se conoce como modelo. 

Básicamente, un modeio es una herramienta que permite predecir el com

portamiento de un sistema sin necesidad de experimentar sobre él, por lo que ge

neralmente la definición de modelo se da a partir de la representación, a menudo 

en términos matemáticos, de las características importantes del objeto o sistema 

bajo estudio. El desarrollo ele computadoras ele alta velocidad ha hecho posible 

incrementar las aplicaciones del modelado, mediante la representación ele un sis

tema como un modelo matemático, convirtiendo al modelo en instrucciones para 

una computadora. 

Actualmente es posible modelar sistemas más grandes y complejos que 

antes. Esto ha resultado en considerar el estudio de la.':l técnicas de modelado 
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pata computadoras, es decir, las computadoras están involucradas en el mode

lado en dos maneras: como herrámienta com¡mtacional para modelado y corno 

sujetos de modelado. 

i.l. Fondo y Motivación 

En este trabajo de tesis se pianteó las siguientes interrogantes ¿Cómo rea

lizar un buen control? ¿Qué técnica es la niás adecuada para que cumpla con 
! . ' k 

las condiciones de diseño?, partiendo ele estas dos interrogantes podemos decir 

qtie para realizar Uh buen control sobre cua1quiet sistema (mecánico, hidraúlico, 

neumático, económico, biológico, social1, etc) es necesatio contar con tina repre

sentación de ese sistema, generalinente a través de un modelo matemático. Este 

modelo matemático hallado debe representar la dinámica completa del proceso, 

a lo latgo de todos los puntos de operación del proceso (la .cual abarca las no 

linealidades del sistema - ver figtita 1.1). . · 

y 
Comportamiento no 

lineal del sistema 

Comportamiento lineal 

del sistema 

Comportamiento no 
lineal del sistema 

X 

Figura 1.1: Representación del comportamiento del sistema al variar sU punto de 
operación. 

Diversos métodos y algoritmos para la identificación de sistemas hah sido 

estudiados desde 1960. Muchos procedimientos han sido propuestos y muy usa-

1Modelamientos Sociales realizados en el Depart¡~.mento do Matemática Aplicada Universi
dad de Valencia a cargo del Dr.Molinor rachid.temre@uv.es 



dos eri ia identificación de sistemas lineales, sirt embargo su aplicabilidad para la 

identificación de sistemas no lineales es inuy limitada. Actualmente se ha incre- · 

mentado el estudio de modelos ho lineales para la representación de procesos. Se 

han desatroilado herramientas matemáticas que permiten modelar la dinámica 

completa del proceso Íilcluyendo sus no linealidades. 

1.2. Planteamiento de ia Tesis 

Como se explicó en la sección anterior, el problema fundamental para un 

bue~ control radica en la necesidad de tetler un modelo matemático que repre

sente la dinámica completa del sistema (incluyendo las no linealidades que puede 

presentat el sistema). Generalmente se trata de obtener un modelo lineal que se 

asemeje al proceso, pero este modelo lineal sólo es válido pata un rango de trabajo 

del proceso, pero que sucede cuahdo los parámetros del sistema varían o cuando 

los sensores se saturan, entonces el sistema empieza a presentar no linealidades, 

por Ío tanto, el. niodelo lineal que se había elegido queda obsoieto debido a que 

ya no es capaz de representar esas no linealidades deí proceso. 

Entonces surge ia necesidad de obtener un método que nos permita mo

delar la dinámica completa del proces~, incluyendo la no linealidades qUe pueda 

presentar dicho proceso. En esta tesis se propone el modeiamiento de la dinámica 

de sistemas mediante aproximadores funcionales, por medio de la utilización del 

modelo poii~1omial NARMAX y la estilnación de los parámetros de este inodelo 

polinoinial a través de técnicas de la inteligencia artificial: redes neuronales re

currentes y algoritmos genéticos. 
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1.3. Organización de ia Exposición 

El objetivo de la exposición es, primero presentar a los aptoximadores 

funcionales como una alternativa de solución para la identificación de sistemas. 

Luego se explicará los diferentes métodos desarrollados en la tesis, para la iden

tificación de sistemas dinámicos ütilizando el modelo polinomial NÁRMAX. Nos 

centraremos en la identificación paramétrica utilizando redes neuronales recurren

tes y se expondrá los resultados obtenidos de la identificaCión eri líhea de un motor 

DC. El diagrama de flujo de la exposición es presentada en la figura 1.2. 

fue~rnFlcAclol'i ne Slsn:MAs 
EN UNEA liTlUZANDO REDES 
NEURONALES RECURREJIITES 

CASO : MOTOR OC 

Figura 1.2: Organización de la exposición. 



CAPÍTULO II 

IDENTIFICACIÓN PARAMÉTRÍCA DE SISTEMAs 

El modelado de procesos dinámicos a partir de tin conjunto de mues-
, 

tr~ de la relación entrada/salida puede ser considerado como un_ P:~·oblema de 

aproximación funcional, en el que se trata de hallar una expresión matemática 

que sea capaz de reproducir ia relación inyediva que existe entre las entradas y 

las salidas del proceso. 

Un modelo matemático de un sistema dinámico se define como un conjunto 

de relaciones matemáticas que representan la dinámica del sistema. Hay que tener 

presente que el modelo matemático se obtenga puede que no sea el único para el 

sistema a:halizado. El modelo matemático hallado no sólo debe ser uh mimetismo 

de la respuesta analizada del sistema, es decir la ecuación ehconti-ada no debe sólo 

representar los datos hallados, sino que además ese modelo matemático encontra

do debe ser capaz de represent.ar la diJámica del sistema, es decir qtie frente a uha 

señal que no ha sido utilizada para la evaluación del modelo, la representación 

matemática hallada debe teproducir con cierta precisión la respuesta real del sis

tema1. 

En las últimas tres décadas se ha consolidado la teoría de la identificación 

de sistemas. En los inicios los modelos matemáticos usados para representar los 

sistemas eran lineales y considerados suficient-es a pesar de que í1o cohseguían re

producir el comportamiento dinámico de los sistemas no lineales. La rhayor parte 

de la teoría de control de sistemas fue desarroilada para modelos lineales. Con 

ei avance tecnológico e industrial y el interés por el modelamiento ho lineai, el 

desarrollo de herramientas matemáticas que nos permitieran entender mejor los 

fenómenos no lineales creció significativamente. 

1Este procedimiento es conocido como Validación del Modelo, ei cual se verá eli ios apartados 
siguientes. 
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En este capítulo se tratará la identificaeión de sistemas, aigunos de los 

métodos tradicionales usados pára la identificación, pata luego centrarnos en las 

áproxiníaciones funcionales ánalizando sus fundamentos matemáticos. F1nalmehte 

veremos como es qtie se valida la aproximación funcional hallada. 

2.1. ¿Qué es la Identificación de Sistemas? 

Como se mencionó al iniciar este capítulo, la identificación de sistemas 
! 

consiste en encontrar una relación matemática entre la entrada y salida de un 

sistema dinámico (ya sea un sistema mecánico, eléctrico, neumático, biológico, 

social, económico [10] etc). Pero tal relación matemática deberá no solo represen

tar la relación de entrada y salida del sistema analizado, sirio que además debe ser 

capaz de representar la salida del sistema frente a entradas que no han sido uti

lizadas para la evaluación del modelo, este proceso se conoce como viJ.lidación del 

modelo. Debemos tener presente que existen una infinidad de curvas que pueden 

representat al sistema, pero sólo unos pocos modelo matemáticos pueden lograr 

representar ia dinámica completa del sistema. 

2.2. Técnicas Tradicionaies pal.'a la identificación de Sistemas 

La mayoría de técnicás de identificación de sistemas están basádos en ino

delos Iineal,es. Los modelos hallados a través de estas técnicas represent.an en una 

forma aceptable la dinámica del sistema cuarido este trabaja alrededor de un pun

to de trabajo (punto de operación), es decir la eficiencia de inodelo matemático 

va ha depender de la zona en ia cual está trabajando el sistema (para uná mejor 

illlstación de esta idea ver la figura 2.1). 

En la práctica mucho sistemas electroneumáticos, hidraúlicos, neumáticos, 

etc., involucran relaciones no lineales entre las variables. Por ejemplo, la sali

da de un componente puede saturarse para señales de entradas graildes. Puede 

haber una zona muerta2 que afecta las señales pequeñas, los ámotiguadores que 

2La zona muerta de un componehte es un rango pequeño de variaciones de entrada ante las 
cuales el componente es insensible 
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Yo 

Comportamiento no 
l"rneal del s'lstema 

Comportamiento lineal 
del sistema 

r· .... 

11 •••••••••••••••• 1 ••••••• 

Comportamiento no 
rlneal del s'lstema 

X 

FigUra 2.1: Zona de trabajo de tm modelo lineal. 
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se .utilizan eh los sistemas físicos puedeü ser lineales para operaciones a baja ve

locidad, pero pueden volverse no lineaies a altas velocidades [9], y la fuerza de 

amortiguamiento se hace proporciohal al cuadtado de la velocidad de operacióti. 

Algunos ejemplos de estas ho lirteali4ades son mostrados en la figura 2.2. 
. 1 

1 

2.2.i. ' Métodos de la Respuesta Transltoriá 

Las técnicas de la respuesta transitoria están usualmente basadas en la res

puesta en lazo abierto a una señal de prueba. Las señal de prueba más usada es 

la señal escalón ~nitatio. Muchos procesos iüdustriales tienen respuestas en lazo 

abierto como se miiestra en las figuras 2.3, 2.5 ó 2.7. 

Los sistemas ailtoregulados (SRS: Self-Regulating Systems) müestran una 

respuesta debido a tina entrada escalón unH.ario (ver 2.3). Los procesos de con

trol de temperatura son ejemplos de este tipo de sistemas. tJn simple modeio 

matemático para tai sistema puede ser descrito por medio de la siguiente función 

de trasferencia: 



salida 

No iit~dlid~J 
' .. ·:Je_!la·tuiii~lón. 

No Íi~alrtiaJ 
. o.! e tona illíJértq 

Figura 2.2: Curvas características para diferentes no linealidades . 

...................................................................................... 
12 

... 

10 

li 

Figura 2.3: Respuesta de un proceso autoregulado ante una entrada escalón. 

( ) 
]{ -sD 

G s = e 
1 +Ts 

(2.1) 

Se tiene que J( es la ganancia del proceso, T es la constante de tiempo y 

L es el tiempo de retardo. Este modelo describe el comportamiento del proceso 

en el tiempo y donde L es la constante de tiempo de más alto orden en el proceso. 
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La determinación de los tres parátntros K, T y L está basado en la construc

ción gráfica, tal como se muestra en la figlira 2.4 donde se ha dibujado también 

la tangente a la respuesta del sistema (ocurre en el punto de inflexión de la curva) . 

•• 

.. 

Figura 2.4: Determihación de los parámetros K, L y T para un proceso 
autotegulado. 

Los procesos no autotegulados (NSRP: Nonself-reguhting processes) tienen 

una respuesta tal como se muestra en la figura 2.5 frente a un escaión unitado, 
' ' 

donde se puede observar que la señal de entrada ocasiona que el sistema dé liila 

resptiel'¡ta qtie se incrementa o decremeilta indefinidamente. Los procesos de con

trol de nivel son de este tipo y ellos usualmente coiltienen un término integrador. 

La dinámica de este proceso puede ser aproximado mediante la siguiente función 

de t.ranferencia: 

donde: 

[( 
G(s) = -e-si, 

S 

. R 
K=L 

(2.2) 

Se tiene que L es el tiempo de retanlo, R es la razón de cambio unitario, y Í{ 

es la ganancia. Esos dos parámetros pueden ser fácilmente obtenidos gráficamente 
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15 

05 

-1 

-1-"'---.-J'----'----'----'----'---'----'---'----'---' 
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Figura 2.5: Respuesta de un proceso no autoregulaclo ante una entrada escalón. 

de la respuesta de proceso a la entrada escalón unitario tal como se muestra en 

la figura 2.6 

Figi.Ira 2.6: Determinación de los parámetros K y L para uh proceso No 
aútoregulado. 

Ui1 sistema oscilatorio que es sometido a una entrada escalón unitario se 

muestra en la figura 2.7. La dinámica puede ser aproximada a través de la si

guiente función de tranferencia prototipo de segundo orden: 
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Figura 2.7: Respuesta de t.In proceso oscilatorio ante una entrada escalón. 

f{. w2 
G(s)- -----

- s2 + 2(ws + w2 
(2.3) 

Donde w es la frecuencia natuml, K es la ganancia y ( es el factor- de 

amortiguamiento. La frecuencia relativa, puede ser aproximado gráficamente (ver 

figura 2.8) y a través de las siguientes relaciones: 

¡ ( = r 1 + cl~:)2rl 
w- 27f 

- T
11
jl- (2 

(2.4) 

Una forma alterna para la ecuación (2.3) es incluir el tiempo de retardo L: 

G(s)- [{. w2 e-sD 

- s2 + 2(ws + w2 
(2.5) 

donde L puede ser determinado de la misma forma que la ecuación (2.2). 

2.2.2. Métodos de la Respuesta en Frecuencia 

En este caso, el modelo resultante es una representación de la respuesta 

en frecuencia deÍ sistema, obtenida mediailte la aplicación de señales de entrada 
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Figura 2.8: Determinación de los parámetros d y Tp para un proceso oscilatodo. 

sinusoidales de distintas frecuencias. Cuando no sea posible aplicar este tipo de 

entradas, puede tecurrirse a la aplicación de un ruido blanco3 , que permite obtener 

la respuesta en frecuencia mediante el conocido análisis espectral. Este análisis 

se basa en realizar las Transformadas de Foutier de las fmiciones de covarianza 

de la entrodá y la salida y la correlación entre la entrada y la salida. Por tanto; 

definiendo las siguientes funciones de ~orrelación: 

1 N 
Ru(r) = E[u(t- r) · u(t)] = ~ :2.: u(t- r)n(t) 

N t=l 

. 1 N 

R11u(r) = E[y(t- r) · u(t)) =N LY(t- r)u(t) 
t=I 

y sus transformadaS de Fourier: 

00 

CÍ>n(w) = L R-u(r)e-jwr 
t=-= 

00 

~yu(w) = L Ryu(T)e-jwr 
l=-oo 

3Secuencia de números aleatorios de media nula y variam~a constante. 

(2.6) 

(2.7) 

(2.8) 

(2.9) 
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Se demuestra que puede obtenerse la respuesta en frecuencia del sistema 

mediante ia siguiente expresión: 

(2.10) 

Este método no tequiere un procesamiento complejo de los datos, ni ningún 

tipo ~e conocimiento previo sobre la planta, a excepción de que ésta sea iineal. 

Ad~más, permite concentrar los datos obtenidos en torno al margen de frecuen

cias de interés. El principal inconveniente es que el modelo resultaüte no puede 

usarse directamente pata simulación. 

2.3. Aproximaciones Funcionales 

El modelado de procesos dinámicos a ·partir de un conjunto de mues

tr~ de la reiación entrada/salida puede ser considerado como un problema de 

aproximación funcioüal, en el que se trat.a de hallar un modelo matemático que 

sea capaz ele reproducir ia relación inyectiva (o en algunos casos bi:ye<;:tlva, como 

se verá en en Capítulo IIÍ) que existe 'entre las eütraclas y las sallclas del proceso. 
1 . 

' 

En esta sección se presentará tin esqüema general ele aproximación fun

ciotlaÍ que pretende sistematizar el procedimieüto ele ajuste ele aproximaclores 

funcionales/ Este procedimiento descompone el problema global del modelado ele 

relacioües entrada/salida en dos optimizaciones parciales: la optimización estruc

tural y la optimización paramétrica. La primera ele ellas determinará la estructura 

del aproximador, mientras que la segunda ajustará sus parámetros. 

Supongamos que se tiene un proceso estático4 e invariante. eri el tiempo, 

qüe transforma un vector de entradas x en iln vector ele salidas y, y que la única. 

informadón disponible dei proceso es un conjuüto de müestras de ia forma: 

4En un proceso estático las salidas del proceso e!l el instante t sólo dependen de sus entradas 
en el mismo instante t y no de valores pasados. 
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El objetivo de la aproximación funcional es obtener una expresión matemática 

(modelo) que reproduzca lo más fielmente posible la transformacion x -+ y, esto 

es, que sea capaz de generar salidas correctas para vectores de enttada no con

tenidos en el conjunto de muestras S. 

Podemos considerar el problema de la aproximación funcional como un 

problema de aprendizaje supervisado, en el que el ajuste y la adaptación del 

áproximador se interpreta como Un proceso de aprendizaje, que es supervisado 

pot el coiljunto de muestras S. 

De esta forma podemos definir dos niveles de adaptación del aproximador: 

un nivel estr-uctural que determina la estructura interna del aproxiinador y por 

tanto su capacidad de representación, y un nivel paramétrico gobernado por ei 

vector de parámetros w, que da forma al aptoximador funcional, una vez deter-. 

minada la estructura de dicha función. 

· Un aproximador funcional queda determinado por la siguiente ecUación: 

F.= {y= fh(x, w)/xERn,y,ERm,w E Wh; h = 1, ... ,H} (2.11) 
i 

Donde y es la salida del sistema 'en respuesta al vector de entradas x, h es 

un índice estructural que permite identificar la estructura interna dei aproxima

dar y w es el vector de parámetros libres que el aproximador funcional ha tomado 

del espacio de parámetros wh· 

El problema del aprendizaje es seieccionar, de un conjuhto dado de trans

formaciones de entrada/salida, aquella función fh· (x, w*) que aproxime de algüna 

forfua óptima el vector de respuestas deseadas y. Para ello habrá que determinar 

la estructura óptima del aproximador funcional (dada por el índiCe estructural 

h*), y el vector óptimo de parámetros w<~< para esa estructura. 

Para llevar a cabo este proceso de optimización es necesario establecer una 

fünción de error de la aproximación que permita evaluar la bondad del aproxi

mador. La función de error ideal que se desea evaluar en todo problema ele 
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aproximación funcional, es la función de costo. Esta función queda definida de ia. 

siguiente manera: 

Sea L(d, fh(x, w)) una medida de la discrepancia entre el vector de respuestas 

deseadas y, correspondientes al vector de entradas x, y la salida f~t(x, w) dei 

aproximador funcional. El valor esperado de la discrepancia queda definido por 

la función de costo: 

R(h, w) = L(y, fh(x, w)) (2.12) 

Como medidas de discrepancia más comunes tenemos el error cuadrático: 

L(y, !~t(x, w)) = IIY- fh(x, w)ll 2 (2.13) 

y el error absoluto: 

L(y, f~t(x, w)) :-!y- J,.(x, w)l (2.14) 

1 

En el presente trabajo de tesis, utilizaremos como medida de la-discrepan-

cia al error cuadrático. 

Bajo estas condiciones, el objetivo del aprendizaje es minimizar la función 

de costo R(h, w) sobre el conjunto de funciones fh(x, w), con w E vVh. 

En la mayoría de los problemas prácticos de aproximación funcional, toda 

la información disponible se encuentra contenida en un conjunto de N pares de 

entrenamiento, al que llamaremos conjunto de entrenamiento: 

Por lo tanto tendremos que estimar la función de costo a partir de las dis

crepancias cometidas sobre este conjunto. Para ello se puede utilizar el Principio 
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de Inducción de Minimización Empírica del Riesgo. 

La idea básica de este método es utilizar el conjunto de entrenamiento 

[(:c1, Yt), ... , (:r;N, YN )] para construir la función empírica de costo: 

1 N 
Remp(h,w) =N ~L(y(1:),fh(x(í),w)) 

1.=1 

(2.15) 

La función de costo empírica Remp(iz., w) puede set minimizada., ai menos 

en teoría, tespecto del vector de parámetros w para cada valor de h. 

2.4. Optimizaci6rt Estructural 

La solución propuesta en esta tesis como se mencionó en la sección ante

rior, descompone el problema dei aprendizaje en dos optimizaciones parciales: 

la optimización estructural, que determina la estructura óptima del aproxima

dar funcional (dada por el índice estructural h*) y por tanto su capacidad de 

representación, y la optimización paramétrica, que determina para cada estruc

tura considerada de índice h, el óptimo vector de parametros w* E H'h· 

De esta forma el optimizador . estructural irá proponiendo una serie de 

estructuras candidatas según Una estrategia determinada, iuego encargará la 

evaluación de estos aproximadores al optimizador paramét.ríco y detendrá la op

timización ~structural cuando se cumplan ciertas condiciones .de finalización. 

La minimización estructural del riesgo tiene como objetivo determinar la 

estructurá óptima del aproximador, en base a su capacidad de generalización. 

La capacidad de generalización del aproximador se mide mediante el error 

de test ( Rte.st), donde el error de generalización o error de test ( Rtest) se define 

como la frecuencia relativa de errores cometidos por el aproximador funcional 

sobre un conjunto de ejemplos no utilizados para el ajuste del aproximador, que 

denominaremos conjunto de test. 



20 

Para obtener la estructura óptima del aproximador funcional debemos basarnos 

en el siguiente lema: 

A medida que la capacidad de rep~esentación funcional del aproxima
dar funcional va creciendo, la capacidad de generalización del men
cionado sistema, ajustado sobre el mismo conjunto de entrenamiento, 
se hace más incierta. 

Este lema establece como estrategia de optimización estructural el tomar 

co~o punto de partida estructuras sencillas e ir aumentando la complejidad del 

aproximador hasta alcanzar un infnimo en su capacidad de gcncraÍización. 

Para ello, se formará una familia anidada de funciones de aproximación: 

{y= fh(x, w)jx EIC, y E Rm, w E Wh; h = i, ... , IÍ} (2.16) 

donde: 

.fi eh e ... e !H 

Esto qUiere decir que la funciói~ [2 es capaz de realizar todas las tta:hsfor

íiiacioiles de entrada/salida realizables por / 1, la función fs es capaz de reallzár 

todas las transformaciones de entrada/salida realizables por [2 y .f1• 

Ei optimizador estructurai se limita a proponer como estructuras candi

datas la secuencia de funciones .fl, [2, ... , hasta detectar que el error de test de

vueito por el optimizador paramétrico ha alcanzado un mínimo o se ha estabi

lizado. 

La forma más usual y la que se usará en la presente tesis es cuando la propia 

estructura del aproximador permite definir tin orden del íriismo ligado directa

mente a su capacidad de representación ("Control directo de ia estructura"). Por 

ejemplo, si se trata de aproximar una onda periódica por una serie de senos y 

cosenos de frecuencias múltiplos de la fundamental (Series de Fourierr el número 
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de armónicos considerado controlará directamente la capacidad de representación 

del aprbximador. 

2.5. Optimizadóri Paramétrica 

Una vez definida la estructura del aproxintador funcional fj = f(x, w), la 

optimización paramétrica tiene como objetivo hallar el vector de parámetros ópti

mos w*, que rriejoi" asemeja la función aproximadora fj a la función subyacente 

y. ~n el siguiente capítulo hareínos referencia a los métodos utilizados para la 

optimización paramétrica basados en la miniminizacióil de la función de costo j: 

1 N 
J =- "Le(i? e(i.) 

N i=I 
(2.17) 

donde e(i) es definido como e(i) = y(i) - fj(i) y N es el nÓ.rriero total de 

muestras. 

2.6. Determinación de la influéncia de las Variables de Entrada 
1 

Urta vez ajustado el aproxiinad~r funcional, es posible analizai" ia influencia 

qtie cada una de las variables de entrada tiene en la salida del misrrio, con el fin 

de idenÚficar aquellas variables no reievantes, es decir que ho aportan ninguila 

informacióri a la salida. La eHminación de estas variables disminuye la comple

jidad del aproxirriador, aumentando su capacidad de generalización. Es posible 

comparar la influencia que cada una de ias variables de entrada Xi tiene en la 

salida y, analizando las sensibilidades, definidas como: 

(2.18) 

En el caso partl.cular de un aproxirriador funcional Hneal se tendría lo si

guiente: 
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Sea y(x, w) el aproximador funcional definido por: 

y(x,w) = w. xr (2.19) 

donde: 

W = [w1, ... ,wN] 
·x = [xl, ... , xN] 

Entoilces, derivando la ecuación (2.19) respecto a W, tenemos: 

( = 8y(x,'iv) = 8(W · xr) = W 
BXT 8XT (2.20) 

Normalizando las sensibilidades dividieüdo por su valor máximo, obten

dremos una medida relativa de la influencia de cada variable. De esta forma, 

cuánto inenor sea el valor absoluto de estos tatios, nienor será la infltiericia de 

la variable de ~ntrada correspondiente, pUdiendo eliminar aquellas variables que 

tienen ttna influencia relativa desprec~able. 
1 

Por ejemplo, supongamos que se tiene el siguiente sistema lineai de segundo 

orden, expresado en ecuación de diferencias: 

donde: 

Yk+1 ..:___ A1Yk + AzYk-1 + A3Yk-2 + · · · 

+ BiUk + Bz'ilk-1 + B3Uk-2 

A1 = 2,6277, A2 = -2,3332, A3 = 0,6976, B1 = 0,0172, Bz = 0,0308, B3 = 0,0140 

Ahora supongamos que se tiene un aproximador funcional de la forma siguiente: 
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fk-1-1 ;_ adfk + a2fik-l + aifJk-2 + a4flk-3 + a5fik-4 + ... 

+ bluk + b2'11•k-l + b3Uk-2 + b4'11·k-3 + b5Uk-4 + . · · 
+e( k) 

donde: · e(k) = y(k) - fi(k) 

, Ahora si se somete ambos modelos a üna entrada aleatoria de media cero y 

de:varianza constante (ruido bianco) obtendremos ias respuestas que se muestran 

en la figlira 2.9 (se debe aclarar que los parámetros dei vector W han sido hallados 

a través del método de ios mínimos cuadrados que se verá en el siguiente capítulo). 

Figura 2.9: Salida del sistema y salida del aproximador fuiidonal. 

Donde el vector W tiene los siguientes valores: 

W= [ -1,7572 0,3991 0,4061 0,2147 -0,2452 

0,0172 0,0459 0,0470 

0,0232 0,0050 2,0364 

(2.21) 
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Ahora normalizando el vector W dividiendo entre el máximo valor de dicho vec

tor: 

vVnormauzado = [ 0,8629 0,1959 0,1994 O,i054 0,1204 

0,0084 0,0225 0,0231 

0,0114 0,0024 1,0000 

(2.22) 

Se elimina los pai"ámetros que tienen un ratio pequeño en comparación con 

los demás, es decir se va a eliminar las variables no influyentes de la estructura. 

Por lo tahto eliminaremos el W5 (bl'ük), w6 (b2uk-1), w7 (b3uk-2) y ei Ws (b4uk_3) 

entonces la estructura del modelo es el siguiente: 

(2.23) 

Sometemos está nueva estructura a la misma entrada a la que fue sometida 
' ' 

la estrUctura anterior, los resultados ~on most.rados ert la figura 2.10. 

Figura 2.10: Salida del sistema y salida del aproximador funcional simplificado. 
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Como se puede observar eh la figura 2.9 y en la figura 2.10, tanto la estruc

tura sin simplificar como la simplificada cumplen con seguir a la respuesta del 

sistema con gran precis1ón, por lo que nos podemos quedar como uha estructura 

candidata a la simplicada (de acuerdo al lema expuesto en la sección anterior) 

y además esta estructura tendría a las variables más influyentes, con lrus que se 

permite lograr una buena respuesta y obtener así una máyor generalización, es 

decir, una mejor aproximación frente a entradas que no hah sido utilizadas para 

su entrenamiento. Ei programa ele estos cálculos se encuentra. eh e1 Apéndice A 

con ei hoinbre de AES_l.m 

Cuando la teiacióh entrada/salida no es lineal, las sehsibiiidades dejan de 

ser constailtes y dependen dei vector de entradas x. El único recurso qtie queda 

ehtoilces para cuantificar la importáncia de cáda una de 1~ varüibles de entrada, 

es el ilamado Análisis de las ÍJístribucíories Estadtsticas de ias Sénsíbilídades. 

Para ello podemos utilizar el conjunto pe entrenamiento para evaluar el vector de 

sensibilidades con cada uno de los ejemplos y construir una niatriz donde cada fila 

coúesponda a un ejemplo y cada columna a una variable de entrada. Esta ma

triz puede ser filtrada eliminando las sensibilidades correspor1diehtes a ejemplos 

que dan un error de aproximación superior a dos veces la desviación típica del 

mismo. Las variables de entrada no relevantes en la salida tendrán una distribu

ción de sensibilidades centrada eh el origen y de pequeña varianza. Las variables 

relevantes generarán sensibilidades ho nulas en distintas regiones del espacio de 

entrada. 

Por ejemplo, supongamos que se tiene el siguiente sistema no lineal [8]: 

Ahora se desea encontrar mi aproximador funcional, para ello partirnos del si

guiente modelo no lineal: 



+ a5ykek + aoukek t a7YkYk-1 +: · · 
+ asUkUk-1 + agekek-1 
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Ahora partiendo de este modelo como principal, se empieza a crear tlria serie de 

estructuras, de Ía siguiente forma: 

Yir.-t-1 = atflk + a2uk + a3ek + at~flkuk + ... 

+ aoukek + a/[}kYk-1 + ... 

Luego a todas las estructuras que se ha creado laS sometemos a liria entra

da cuadrada. Después con Íos diferentes pesos de cada estructura W1,W2 , ... ,Wu 

se halla la media y la desviación está11dar de cada parámetro y obtendremos la 

figura 2.li. 

Graflco do las Sonsbfildados 

0.45 .... 

········:···•s···: ... 
... ; ........ ;. .. 

0.1 ........ ···················· 

0.05 t<!l.'<? .... 

0<8 

0o~~oL.,--~o~.2--~0~.3--~--~--~---o~.7~-o~.a~-7o.9 

Figura 2.11: Gráfico de la influencia de las variables de entrada. 
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En la figura 2.11 los valores Xi indican el término 'Wi dei aproximador fun

cional. Además las variables que se alejan de cero son las variables influyentes, 

y las que oscilan alrededor de cero se desptecian, por io tanto las wiribles de los 

parámetros :1:1, x2 , :c3, :r:3, :c5 y :r:6 son las variables influyentes: Yk, uk, ek, :IJkUic, 

]Jkek y u.kek· 

Entonces nuestro modelo estructural es el siguiente: 

Yk+t = a1flk + a2uk + a3ek + a4fjknh~ ... 

+ asflkek + a6ukek 

La respuesta del sistema frente a la entrada de una señal cuadrada es 

mostrada en la figura 2.12. 

~ 

Sot'tal do Entrada al Slstomn 
0.8 .......................... . 

0.6 ............ . 

0.4 

0.2 ... 

0o~--~oo~~.~00--~15~0--~~~0--~25~0---3~00~~3~50--~400 
ITiompo(siJ1l.) 

Figura 2.12: Respuesta del aproximador funcional. 

Ahora para comprobar (validación del sistema) si el aproximador funcional 

hallado cumple con representar la dinámica del sistema real vamos a someter a 

ambos sistemas a tina entrada senoidal (ver gráfica 2.13 ). 

Conio se observa en la figura 2.13 el aproximador funcionai encontrado 

cumple con la dinámica del sistema, por lo tanto el modelo es válido. 
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Figura 2.13: Respuesta del aproximador funcional (validación del aproximador). 

2. 7. Vaiidación de Modelo 
1 . ' . 

Una vez qüe se tiene definido la estructura del aproxiniador funciona.!, el 

siguiente paso será el de encontrar los parámetros óptimos de W qüe_ II!inimizen 

el error entre la salida real y la salida aproximada. Eh los capítulos posteriores se 

detallarán los diferentes métodos utiliz&dós para lograr este fin. Luego de haber 

hallado la estructura óptima y los 1)arámetros W óptimos, se procederá a validar 

dicho aproximador funciona.!, para ello se recurre a dos procedimientos: 

1. Análisis de Residuos.- Se conocen como residuos de un sistema a los errores 

de predicción obtenidos según la expre_sión: e~, = Yk - Y(~,,W) siendo W el 

vector de parámetros del modelo, Yk la respuesta real del sistezrta e Y(k,W) 

ia respuesta estimada por el modelo para la misma eht.rada. idealmente, 

estos residuos deberi ser independientes de la entrada. Si ho sucede así, sig

nifica que hay componentes eil ek que proceden de la ent.rada uk, lo chal 

a su vez significa que el niodelo no es capaz de describir completamente la 

dinámica del sistema. Para reali:;r,ar el estudio anterior, sueie comprobarse 

la correlación entre el error de predicción y la entrada al sistema, según la 

expresión: 
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1 N 
Re1L =N 'Le(t + T)v.(t) 

t=l 

(2.24) 

El modelo por tanto será tanto más exacto cuanto más se acerquen a cero 

los términos de la correlación anterior. Puede demostrarse qtie si e(t) y 'l.í.(t) 

son realmente independientes, 1a expresión anterior (para valores gi'andes 

de N) es una distribución hormai, con media cero y varianza constante: 

(2.25) 

Donde Re y Ru son las covárianzas de e(t) y v.(t;) respectivamente. General

mente, Re1L(t) se representa en un diagrama junto con las líneas ±3~. Si 

todos los coeficientes de Re1L están dent.ro de este intervalo, aceptaremos la 

hijJótesis de independencia de los residuos. Resultados valederos son cuando 

uno de cada veinte coefientes salen fuera de rango (confianza del 95 %) . 

Por ejemplo, del problema ant~rior su grafico de la correlación cru:;mda se 

muestra en la figura 2.14 

En la,figüra 2.14 podemos observar que ei número de plintos que se salen 

de ios límites establecidos son menores que el 5 % del total -cie datos por 

tanto podeinos aseverar que ei aproxiinador funcional encontrado represen

ta fielmente al sistema real (el programa con los cálculos se encuentra en el 

Apéndice A con el nombre de AES.2.m). 

2. Análisis de Datos No utilizados.- Es cuando luego de hallar el aproximador 

funcional, lo evaluamos con una entrada que no halla sido utilizada para las 

pruebas (en forma análoga al ejemplo anterior- ver gráfico 2.13). 
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Figura 2.14: Función de correlación cruzada. 

2.8. Esquema Generai de ia Aproximación Funcional 
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A continuación se presenta tres diagramas de flujo en los cuales se pretende 

sistematizar cada uno de los procesos para la identificación paramétrica de sis

temás por medio del ajuste de aproximadores funcionales. 
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Figura 2 .. 15: Diagrama de flujo para la optimización estructural. 
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Figura 2.16: Diagrama de flujo para la optimización parainétrica. 
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NO 

Figura 2.17: Diagrama de flujo para la identill.cación paraméttica de sistemas 
mediante aproximadotes funcionales. 



CAPÍTULO IÍÍ 

APROXIMACIÓN DE SISTEMAS DINÁMICOS NO 
LINEALES 

En las últimas d~cadas se ha consolidado la teoría y la práctica para ia iden

tificadón de sistemas. En los inicios los modelos matemáticos para representar los 

sistemas eran lineales a pesar de que no conseguían reproducir el comportamien

to dinámico no lineal de los sistemas. Con el avance tecnológico e industrial, 

un interés por el modelamiento no lineal fue en aumento, ayudados por el cre

ciente desarrollo de herramientas matemáticas (debido también a que las técnicas 

existentes para modelos lineales no conseguían reproducir toda la gama ele com

portamientos dinámicos ele los sistemas reales). 

Dentro de ias representaciones no lineales podemos destacar los modelos ele 

bloques interconectados que representan a los sistemas a través ele bloques. La 

dinámica del sistema es representada por un modelo dinámico lineal y un mode

lo dinámico no ·lineal. Una gran ventaja de tal representac.ión es la posibilidad 

de utilizar técn!cas de identificación lineal. Los modelos de bloques interconec

tados fuermi utilizados a mediados de los ochenta. Por aquellos años Billings y 

Leontaritis pr~sentaron el modelo NARMAX (Nonlinear AutoRegressive Moving 

Average model with eXogenous inputs). Este modelo es capaz de representar una 

amplia gama ele sistemas no lineales. Varias técnicas de selección ele estructuras 

y estimación de parámetros fueron desarrollados para este modelo. 

A mediados ele la década de los noventa, el interés por los modelos de blo

ques interconectados resurgió. Un factor principal fue la facilidad con que estos 

modelos podían trabajar con las diferentes técnicas de control. 

En el presente capítulo se explicará los diferentes modelos lineales ele iden

tificación de sistemas luego nos centraremos en el análisis del método de los 
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mínimos cuadrados para la estimación de los parámetros. Se hará uh estudio de 

las diferentes modelos ho lineales ahondando en ei modelo polimomial NA.FUVÍAX. 

3. i. Aspectos Geheraies 

Se denomina identificación a lá técnica de construir uri modeio a partir de 

las variabies medidas del proceso: entradas o variables de control, salidas o varia

bles controia.das y, posiblemente, perturbaciones. En principio y con el objetivo 

de modelizar se puedeil proponer tres formas elistiiltas ele utilizar los métodos ele 

idenÚficacióh: 

• Hacer distiütas aproximaciones para estructurar el problema: seleccionar las 

señales de interés, observar la dependencia entre ellas, estudiar el grado de 

linealidad del proceso. 

• Construir un modelo que describa el comportamiento entre las entradas y 

las salidas-, prescindiendo del comportamiento físico. Hay distintas formas 

de abordar el problema, según se consideren modelos :ho paramétricos o 

modelos paramétricos. 

• Utilizar los datos para determinar los parámetros no conocidos del modelo 

físico obtenido a base del estudio de propiedades y leyes físicas del proceso 

estudiado. 

Otro aspecto a tener en cuenta será el tipo de modelo matemático que se 

pretende identificar. Hay varias formas de catalogár los modelos matemáticos: 

deterministas o estocásticos, dinámicos o estáticos, de parámetros distribuidos o 

concentrados, lineales o no lineales, y de tiempo continuo o tiempo discreto. A 

contimiación se describe algunas de ellas: 

• Deterministas ya que se quiere estudiar la relación entre la entrada y la 

salida con una parte no modelada o no conocida (estocástica). 
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• Dinámicos porqué el objetivo es conocer el comportamiento dinámico de 

un proceso. 

• De paTámetros concentrados no se considera la variación en fttnción del es

pacio. 

• Lineales o no lineales. 

3.2. \ Estructura del rhodeio 

Partiendo de la base de que para modelizar un proceso necesitamos los 

datos observados, en el caso de un sisteina dinámico con una entrada en ei ins

tante t denominada como u(t) y una salida en el instante t denominada coino 

y(t) ios datos serán üha colección finita de observaciones: 

SN = {u(O),y(O),u(l),y(l), . .. ,u(N),y(N)} (3.1) 

El problema de los métodos de', identificación consiste en encontrar rela

ciones matemáticas entre las secuenci~ de entrada y las secuencias de salida. 

Ahora definiendo las observaciones de forma inás general: 

sN = {y(t), cp(t)} t= l, ... ,N (3.2) 

El problema radica en como determinar y(t+l) a pártir de cp(t). En el caso 

de un sistema dinámico, cp(t;) contendría la información de las entradas y salidas 

anteriores a t. El problema matemático que se fórmula es la construcción de una 

función §N(t, cp(t)) tal que a partir de ella podamos determinar: 

y(t + i) = §N(t, (), c/J(t)) (3.3) 
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En general se busca una función §N(t, e, cf;(t)) que sea patametrizabie, es 

decir que tenga i.Irt número finito de parámetros. A estos parámetros se les deno

mina con e. Á toda lá familia fuiltiones candidatas se las denomina estructura dei 

modelo, y e:h general estas funciones se escriben como !JN(t, e, cj;(t)). Esta función 

permite calcular eí valor y(t + i): 

f}(t + 1) ~ §N(t, (), cp(t)) (3.4) 

La búsqueda de una buena función se realiza en términos del-parámetro () 

Y el cálculo del valor fhv conduce a que §N(t, cp(t)) = 9N(t, 0N, cp(t)), por eJeinplo 

en el caso de una estructura de modelo simple corno ARX de primer orden (este 

modelo lo veremos con mayor detalle en las secciones siguientes): 

fj(t) + a1y(t- 1) = b1u(t- 1) + b2u(t.- 2) 

la correspondencia coh la formulación general sería: 

e r al, b¡, b2] 

cf;(t) [ y(t- 1), u(t- 1), 1.1.(t- 2)] 

g(t, e, cj;(t)) - -aly(t- 1) + b¡11(t- 1) + b2u(t- 2) 

El ejemplo anterior hiLiestrá la formulación convencionai de los sistemas de 

identificación, en que la estructura dei modelo se corresponde con una regresión 

lineal. 

3.3. Aproximación mediante modelos lineales 

La mayoría de los sistemas tienen un comportamiento no lineal, excepto 

en un determinado rango de operación donde pueden ser considerados lineales. 

Los modelos lineales aproximan al sistema :ho lineal alrededor de Uh punto de 

operación y la petforinahce del modelo lineal (y de sus cáracterístiCas ptedicti

vas) se ven deterioradas al variar el punto de operación del sistema no lineal. 
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De acuerdo a lo expuesto en la sección anterior, supongamos que ei sistema 

púede ser modelado como un proceso estable, invariante en el tiempo y Üilealiza

ble, con una entrada y una salida, por lo que puede ser descrito por uha ecuación 

lineal en diferencias de la forma: 

y(k) +a1y(k- 1) + ... + any(k- n) = b¡'lt(k- d- 1) + b21t(k- d- 2) + ... 

9nu(k- d- n) + v(k) + qv(k- 1) + c2v(k- 2) + ... + Cnv(k- n) (3.5) 

o eil :fonria vectorial: 

y(k) = ~T(k)O + v(k) (3.6) 

donde: 

q7(k)=[ -y(k-1), ... , -y(k-n), u(k-d-1), ... , 1L(k-d-n), v(k), ... , v(k-n)] . . 

Se tiene que v(k) es una señal de ruido estadísticamente independiente y 

estacionaria con distribución normai y de media riula. Entonces la función ele 

transferencia en z ele este sistema puede describirse como: 

Srz-1 ) crz-1) 
y(z) = A(z=r)z:-du(z) + ~v(z) 

donde: 

A(z-1) = 1 + a¡z- 1 + a2z-2 + ... + anz-n 

B(z-1) = b1z-1 + b2z-2 + ... + bn.z-n 

C(z-1) = 1 + c1z-l + c2z-2 + ... + CnZ-n 

(3.7) 

El primer cociente B ( z-1) /A ( z-1) representa el modelo de la pianta, y el 

segundo C(z- 1)/A(z-1) representa el modelo ele las perturbaciones. 
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3.3.1. Modelo OE 

En el modelo de error de salida OE, se incluyen como entradas vaÍores pasa

dos de la salida estimada. El modelo OE (Ouput Error) tiene la estructura que 

se muestra en la figura 3.1. 

V 

u 

Figura 3.1: Estructura del modelo OE. 

De acuerdo a la estrutura mostrada en la figura 3.1 y según la ecuación 

(3. 7) tenemos 1? siguiente: 

-J. z-'~1 
G(z ); = A(z- ) (3.8) 

(3.9) 

Ahora a partir de lá ecuacióil (3.5) y según las ecuaciones anteriores (3.8) 

y (3.9) tE'memos: 

y( k) = -a1y(k- 1)- ... - any(k- n) + bt11.(k- d- 1) + bzu(k- d- 2) + ... 

+ bnu(k- d- m)+ v(k) (3.10) 

De la ecuación "(3.6): 
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y( k) = or </J(k) (3.11) 

fj(k/if) = óT <P(k) (3.12) 

e( k) =y( k)- fj(kjff) = v(k) (3.13) 

donde: 

<PT(k)=[ -y( k- 1), ... , -y(k- n), u( k- d- 1), ... , u( k- d- rn), v(k)] 

or = [ Cl] ' .•• ' (J,n' b1 ' ... ' bm' 1 ] 

Las ecuaciones (3.11), (3.12) y (3.13) son las ecuaciones del Modelo OE. 

Esta estructura permite modelar ia mayoHa .de los procesos lineaies, pero no 

la característica del ruido. Al ser tin modelo recurrente, el ajuste del vector de 

parámetros O(t) es inás complicado. 

3.3.2. Modelo ARX 

Una fdrma de evitar la recurrencia del modelo de error de salida es sumi

nistrar como entrada 1a salida real del proceso, en lugar de la salidá estimada. 

Esto da lugar al modelo autoregresivo con entradas exógenas ARX. El modelo 

ARX (AutoRegressive with eXtra input) tiene la estructura que se muestra en 

la figura 3.2. 

=i.J====~=====y > 

Figura 3.2: Estructura del modelo ARX. 
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De acuerdo a la estrutura mostrada en la figl.ira 3.2 y según la ecuación 

(3. 7) se tiene lo siguiente: 

(3.14) 

(3.15) 

Ahora a partii' de la ecuación (3.5) y según las ecuaciones (3.i4) y (3.15), 

obtenemos: 

;t;(k) = -a¡y(k- 1)- ... - any(k- n) + ... 

+ b¡u(k- d- 1) + ... + bm1t(k- d- m) 

De la ecuación (3.6): 

y(k) i or ifJ(k) 

fj(k/e'J = {jT ifJ(k) 

donde: 

ifJT(k)=[ -y( k~ 1), ... , -y(k- n), u( k- d- 1), ... , u( k- d- rn)] 

er = [ aj' ... 'an, b¡, ... 'bm J 

(3.16) 

(3.17) 

(3.18) 

Las ecuaciones (3.17) y (3.18) son las ecuaciones del Modelo ARX. Este mo

delo permite ajustar todo proceso lineal corrompido por un ruido aditivo, a costa 

de aumentar los retardos n y m. Su ventaja es que requiere menos parámetros y al 

ser un modelo no recurrente, la estimación de sus parámetros O(t) es más sencilla. 
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3.3.3. Modelo ARMAX 

Es frecuente en la predicción de series temporales que el análisis de correla

ciones residuales muestre un alto contenido de información en la serie del error de 

predicción. Esta información, enmascarad-a bajo forma de ruido coloreado1, puede 

ser realimentada al estimador de tal forma que su utilización mejore considerable

mente la calidad de 1a estimación, sin aumentar de forma desproporcionada el 

número de parámetros a estimar. El modelo ARMAX (AutoRegressive Moving 

Average with eXtra input) tiene la estructura que se muestra en la figura 3.3. 

V 

u + 

Figura 3.3: Estructura del modelo ARMAX. 

De acuerdo a la estrutura inostrada eh la figura 3.3 y según la ecuación 

(3. 7) se tiene lo siguiente: 

(3.19) 

(3.20) 

1 Ruido Coloreado es la secuencia de números aleatorios de media cero y varianza uno. 
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Ahora a partir de ecuación (3.5) y segúnJas ecuaciones anteriores (3.19) y 

(3.20) se obtiene: 

y(k) = -a¡y(k- 1) - ... - any(k- n) + b1u(k- d -1) + b2u(k- d- 2) + ... 

bnu(k- d- m)+ v(k) + C¡V(k- 1) + c2v(k- 2) + ... + Cnv(k- p) (3.21) 

De la ecuación (3.6): 

y(k) = er ifJ(k) (3.22) 

fl(k/0) = or ifJ(k) (3.23) 

e(k) = y(k)- y(k/0) = v(k) (3.24) 

donde: 

c/Jt(k)=[ -y(k-1), ... , -y(k-n), u(k-d-1), ... , u(k-d-m), v(k), ... , v(k-p)] 

Las ecuaciones (3.22), (3.23) y (3.24) son las ecuaciones del Modelo ARMAX. 

Esta estructura permite modelar todos los procesos lineales corrompidos por un 

ruido aditivo, con un modelo mucho más compacto que el ínodelo AiUC (en el 

caso de ruido coloreado). Su principal problema es que es uh modelo recurrente, 

lo que complica la estimación de sus parámetros O(t;). 

.'·' 

3.4. Método de Íos Mínimos Cuadrados 

Es una identificación paramétrica, es decir se parte de que la estructura de 

las ecuaciones es conocida y son sus coeficientes lo que se dy~ea determinar. Se 



44 

estudiará primero el algoritmo de mínimos cuadrados para obtener unos coefi

cientes constantes con las N primeras medidas. En la práctica, como el tiempo 

de cómputo es elevado, la identificación suele realizarse o.ff-line. 

En el algoritmo de mínimos cuadrados recursivos se irá modificando los co

eficientes secuencialmente, con cada nueva medida posterior a N y se obtendrán 

los valores en régimen permanente de estos coeficientes. Este proceso puede re

alizarse on-line, por lo que los coeficientes serán dinámicos, adaptándose en cada 

instante para que el error entre el modelo y la planta sea mínimo. 

3.4.1. Método de los Mínimos Cuadrados ilo recursivo (Algoritmo 

"One-Shot") 

La idea central es obtener, por minimización del error de la salida y( k) ele un 

sistema muestreado y del sisteta aproxirnaclo fj( k)' los valores de los parámetros 

O(t). de la ecuación(3.22), suponiendo que son conocidos. a priori el retardo d, el 
1 • • 

orden n y m ( n ~ m) de los polinomios A y B de un modelo ARMAX con retardo 

Volviendo a esci"ibir las ecuaciones (3.22),(3.23) y (3.24) del modelos AR.MAX 

(pero tomando el retardo de la señal1jesidual2 p = 0), tenemos que: 

y(k) = oT q;(k) 

fj(k/0) = (jT qy(k) 

e(k) = y(k)- fi(kje) = v(k) 

donde: 

q;T(k)=[ -y(k- 1), ... , -y(k- n), u( k- d- 1), ... , u( k- d- m,), v(k) ] 

OT = [ 0,¡' ... 'an, b¡' ... 'bn, C¡' ... 'Cm, dt] 

2El error e(k) también es llamado error predictivo o valor r-esid1tal y se asume qi.Ie su media 
es cero y su varianza constante. 
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Si se realizan mediciones de pares de entrada salida en cada instante de 

muestreo (y( k), u( k)) desde k=1, ... ,N donde N » n, entonces el vector E de 

errores de predicción se puede expresar a partir del vector Y de salidas medidas 

y de la matriz de regresión r/J: 

(3.25) 

(3.26) 

(3.27) 

(3.28) 

Ahora definiendo la función de costo VN(O) como: 
1 

(3.29) 

Reemplazando la ecuación (3.25) en la ecuación (3.29) se tiene que: 

(3.30) 

Lúegd, ·el conjunto de parámetros O se puede obtener por minimización del 

índice VN(O) (suma de los cuadrados de los valores residules). Entoces derivando 

la ecuación (3.30) 



8(! t (Y- QJTO)T(Y- Q;TO)) 
2 i=l 

a e 

Ahora derivando la ecuación (3.31) 
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(3.31) 

(3.32) 

Pata minimizar el índice VN(O) igualamos a cero la ecuación (3.3i) y des

pejamos el vector de parámetros 0: 

(3.33) 

O= PcjJY (3.34) 

donde: · 

La matriz ifJifJT se conoce como la matriz de covarianza y a la mattiz P se 

le conoce coino matriz de varíanza-covarianza. 

El diagrama de flujo de este método se puede observar en la figura 3.4. 

Este procedimiento es poco práctico en tiempo real, al exigir un elevado tiem

po de compUtación, debido a que requiere ia inversión de una matriz de orden 

2N x 2N, además en el cálculo de matrices invetsas pueden cometerse errores 

importantes dependiendo de la precisión de la computadora. 

La matriz de covarianzas es simétrica positiva (los elementos de su diagonal 

soh todos positivos) definida como: 
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INICIO 

Tetha=[P (k) TP(k)j·' P(K) r y(k)J 

FIN 

Figura 3.4: Diagrama de flujo del método de Mínimos ,Cuadrados no recursivo. 

p ·: [Pu P12] 
P21 P22 

donde p11 y P22 representan sumas de cuadrados de salidas y entradas, res

pectivamente, mientras que p12 p21 contiene sumas de cuadrados cruzados de 

entradas y salidas. 

3.4.2. Método de los Mínimos Cuadrados Recúrsivo 

Los métodos recursivos aprovechan parte de los cálcuios realizados en un 

paso anterior, para el realizar el siguiente. Por lo tanto el cálculo de los parámetros 

en un instante se realiza de la siguiente manera: 
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ek+l = ok +corrección (3.35) 

Como el objetivo es encontrar Ok-l-l, entonces modificando la ecuación (3.33) 

se tendrá: 

(3.36) 

Peto' como se sabe de la ecuación (3.27) que: 

Entonces en k + 1 se tendrá lo siguiente: 

(3.37) 

Por lo tanto: 

(3.38) 

Y también: 

Yk+l 
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(3.39) 

Ahora reemplazando la ecuación (3.38) y la ecuación (3.39) en la ecuación 

(3.36) tenemos: 

(3.40) 

De lateoría de matrices[4] tenemos que: 

Identificando términos y comparándolos con la ecuación (3.40) se deduce: 

C=1 

Coil lo cual se tiene: 

ok+l . [(cPkcPn-i -. (cPkcPn-lc1 + cpf\cPkcPn-lcpk)-lcpf(c/JkcPn-lJ(cfJkYk + cpkYk-1-i) 
' 

Pero se sabe que H, = ( cPkcP[)-1 y reerhplazando en la fórmula anterior se obtiene: 

Pero de 1a ecuadón (3.38) tenemos que: 

Con lo cual la ecuación (3.41) se reduce a: 

(3.42) 
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.La ecuación (3.41) es conocida como el Algoritmo de identificación recu1·siva 

de lvfínimos Cuadmdos (RLS). 

(3.43) 

donde: 

La estimación de los parámetros O está dada por los valores de la estimación 

anterior corregida por un término lineal del error entre la saÍida y su predicción 

siendo Lk-t- 1 la gaüacia de corrección. 

El algoritmo RLS se puede resumir de la siguiente forma: 

l. Defina valores iniciales para Okl Pk· 

2. Forme el vector de regresión lfJk· 

3. Calcule la matriz Lk+i: 

PkiPk 
Lk+l = T 

1 + cpkPkiPk 

4. Mida el par de entrada-salida (uk+t,Yk+I) del sistema mUestreado. 

5. Calcule el nuevo vector Ok-l-1 y la nueva matriz Pk-1-1: 

Ok+1 = Ok + Lk·1-1ek-l-l 

pk+l = pk - Lk+llfJkcpkT pk 
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3.4.3. Modificaciones del Algoritmo de RLS Recursivo 

Se ha supuesto que los parámetros dei sistema son invariantes en ei tiempo, 

por lo que el identificador formulado tiene memoria infinita esto quiere decir que 

se les da ún mismo peso a todas las medidas obtenidas. 

Sin embargo si los parámetros del sistema varían lentamente (debido a des

gaste de los equipos, a que el sistema es no lineal, entre otros) es conveniente 

reduci~· la memoria del ideiltificador con el objeto de que éste pueda seguir las 

vari~ciones del sistema dando mayor peso a las últimas medidas sobre las más 

antiguas. Esto puede hacerse introduciendo algunas mejoras [4]: 

• introduciendo un factor de olvido c. 

• Sumando una matriz positiva R a la matriz de c~varianza P del identifi

cador. 

• Utilizando ambas ténicas. 

i 
fnciusión del Factor de Olvido. Como se mencionó anteriormente mediante 

la iriclúsión del factor de olvido se consigue que el identificador tenga memoria . . 

finita. La modificaión consiste en sustituir Pk por Pk/ c. 

Para e = 1 se tiene el algoritmo de mínimos cuadrados normal, mientras 

que para e < 1 el algoritmo olvida las medidas más anitguas. Los valores de e se 

hacen variar entre 0.95 y l. Pata valores de e= 1 se obtiene una gran eliminación 

del ruido y para valores de e < 1 se obtiene un mejor seguimiento de la variación 

de los parámetros. 

El índice VN(e) pasa a ser: 

k 

VN(O) = L ¿-n.e2 (k) 
n=l 
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Suma de una Matriz Positiva. Este método llamado mndom walk [4] con

siste en aumentar una matriz R positiva a la matriz de varianza-covarianza Pk, 

obteniéndose: 

Teniendo en cuenta estas modificaciones obtendremos el siguiente algorit

mo pará el método de los mínimos cuadrados recursivos: 

l. Seleccionar los valores de Pk y Ok· 

2. Obtener los nuevos valores ele y~,-1- 1 y Uk-J-1· 

3. Calcuiar el error residual: 

' 
1 

eÁ,-1-1 != YÁo-1-1 - cp'[,_¡ Ok 

·4. Calcular L~,-1- 1 dado por la expresión: 

5. Calcular los nuevos parámetros estimados dados por: 

6. Actualizar la matriz ele covarianza: 

Wk+l = (!- Lk+¡cpf+I)Pk + R 

wk-1-1 
Pk-1-I = --

e 

7. Actualizar el vector ele medidas cpk-l-l 
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3.5. Identificación de sistemas utilizando RLS 

En esta sección se va a desarrollar la identificación de dos sistemas, uno 

lineal y otro no lineal, alimentados por una entrada aleatoria de media cero y 

varianza constante. Los modeios obtenidos serán validados a través de diferentes 

señales (escalón unitario, senoidal y cuadrada). El programa para desarrollar esta 

prueba fue realizado en Matlab y el código se encuentra en ei Apéndice A con el 

nombre de lqs_mejorado_Vm. El sistema lineal es una planta de segundo orden 

cuya ecuación en diferencias viene dada por: 

donde: 

Yk+l = A1Yk + A2Yk-l + A3Yk-2 + · · · 
+ B1uk + B2uk-l + B3uk-2 

A1 = 2,6277, A2 = -2,3332, A3 = 0,6976, B1 = 0,0172, 

B2 = 0,0308, B3 = 0,0140 

(3.44) 

y nuestro modelo aproximado es el polinomio ARMAX con n = 2, m = 2, p = O, 
1 . 

d=O: 

y(k + 1) = -a0y(k)- a1y(k- 1)- a2y(k- 2) + ... 
+ b0u(k) + b1v.(k- 1) + b2u(k- 2) + e(k) (3.45) 

Para la identificación de los parámetros Ok-t-l se ha utilizado una señal 

aleatoria de media cero y variat17,a constante (el número de muestras para el 

entrenamiento es N = 400). 

Los parámetros del algoritmo RLS son los siguientes: 



Tabla 3.1: Parámetros iniciales del RLS 

P=Matriz Diagonal con Pii = 1000 V i j; Pii = O V i i= j 
R=Matriz Positiva con rii = Pii V i j; rij = O V i =F j 
Factor de Olvido e= 0,95 
Parámetros iniciales O~ = [O O O O O O 1 JT 

Nuestro sistema a estimar será el siguiente: 
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(3.46) 

Ahora con esa entrada aÍeatoria entrenamos al algoritmo RLS, obteniendo 

el i-esultado qúe se aprecia en la figura 3.5, en la cual se muestrá la respuesta del 

sistema real y del sistema aproximado frente a dicha entrada aleatoria. 

Figura 3.5:· Respuesta de un sistema lineal de segundo orden ton una entrada 
aleatoria. 

Luego de haber encontrado los parámetros O realizaremos el análisis de la 
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correlación cruzada (Capítulo IÍ) para ver si el sistema hallado tiene una estruc

tura válida o no. 

Grnfico do las Sonsl>l!ldados 

0.1 .. 

0.05 

-0.2 

-<l.25 

-<l.3 

-<l.35o'---c'o--__._,_ __ 15.1-0--2-'-00-----'25'-0 --30-'-0--.135-0 --'~00 

Media 

Figura 3.6: Anállsis de la correlación cruzada para el modelo propuesto. 

Como se observa de la figura 3.6, el húmero de puntos que se salen ele los 

límites es menor que el 5 % del total de muestras, por lo tanto la estructura que 

se tomó inicialmente se da como correcta. Ahora toca validar el modelo ARMAX 

encontrado, sometiendo tanto al modelo aproximado como al modelo a tres tipos 

de entradas: escalón uhitario, senoidal, cuadrada. En las figuras 3.7, 3.8, 3.9, se 

muestra los resultados de la respuesta tanto del sistema real como del sistema 

aproximado frente a los diferentes tipos de entrada. 

Como se observa en las figuras 3. 7, 3.8 y 3.9, el sistema aproximado cumple 

con seguir al sistema real con gran exactitud, es decir el modelo aproxiniaclo YN 

ha aprendido la dinámica del sistema. 

La tabla 3.2 contiene los errores de aproximación frente a las diferentes 

entradas a que son sometidos los dos sistemas. 
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Figura 3. 7: Validación del modelo ARMAX aproximado para la planta lineal de 
·segundo orden con una entrada escalón unitario, utilizando RLS (N=400). 

-5 ......... :· .... . 

-lO L_ __ _I_ __ __L ____ .L__ __ __¡_ __ __,...,..-__ ...J....._ __ __¡_ __ ~ 

o so 100 150 ~o ~o 350 •oo 
Tlcmpo(sog.) 

Figüra 3.8: Validación del modelo ARMAX aproximado para la planta lineal de 
segundo orden con una entrada senoidai utiiizando RLS (N=400). 

Ahora vamos a probar el algoritmo del RLS para una planta no lineaL El 

sistema a estimar será la planta de Narendra y Parthasarathy [8] cuya ecuacióil 

en diferencias es: 

(3.47) 



~ 
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Figura 3.g._ Validación del modelo ARMAX aproximado para la planta lineal de 
segundo orden con una entrada cuadrada utilizando RLS (N=400). 

Tabla 3.2: Eri:ores del algoritmo RLS frente a diferentes tipos de entradas (sistema 
lineal) 

Entrada 

Escalón 
Senoidal 

Cuadrada 

Error(%)=(UN-1JN). 100% 
YN 

0.94% 
10.61% 
17.03% 

El" modelo es el mismo que el utilizado para el sistema lineal·y además se 

partirá cmi las mismas condiciones iniciales. 

Al igual que el sistema lineál, se realizará la identificación con 400 rtniestras 

de una señal aleatoria (con media=O y varianza constante) y validará el modelo 

hallado con las señales escalón unitario, senoidal y cuadrada. 

Luego de haber entrenado el modelo aproximado fiN con la señal aleatoria, 

los resultados ios graficamos en la figura 3.10. 

Realizando también el anáíisis de la correlación cruzada se tiene la figura 

3.11. 



200 
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Figura 3.10: Entrenamiento del sistema para ia pÍanta No Lineal Narendra
Parthasatathy con una entradá aleatoria utilizando RLS (N=400). 

Graflco 00 las Sonsib!lldades 

..0.4 

400 

Figura 3.11: Análisis de la correlación cruzada para el modelo propuesto. 

En la figura 3.11 se observa que más del 5% de los puntos de la muestra 

sobresalen los límites, por lo tanto la estructura propuesta no es confiable. 

Ahora después de haber encontrado los parámetros (} vamos va.Ildar el mode

lo ARMAX encontrado, sometiendo tanto al modelo aproximado como al inoclelo 
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a tres tipos de entradas: escalón unitario, senoidal, cuadrada. Los resultados de 

las respuestas, tanto del sistema real como el aproximado frente a las diferentes 

señales son mostradas en las figuras 3.12, 3.13, 3.14, respectivamente. 

Sot\al de Enlrada al Sistema 

1.5 .........• 
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Figura 3.12: Validación del modelo ARMAX aproximado para la planta no li
neal de Narendra-Parthasarathy con una entrada escalón unitario utilizando RLS 
(N=400). . 

100 1so 200 ~o 

Tlompo(scg.) 

Figura 3.13: Validación del modelo ARMAX aproximado para la planta no lineal 
de Narendra-Parthasarathy con una entrada senoidal utilizando RLS (N=1.00). 

Como se observa en las figuras 3.12,3.13 y 3.14, el sistema aproximado no 
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Figura 3.14: Validación del modelo ARMAX aproximado pata la planta no lineal 
de Narendta-Parthasarathy con una entrada cuadrada, utilizando RLS (N=400). 

cumple con seguir ai sistema real (como se aseveró con el análisis de la correlación 

cruzada la estructura no era la óptima), el error existente entre el modelo real y 

el.modelo aproximado es muy grande para tomar como válido el sistema hallado. 

Esto quiere decir qtie el método de RLS no es bueno para aproximar modelos no 

lineales. En la tabia 3.3 se muestra el error del sistema aproximado en relación a 

las diferentes entradas. 

Tabla 3.3: Errores dei algoritmos RLS frente a diferentes tipos de entradas (sis
tema no liheaÍ). 

Entrada 

Escalón 
Senoidal 
Cuadrada 

Error( %)=(1lli.:::1lli.) · 100% 
YN 

14.40% 
80.51% 
68.82% 

3.6. Aproximación mediante Modelos No Lineales 

Para describir globalmente el comportamiento de los sistemas se debe re

curtir a modelos no lineales. La gran variedad de modelos i1o lirteaÍes hace qtie 
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no sea posible obtener métodos generales de identificación, sino sólo para deter

minadas clases de modelos no lineales. Muchos sistemas no lineales pueden ser 

representados por la interconexión de sistemas lineales estacionarios y ho lineali

dades estáticas3 . Estos modelos se denominan orientados a bloques (block-oriented 

nonlinear models). Entre los modelos orientados a bloques los que han sido más 

estudiados son los Modelos H ammerstein y los Modelos Wiener. 

3.6.i. Modelo Hammerstein 

, Este modelo consta de una parte no lineal conectada en serie a un modelo 

lineal. En la figura 3.15 se puede observar la estructura de este modelo. 

Figura 3.15: Modelo de bloques Ilammerstein. 

Sea f(-) una función no lineal que representa al modelo no lineal y g(·) una 

función lineal que representa al modelo lineal. Como podemos ver de la figura 

3.15, w(k) es la señai intermedia que s~ obtiene inapeando la señal u(k} a través 

de la función f ( ·). Entonces teneinos lo siguiente: 

w(k) = f(u(k)) (3.48) 

w(k- q) = f(u(k- q)) (3.49) 

Ahora, supongamos que el bloque lineal es un modelo ARX. Entonces la 

relación entre la entrada y salida para el segundo bloque ele acuerdo a la ecuación 

(3.16) y según la ecuación (3.49) es: 

3Las no linealidades estáticas aparecen por ejemplo debido a sa.tuta.ción de actuadores, sen
sores con características no lineales, etc. 



y(k) = -aly(k- 1)- ... - any(k- n) + ... 
+ b¡w(k- d- 1) + ... + bmw(k- d·- 'fn) 

Reescribiendo la ecuación (3.50) en forma de sumatorias se tiene: 

n.y nw 

y(k) = '¿Jlpy(k- p) + L(J'qW(k- q) 
q=l 
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(3.50) . 

(3.51) 

Reelnpla:;.>;ando Ía ecuación (3.49) en la ecüación (3.51) se tiene lo siguiente: 

ny nw 

y(k) = l:Jlpy(k- p) + L(J'qf(u(k- q)) (3.52) 
p=l q=l 

La ecuación (3.52) muestra que el modelo I-Iammerstein es un caso parti

cular del polinomio NARX4 , donde la no linealidades so~ expresadas en función 
1 

de la señal u. 

3.6.2. Modelo Wiener 
i . 

Este modelo consta de una parte lineal conectada en serie a un modelo no 

lineal. En la figura 3.16 se puede observar la estructura de este modelo. 

Figúra 3.16: Modelo de bloques Wiener. 

De acuerdo a Ía figura 3.16 se puede observar que la señal de salida y(k) 

se obtiene mapeando la señal intermedia w(k) a través de la función no lineal f(- ): 

y(k) = f(w(k)) (3.53) 

4NARX: NoJinearAutohegressive with eXtra input 
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También se observa que la señal intermedia w(k) puede ser obtenida a través 

de la estimación de la inversa de f (.) 5 : 

w(k) = ¡-1(y(k)) (3.54) 

De acuerdo al procedimiento anterior, tomamos el modelo ARX como refe

rencia y obtenemos las siguiente ecuación: 

nw nu. 

w(k) = L Opw(k- p) + L rJq g(u(k- q)) (3.55) 
p=l q=l 

Reemplazando la ecuación (3.53) en la ecuación (3.55) se tiene: · 

n~ nu 

y( k) = J-1(2: Ovw(k- p) + :L fJq g(u(k- q))) (3.5G) 
p=l q=1 

' • . J 

Una gran dificultad para obten~r las representaciones Hammerstein y Wiener 

es la de estimar las funciones!(-) y g(·) a paritr de los datos de entrada y salida 

sin tener disponible la señal intermedia w(k). 

3.6.3. Modeio Polinomial NARMAX 

Basándonos en las ecuaciones obtenidas para los modelos ARMAX (ecua

ciones (:3.22), (3.23) y )3.24), vamos a mostrar la estrutura no lineal NARMAx 

(Non-iinear Auto-Regressive with Moving Average and eXogenous inputs). 

Las propiedades generales de este modelo hace que se pueda representar 

una gran variedad de sistemas no lineales. Un modelo NARMAX se ptiede repre

sentar de la siguiente forma: 

5Para que tina funcióh f: A~ B admita inversa! debe ser biyectiva es decir ¡-t : B --1 A 
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y(k) = F 1(y(k- 1), ... , y( k- n 11 ), v.(k- 1), ... , ú(k- nu), ... 

v(k- 1), ... , e(k- nv)) + e(t) (3.57) 

donde: 

F 1
: es una función rio lineal cualquiera. 

n11 : es el máximo retardo de la señal de salida. 

nu: es el máximo retardo de la señal de entrada. 

nv: es el máximo retardo de la señal de error. 

Generalmente la función F1 no es conocida de antemano. La dinámica del 

sistema puede ser reconstruida utilizándose una representación para aproximar 

F1• Algunas aproximaciones para esta función son modelos polinomiales racionales 

[2], [3]. Así la fünción F puede ser representada del siguiente ínodo: 

donde: 

n n n 

y(k) =Oo+ L,oi1·Ti1 (k)+ L. .L Oi1 0¡2Xi¡(k)xi2(k)+ ... 
·h=l 'il=l h=il 

i n n 1 

L L O¡; ... OuXi 1 • : •• X¡¡+ e(k) 
i¡=l Ít=it-1 

X¡(k) - y(k- 1) 

X2(k) - y(k- 2) 

Xny-l-1 (k) - u( k- 1) 

Xnv+2(k) - u(k- 2) 

Xny-J-n,+l(k) - e(k- 1) 

· Xny-J-n,-J-2(k) - e( k- 2) 

(3.58) 
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Xn(k) e(k- ne.) 

n 

Por ejemplo si se desea modelar con los siguientes valores ny = 3, nu = 3, 

ne = o. y l = 2 entonces el número de términos que se generaría de la expansión 

polip.omial sería: 

(
3 + 3 + o + 2) 8! ' . 

4 
= 

41 
= 70 termmos 

Como se observa, si aumentamos eii una unidad los retrasos máximos, tanto 

de la entrada como de la salida, entonces el número de términos que se generarían 

del~ expansión polinomial crecería factorialmente, por ejempío si hacemos ny = 4, 

nu = 4, ne = o y l = 2, entonces se tendría: 

(
4 + 4 +o+ 2) :_ 10! - 210t' . 

4 
-

41 
- .ermmos 

Donde se observa que resulta engorroso estar expandiendo esa cantidad de 

términos (además que computacionalmente se consumiría demasiados recursos de 

memoria en hacer los cálculos respectivos). Aquí resulta crucial la etapa de opti

mización estructural que se propuso en el Capítulo II, la selección de los términos 

adecuados que permita representan de una forma precisa la salida de uh sistema, 

pero sin caer en el sobredimencíonamiento de la estructura del aproximador fun

cional. 

Por ejeínplo, supongamos que tenemos una secuencia de datos generados 

por el siguiente sistema no lineal, frente a una entrada serioidal: 
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El objetivo será encontrar un aproximador funcional que represente la 

dinámica completa del sistema, para ello debemos seleccionar Íos componentes 

esenciales para formar nuestra estructura Yk+I• para lograr ello nos ayudamos del 

análisis de la influencia de las variables de entrada. 

Primero seleccionamos algunos elemento de la expansión del polinomio 

NARMAX: 

u~,:uk-J, ekek-1, Yk-1 e k, Uk-1 eA:-1, ... 

2 2 2 2 
1L~,:,ek,yk,Y~.:1Lk-1 (3.59) 

Podemos seleccionar más terminas, pero empezaremos con ellos, iúego creamos 

una serie de estructuras con los diferer1tes términos y los evaluamos -con ia señal 

senoici.al que afectamos al sistema real. 'Realizando el análisis de sensibilidades de 

las varibles de entrada explicadas en el capítulo anterior obtenemos la gráfica que 

se ínuestra en la figura 3.17 

Donde se observa que las variables más influyentes son las que se encuen

tran alejadas de (0, O) mientras las que se encuentran cercanas a ese punto son 

irrelevantes. Se aprecia que los elementos X 1 , X2 , X 3 , X 4 , X 5 , X 6 , X 7 son los más 

infÍuyentes, estos corresponden a los términos: Yk, n~.:, ek, Yk11.k, y~,e~,,, ukek, con lo 

cual el aproximador funcional candidato será: 

Arreglando la función anterior se tiene: 



donde: 

Figura 3.17: Gráfico de la influencia de las variables de entrada. 

y(k + 1) = ifJT(k)O 

O = [ a1 a2 a:J a,¡ a5 a6 ] 
i 

ifJ = [ Yk UA~ ek 1Jkuk Ykek ukek J 
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Los parámetros O los cálculamos a través del algoritmos RLS. Comparamos 

la respuesta dei sistema aproximado f]k frente al sistema real Yk con la entrada 

senoidal, obteniendo la gráfica que se muestra en la figura 3.18. 

Ahora para validar ei modelo vamos a someter a la prueba de la correlación 

cruzada (ver figura 3.19). 

Como se observa en la figura 3.19 menos del 5% de los puntos sobresalen 

los límites, por lo tanto la estructura elegida es suficiente. Ahora se procederá a 

validar el sistema con una entrada cuadrada (ver figura 3.20). 

En figura 3.20 se observa que el sistema aproximado sigue al sistema real 

con una buena precisión, pudiendo afirmar que el sistema encontrado cumple 
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Figura 3.18: Respuesta del sistema real y aproximado frente a tina ent.rada 
senoidal. 

0.5 """". ... 

-0.5 "" "". ". "." .. , .. ".""" 

_, 

-1.5 """". " ....................... " ·'" 

Figura 3.19: Gráfica de la correlación cruzada. 

con representar la dinámica coinpleta del sistema. El prograhm ele es~a parte se 

encuentra en el Apéndice A con el riombre de AES..2.m. 



69 

- Sol'lal do Entrada al Slslomn 

0.8 

0.6 

~ 
DA 

0.2 

o o 50 100 150 200 250 300 350 400 
Tlompo(sog.) 

1.5 

50 100 150 200 250 
Tlompo(sog.J 

Figura . 3.20: Respuesta del sistema real y aproximado frente a una entrada 
cuadrada. 



CAPÍTULO IV 

APROXIMACiÓN FUNCIONAL A UN MODELO 
NARMÁX USANDO REDES NEURONALES 
RECURRENTES 

Las redes neuronales son modelos matemáticos que intentan imitar la es

tructura y funcionamiento del cerebro humano. Una red neuronal está formada 

por un conjunto de elementos simples interconectados, que es capaz de procesar 

la información disponible para aprender y así clasificar, predecir, discriminar ,etc. 

Una diferencia esencial entre las redes neuronales y otros modelos matemáticos, 

que se usan con más frecuencia, reside en el proceso de construcción, puesto que · 

en estos últimos es necesario especificar a priori la funCión que sigue cualquier 

proceso que se pretenda modelizar, mientras que una red heuronal desarrolla tina 

aproximación a la relación funcional desconocida que liga unas variables con otras. 

En los últimos años, ha habido! un creciente interés en aplicar redes neti-
' 

ronales pata la identificación (modelruhiento) de sistemas dinámicos, predicción y 

control. ~a identificación de plantas o sistemas desconocidos, es. un tópico exten

samente estudiado en la teoría de control clásico. Diversos métodos y algoritmos· 

para la identificación de sistemas han sido estudiados desde 1960, muchos pro

cedimientos han sido propuestos y muy usados en la identificación ele sistemas 

lineales, sin embargo su aplicabilidad para la identificación de sistemas no linea

les es muy limitada. Por esta razón y por las ventajas que presentan las redes 

neuronales para la representacióil de modelos no lineales, han motivado a muchos 

investigadores a realizat estudios sobre identificación de sistemas dinámicos por 

medio de redes neuronales. Esta motivación está incrementada además por la 

relevancia que tiene la obtención de un modelo que represente la dinámica de un 

sistema en la implementación de diversos esquemas de control neuronal adapta

tivo. Se han publicado diversos artículos sobre identificación de sistemas usailclo 

redes neuronales [1]. El pionero en la investigación sobre identificación y control 
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de sistemas por medio de redes neuronales ha sido kumpati. S. Narendra quien 

describe en [8], como la dinámica de sistemas no lineales puede ser modelada me

diante redes neuronales. Tanto redes neuronales ele tipo feeclforwatcl como redes 

recurrentes, se recomiendan para la identificación de sistemas dinámicos. 

El desarrollo de redes neuronales para identificación, se ha realizado tradi

cionalmente sobre arquitecturas clásicas ele tipo perceptron multicapa donde la 

dinámica del sistema se representa por ventanas temporales pasadas, tanto de 
' 

entradas como de salidas del sistema que son alimentadas a la entrada de la red. 

En .el caso lineal1 esto equivaldría a uh modelo ARX ( AutoRegresive with eXo

genous input). La identificación de sistemas dinámicos puede realizarse de dos 

formas, con entrenamiento o.ff-line (fuera ele línea) o con entrenamiento on-line 

(en línea). Mucha investigación se ha efectuado sobre la ideritificación de sistemas 

o.ff-line donde se usa un archivo generado con la historia de las entradas y salidas 

del sistema para entrenar la red, sin embargo para propósitos ele control adaptati

vo de procesos no lineales, se requieren algoritmos ele entrenamiento on-line para 

proveer una mejora eh la exactitud del sistema modela,clo y ajustar los parámetros 

. ele la red ele acuerdo a los cambios que ocurran en el proceso. 

1 

En el presente capítulo se exp~icará el funcionamiento de las redes neu-

ronales recurrentes utilizando ei algoHtmo BPEA y se aplicará estás redes para 

la identificación ele un sistema lineal y un sistema no lineal mediante el modelo 

NARMAX. 

4.1. Brev~ Historia 

En la tabla 4.1 se describe los inicios y el desarrollo de la redes neuronales2
. 

Fue a partir ele 1986 en que el panorama para las redes neuronales empezó a 

cambiar iniciándose una serie de investigaciones. En la actualidad, son numerosos 

los trabajos que se realizan y publican cada año, las aplicaciones nuevas que surgen 

(sobretodo en el área ele control) y las empresas que lanzan ai mercado productos 

1Función de activación lineal 
2Faciiitada por la Ing. Ana Bollella, e-mail: goica21@adlnet.com.uy 
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Tabla 4.1: Historia de las redes neuronales 

1936 Alan Ttiring. Fue el primero en estudiar el cerebro 
como una fonria de ver el mundo de ia com:ptitacióh. Siil embargo, 
los primeros teóricos que concibieron los fundamentos de Ía 
computación neuronal fueron Warren McCülloch, ün neli.rofisiólogo, 
y Walter Pitts, u:h matemático, quienes, en 1943, Íammron una 
teoría acerca de la forma de trabajar de las neuronas. 

1949 Donald Hebb. Escribió un irnportaiite libro: La 
Organización del Comportamiento, en el qi.Ie se establece una 

: conexión entre psicología y fisiología. Fue el primero en 
explicar los procesos del aprendizaje (que es el elemento básico 
de la inteligencia humana) desde un punto de vista psicoiógico, 
desarrollando una regla de como el aprendizaje ocurría. 
Los trabajos de Hebb formaron las bases de la 'Teoría de 
las Redes Neuronales. 

1950 Karl Lashley. En sus series de ensayos, encontró qti.e 
la información no era almacenada en forma centraiizada en e1 
cerébro sino que era distribul.da encima de él. 

1956 Congreso de Dartmouth. Este Congreso frecuentemente 
' se menciona para indicar el nacimiento ele la inteligencia 

artificial. 
1957 Fiank Rosenblatt. Comenzó el desarrollo del 

Percepttón. Esta es la red neuronal inás antigua, utilizándose hoy 
en día para aplicación comd reconocedor de patrones. Este modelo 

1 • 

es capaz de generalizar, es decir, después de haber aprendido 
una serie de patrones podía reconocei· otros similares, aunque no 
se le hubiesen presentado anteriormente. Sin embargo, tenía una 
serie de Iim!taciones, por ejemplo, su incapacidad para resolver 
el· problema de la función OR-exclusiva y, en general, era incapaz 
de clasificar clases no separables linealmente. En 1959, escribió 
el libro Principios ele Neurodinámica, en el que confrrmó que, 
bajo ciertas condiciones, el aprendizaje del Perceptrón convergía 
hacia un estado finito (Teorema de Convergencia del Perceptrón). 

1960 Bernard Widrow /Marcial Hoff. Desarrollaron el modelo 
Adaline (ADAptative LINear Elements). Esta fue la primera red 
neuronal aplicada a un problema real (filtros adaptativOs para 
eliminar ecos en las líneas telefónicas) que se ha utiiizado 
comercialmente durante varias décadas. 

1961 Karl Steinbeck, Die Lernmatrix. Red neuronal para 
simples realizaciones técnicas (memoria asociativa). 



1967 

1969 

1974 

1977. 

1977 

1980 

1985 

1986 

Tabla 4.2: Continuacion ... 

Stephert Grossberg. A partir de sus conocimientos 
fisiológicos, escribió numerosos libros y desarrolló modelos 
de redes neuronales. Realizó una red: Avalancha, que consistía eli 
elementos discretos con actividad que varía en el tiempo que 
satisface ecuaciones diferenciales continuas, para resolver 
actividades como recohocimiento continuo de habla y aprem:Hzaje 
de los brazos de un robot. 
Marvirt Minsky /Seymour Papera. En este año surgieron 
críticas que frenaron, hasta 1982, el crecimiento que estaban 
experimentando las investigaciones sobre tedes neuronales. Minsky 
y Papera, del Instituto Tecnológico de Massachussets (MIT), 
publicaron un libro Perceptrons. Probaron (matemáticamente) que 
el Perceptrón no era capaz de resolver problemas relativamente 
fáciles, tales como ei api"endizaje de una función ~o-lineal. Esto 
demostró que el Perceptrón era muy débii, dado que las funciones 
no-lineales son extensainente empleadas eh computación y en ios 
problemas del mundo real. A pesat del libro, algunos 
investigadores continuaron su trabajo. Tal fue el caso de Jaínes 
Anderson, que desarrolló un modelo lineal, llamado Asodador 
Lineai, qtie consistía en unos eÍementos integradores lineales 
( Iieuronas) que sumaban sus entradas. Este modelo se basa en el 
principio de que las conexiones entre neuronas son reforzadas 
cada vez que son activadas. Anderson diseñó tina potente extensión 
del Asociador Lineai, liamada Brain State in a Box (BSB). 
Paul Werbos. Desarrolló la idea básica del algoritmo 

1 

de aprendizaje de propagación hacia atrás ( backprdpagation), cuyo 
significado quedó definitivamente aclarado en 1985. 
Stepheíi Grossberg. Teoría de Resonancia Adaptada 
(TRA). La Teoría de Resonancia Adaptada es una arquitectura de 
n~d que se diferencia cie todas las demás previamente inventadas. 
La misma simula otras habilidades del cerebro: memoria a largo y 
corto plazo. - -
Teuvo Kohonen. Ingeniero electrónico de la 
Universidad de Helsinki, desarrolló un modelo similar al de 
Anderson, pero independientemente. 
K unihiko Fukushima. Desarrolló un modelo neuronal 
para el reconocimiento de patrones visuales. 
J ohn Hopfield. Provocó el renacimiento de las redes 
neuronales con su libro: "Computación neuronal de decisiones en 
problemas de optimización". 
David Rumelhart/G. Hinton. Redescubrieron el 
algoritmo de aprendizaje de propagadón hacia atrás 
( backpropagation). 
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nuevos, tanto hardware como software (sobre .. todo para simulación) basados en 

las redes neuronales. 

4.2. Fundamentos de lás Redes Neuronales 

4.2.1. El Modelo Biológico 

Se estima que el cerebro humano contiene más de cien mil miliones de neu

ronas, estudios sobre la anatomía del cerebro humano concluyen que hay más de 

1000 sinápsis a la entrada y a la salida de cada neurona. E~ importante not.ar 

que aunque el tiempo de conmutación de una neurona (unos pocos milisegundos) 

es casi igual (o en algunos casos superior) qüe en los actuales elementos ele la8 

computadoras, ellas tienen una conectividad miles ele veces superior qi.Ie las ac

tuales supercomputadoras. Las neuronas y 1as conexiones entre ellas (sihápsis) 

constituyen la clave para el procesado ele la información. Algunos elementos que 

destacan su estructura histológica son mostrados en la ~gura 4.1: 

Figura 4.1: Partes principales ele una neurona. 

Las dendritas, que son la vía ele entrada ele las señales que se coinbinan 

eh el cuerpo ele ia neurona. De alguna manera la neurona elabora_ una señal de 

salida a partir de ellas. El arcón, que es el camino ele salida de la señal generada 

por la neurona. Las sinapsis, que son las unidades funcionales y estructurales 

elementales que median entre las interacciones ele las neuronas. En las termina

ciones de las sinapsis se encuentran unas vesículas que contienen unas sustancias 

químicas llamadas neurotransmisores que ayudan a la propagación de las señales 

electroquímicas de una neurona a otra. 
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Lo que básicamente ocurre en una neurona biológica es lo siguiente: la 

neurona es estimulada o excitada a través de sus entradas (inputs) y cuando se 

alcanzá un cierto umbral, la neurona se dispara o activa, pasando lina señal hacia 

el axón. La membrana es permeable para ciertas especies iónicas, y actúa de tal 

forma que se mantenga una diferencia de potencial entre el fluído intracelular y 

el fluído ext.racelular. Este efecto se consigue primordialmente mediante la acción 

de una bomba sodio potasio (ver ia figura 4. 2). 

Figura 4.2: Bomba cie sodio potasio. 

Posteriores investigaciones condujeron al descubrimiento de que estos pro

cesos son el resultado de eventos electroquímicos. Como ya se sabe, el pensamiento 
1 

tiene lugar en ei cerebro, que corista d~ billones de neuronas 1nterconectadas. Así, 
1 

ei secreto de la "inteligencia" -sin Ílr{portar como se defina- se sitúa dentro de 

estas neuronas interconectadas y de la interacción entre ellas. La forma que dos 

neuronas interactúan no está totalmente conocida, dependiendo además de cada 

neurona. 

En general, Una neurona envía su salida a otras por su a.'I:Ón. Ei axón lleva 

la información por medio de diferencias de potencial, u oh~las de corriente, qt1e 

depende del potencial de la neurona. En los siguentes párrafos vamos a describir 

brevemente coino es que se realiza esta interaccióiL 

Como se puede ver eh la figura 4.3, el axón está cubierto con lo que se 

denomina vaina de m.ielina.. Esta capa es interrumpida en varios puntos por los 

nodos de Ranvier. Las entradas exitatorias que llegan a la célula reducen la di

ferencia de potencial que existe entre los dos lados de la membrana celular. La 
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Figura 4.3: Potenciales generados en una neurona. 

despolarización resultante en el montículo del axón altera la permeabilidad de la 

membrana celular a efectos de los iones de sodio. Como resuitaclo hay i.ln fuerte 

flujo entrante ele iones positivos de sodio, que peiletran en la célula, contribuyen

do más aún a la despolarización. Este efecto autogenerado da iugar a1 potencial 

de acción. 

Las fibras nerviosas en sí son malos conductores. La ttansmidón del poten

cial de acción a lo largo de a.xón es el resultado de una serie de despolarizaciones 

que tiene:ri lugar en los nodos de Ranvier. Cuando uno de los i1odos se despolariza, 
1 

se desencadena la despolarización del ~iguiente modo: el potencial de acci6n viaja 

a lo largo de ia fibra en forma discontínua, de un nodo a otro. Una vez que el 

potenciai de acción ha pasado por un cierto punto, ese punto Iio puede volver a 

ser exitado durante aproximadamente 1 milisegundo, que es el tiempo que tarda 

en volver a su potencial de reposo. Este periódo refractario limita la frecuencia 

de transmición a unos 1000 exitaciones por segundo[6]. 

La comunicación entre dos neuronas tiene lugar como restiltaclo de la liberación 

de um1S sustancias llamadas neurotransmisores por pai'te de la célula prcsihápti

ca, al ser absorvidas por la célula postsináptica tal como se muestra en la figura 

4.4. 

Cuando el potenciai ele acción llega a la membrana presináptica, los cambios 

ele permeabilidad de la membrana dan lugar a un flujo entrante ele iones de so-
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Figura 4.4: Separación sináptica. 

dio. Estos iones dan lugar a que las vesículas que contienen los neurotransmisores 

se fundan con la membrana ::;ináptica, liberando así süs neurotransmisores en la 

separación sináptica. 

Los neurotransmisores se difunden a través de la imión y se unen a la mem

brana postsináptica en ciertos lugares llamados receptores. La acción química que 
i ' . 

se produce en lós receptores da lugar a cambios de permeabilidad de la membrana 

postsináptica. Un flujo entrante de iones positivos hacia la célüla despolarizará el 

potencial de reposo, este efecto es exitatorio, por el contrario, si entran iones ne

gativos, se prorl.ucirá un efecto hiperJolarizante, este efecto es inhibitorio. Estos 

dos efectos son locales, y actúan tan sólo a lo largo de una pequeña dist.ancia 

hacia el interior de la ileurorta. Estos dos efectos (tanto el exitatorio como el in

hibitorio) se sumah, y si el valor de la suma es inayor que cierto valor umbral 
' . 

entonces se genera un potencial de acción. 

4.2.2. Las Redes Neuronales Artificiales 

Las RNA estáil inspiradas en la estructura del cerebro y fueron concebidas 

tJara resoiver cierto tipo de problemas especialmente mal resueltos poi' las técni

cas ele programación tradicionales. Formalmente, la computación neuronal es la 

disciplina tecnológica que trata sistemas paralelos y adaptativos ele procesamien

to ele información disti'ibuicla, que desarrollan sus capacidades bajo sü exposición 

a un entorno ele inforh1ación. 
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Tal como se mostró en la sección anterior, esta definición muestra clara

mente el paralelismo entre la estructura cerebral biológica y las RNA. Este pa

ralelismo ha motivado a muchos investigadores de diversos campos de la ciencia 

a profundümr en la interpretación biológica de las RNA, proponiendo nuevas es

tructuras conexionistas y estrategias de aprendizaje directamente inspiradas de 

la modelización del cerebro. Estos estudios han dado resultados interesantes en 

el campo de las RNA, pero desde un punto de vista subjetivo, lo más impor

tante de ellos es el conocimiento que directa ó indirectamente están aportando 

pata esClarecer los complejos procesos de aprendizaje, percepción y gestión del 
' 

conoCimiento que tienen lugar en el cerebro humano. 

Con lo expuesto anteriormente podemos aflrmar que las RNA son estruc

turas adaptativas de procesamiento de información inspiradas en la estructura 

cerebral, donde el procesamiento se lleva a cabo mediante la interconexión de ele

mentos de proceso muy sencillos a io que llamaremos neuroiias. Esta arquitectura 

da lugar a estructuras altamente paralelizables donde el flujo de información no 

sigue un camino secuenCial, sino que se distribuye a través de las conexiones de los 

elementos de proceso donde la información es tratada. Durante 1a fase de apren

dizaje, la RNA se expone a un entorno de información para que pueda adaptar 

sus pesos (parámetros libres que dan ~brma a las fuiiciones de transferencia de 

sus elementos ele proceso) y posiblemente también su estructui'a. Duraiite la fase 

de evaluaGión, los pesos ele la red se mantienen fljos y la RNA se limita a tratar 

la información de entrada que se ie suministra. 

A continuación mostraremos las estructuras de redes neuronales que a mi 

parecer son las más relevantes, primero empezaremos mostrando la estructura del 

Adaline, Madaline, luego mostraremos el Perceptron Multicapa, para finalmente 

mostrar la estructura que más nos interesa, el Perceptron Multicapa h.ectirrente. 

El Adaline y Madaline 

Creadores: B. Widrow y M.E. Hoff 

Fecha: 1960 
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Figura 4.5: Estructura de una red Adaline. 

Adaline 1 

y 

AND 
Adaline 2 

Figura 4.6: Estructura de una red Madaline. 

Aplicaciones: 

- Filtrado adaptativo de señales. 

- Ecualización adaptativa. 

- Reconocimiento de patrones. 

Ventajas: 

- Su gran sencillez y homogeneidad les hacen fácilmente 

realizables en tecnología VLSI. 

Desventajas: 

- Sólo son capaces de resolver problemas de 

clasificación linealmente separables y llevar a 

cabo transformaciones lineales. 
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Percepttmi M uiticapa 

Creadores: P.J. Werbos D. Patker D. Rumelhatt 

Fecha: 1974-1986 

X W 

S ~ ·1 

Figura 4. 7: Estructura de tina red Perceptron . 

.x1 

x2 

x3 

X 
n 

Figura 4.8: Estructura de una red Petceptron multicapa. 

Aplicaciones: 

- Aproximadón fuhcioilal. 

- Reconocimiento de patrones. 

- Fiitrado de señales. 
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- Eliminación de ruido. 

- Segmentación de hriágenes y señales. 

- Control adaptativo. 

- Compresión de datos. 

Ventajas: 

- Capacidad de representación funcional universal. 

- Gran rapidez de procesamiento. 

- Genera buenas representaciones internas de las características 

de los datos de entrada. Ampliamente estudiada . 

. - Es la estructura conexionista que más se ha aplicado en la práctica. 

Desventajas: 

- Tiempo de aprendizaje eíevado para estructuras 

compleja.'3. 

Petceptron M uiticapa Recurrente 

Creadores: Almeida Pineda 

Fecha: 1987 

·'"¡{k} 
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~ •• · • ' 1· 
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i,.[k~lj 

.. 
• • Perceptrón 

Müiticap~ 

•• • • 

• 
• • • 

••• • • 
r¡[kJ 

r"'"(k} 

L----------1 z'' 11-------___. 

j:t{kj 

y,Jkj 

Figura 4.9: Estructura de tina red perceptron multicapa recurrente. 
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Esta estructura recurrente permite estimar los valores de las salidas y en el 
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instante k, a partir de los valores de las entradas externas x en el mismo instante 

k; y de los valores de lo que podríamos llamar vadables de estado internas r en 

el instante (k -1), entte las que podría haberse incluíclo algunas ele las variables 

de salida. 

Aplicaciones: 

- Control. 

- Reconocimiento del habla. 

- Predicción cie secuencias. 

Ventajas: 

- Capaz de tratar información temporal. 

Desventajas: 

- Estructuras muy complicada'3. 

- El aprendizaje puede resultar muy difícil. 

4.3. i El Perceptron Muiticapa MLP 

En esta sección describireínos el perceptron multicapa, pero llevándolo al 

campo de ia identificación de sistemas no lineales. Como se puede observar en 

la figura 4.8, el MLP está compuesto 4evarias capas de simple perceptrons. En 

la figura 4. 7 la función de activaciÓil viene a ser la función signo, pero las más 

utilizadas. son la función de ganancia unitaria, la tangente hiperbólica, la función 

gausiana y la: función sigmoidea. 

c/Jun.eal (X) = X 
ex- e-x 

1>t.an.J¡. (X) = x + x 
e· e 

cpgr¡,u.s (X) = e -x
2 

1 
c/Jsigm.(x) = 1 +e-x 

(4.1) 

(4.2) 

(4.8) 

( 4.4) 

Las respuestas de esas cuatro funciones son mostradas en la figura 4.10. 

Otras funciones de activación han sido usadas como por ejemplo la función signo 

y la función ele satliración, pero ellas son esencialmente siinples variaciones de 
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Figura 4.10: R.espiJesta de las funciones de activación. Superior i:;>;quierda: li
neal, superior derecha: hiperbólica., inferior izquierda.: sigmoidea, inferior derecha: 
gaussia.na. 

las cuatro funciones mencionadas. Por ejemplo, la función tanh O(x) ~ sign(O(x )) 

pata valores grandes ele O. 

La función ta.nh y la función sig;moidea tienen un coinporta.miento lineal 
' 

pata valores cercanos a cero y muestran características saturadas para valores 

alejadas 3: cero, esto es muy atractivo para. la identificación de sistemas, debido 

a que en general, Íos sistemas tienen un comportamiento lineal en un punto ele 

operación determinado y debido a los efectos ele la fricción, saturación de los 

actuadores, es decir cuando el sistema se sale de su punto de operación estos 

muestran características saturadas. 

Una forma más compacta de representar el MLP es a través del diagrama 

de bloque ele matrices, tal como se muestra en la figura 4.11, donde la matriz de 

pesos es representada por e) la bias por el vector o,)) la función de activación por 

c/J( ·) y los vectores de entrada y salida por Zin y Zout. 

La salida del MLP puede ser escrito ele la. siguiente manera.: 
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Zoirl,. 

Figura 4.11: Diagrama de bloques de matrices de un MLP 

(4.5) 

Todas las señales que ingresa al MLP son agrupadas en el vector Zin, mien

tras Zout agrupa la salida de la red. 

4.3.1. Función de costo 

La salida. estimada es restada de la :3alida real del sistema, para calcular el 

erro!· de predicción. Basados en este error de predicción los pesos en el MLP serán 

actualizados de. acuerdo a los algoritmos conocidos en la literatura de las redes 

neuronales como r-eglas de aprendizaje. El objetivo entonces será el de minimizar 

el error cuadrático medio. 

En esta tesis usaremos las regla'l de aprendizaje recursivo: función de costo 

recursivo tal como se ±nuestra el la siguiente ecüación: 

k .1 
.!(k)=¿ ;,.k-1 -é(kf é(k) 

i=l 2 
(4.6) 

donde é(k) =y( k) -fj(k),).. es el factor de olvido, y cumple la misma función 

expuesta en el capítulo 3, el de que la red "olvide" las informaciones más antiguas. 

4.3.2. BPEA para redes neuronales recürrentes 

La más simple regla ele aprendizaje disponible para el perceptroh multicapa 

(MLP) es el Back Propagation Error Algorithm (BPEA). Esta regla de aprendiza-
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je es ampliamente usada debido a su simplicidad y a su robustez. La actualización 

de los pesos de la red se va a llevar a cabo según la ecliación ( 4. 7): 

8J 
oi+l = oí -17 80i 

donde 7J > O es la longitud de paso de aprendizaje. 

(4.7) 

El algoritmo consiste de hes pasos: Primero estimamos la salida a través 

de la ecuación(4.5) (ver figura 4.12) . 

. i(k) 
it(kJ. 

· r(k~ · 

· Figura 4.12: Modelo de una red neuronal MLP recurrente. 

De acuerdo a la figura 4.12 la salida aproximada del sistema viene a estar 

dada por: 

fl(k + 1) = h(x(k + 1)) (4.8) 

(4.9) 

Luego el error de predicción é(k + 1) =y( k+ 1)- fJ(k + 1), nos va a setvir 

para calculai· ia derivada de la función ele costo con respecto a los pesos actuales 



y por último, este gradiente nos será útil para actualizar los pesos. 

De la ecimción ( 4.6) se obtiene lo siguiente: 

k .1 
J(k) = L >..~~-t-é(kf é(k) 

i=l 2 
. 1 T 

= >..J(k- 1) + -é(k) c(k) 
2 
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( 4.10) 

La función de costo es vista como la suma de la perfomance de las muestras 

actuales más un decremento exponencial ele las performance anteriores. Entonces 

derivando la ecuación ( 4.10) se obtiene: 

G ·(k) = 8J(k) 
J 80 

1 T 
8>-.J(k- 1) 2E(k) c(k) 

= 80 + 8() 

= AG;(k L 1)- av¿~¡r o( k) 

(4.11) 

La matriz '!f;(k) es llamada gradiente del modelo. De acuerdo a la figura 

4.12 se tiene lo siguiente: 

fj(k, ()) = H M(zin, O)= H M(x(k -1, ()),e( k- 1, 0), O) (4.12) 

El gradiente del inodelo ij;(t) puede ser calculado derivando la ecuación an

terior respecto a O y usando la regla de la cadena se tiene que: 
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donde 1/Jx(k) = (8x(k)T j80)IJT. Para este nuevo gradiente se obtiene lo 

siguiente: 

') ~ _ ax(kf ax(k -1f ax(kf BE( k- 1f ax(kf 
1/x(k) - ao + ao ax(k- 1) + ao BE(k- 1) 

_ ax(kY ax(k -1f Bx(kf ax(k -1f _ r ax(kf 
- ao + ao ax(k- 1) - ao I-I BE( k- 1) 

= ax(kf ·'· (k_ 1) ( ax(kf _ Hr ax(kf ) 
ao + 'Px art(k- 1) oE(k ,.- 1) (4.13) 

Ahora se tiene qUe obtener la derivada de la salida de la red respecto a cada 

uno de los pesos. Para poder calcülarlos, nos vatnos ayudar de la figUra 4.i3. 
1 

Donde X¡, son las diferentes entradas, ne es el número ele entradas, h 0 es el 

número de capas ocultas. De la .figura 4.13 se observa que: 

81 = XiPll + X21J21 + · · · + XnePncl 

82 = X11J12 + X2P22 + · · · + XnePne2 

8no = XIPlno + X2P2no + · · · + XnePneno 

(4.14) 

( 4.15) 



1 donde: 

Figura 4.13: Red Neuronal MLP. 

x(k + i) = <f;(sl)qu + cp(s2)q21 + ... + cp(sno)qnol 

P11 P12 Plne 

lht i P22 P2ne 

JJnct Pn.c2 · · · JÍnone 

T 

X = (X¡ X2 · · · X]ne) 

T 
S = (S¡ Sz ... X] no) 

88 

x(k) 

(4.16) 
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Fes la matriz de la función de activación de S. Ahora si se deriva la ecuación 

( 4.16) con respecto a los pesos de salida qi1 se obtiene lo siguiente: 

8x(k + 1) = <P(sno) 
8qnol 

ox(k + 1) = <I> 

88 2 . 
( 1.17) 

El vector anterior es modificado para mostrarlo como una matriz y será nom

brada Dr. 

</J(st) !o o 
o 4J(s2) ... o 

(4.18) Dl= 

o o ... <P(s(no) 

Ahora si derivando la ecuación (4.16) con respecto a cada uno de los pesos 

de entrada 8 1 tenemos lo siguiente: 
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( 4.19) 

Bx(k + 1) = 8(if;(si)qu) = Qn Bif;(s1 ) = q
11

if;'(s1)x2 
8P21 8p21 8p21 

ax(k + 1) - 8(cp(s2)q21) = (/21 Bcp(s2) = (/2J cp'(s2):c2 
8p2z - 8p2z 8pz2 

ax(k + 1) - B(if;(Bno)qn.or) = q i Bif;(Bno) = qnorc/J'(sno)X2 --'--- _ no . 8p 
8P2no 8P2no 2no . (4.20) 

( 4.21) 



Acomodando los términos hallados en una matriz se tiene: 

qll q/(ih)Xne. 

q21 <f/ ( 82)Xne. 

( ~) o o 

o 

o o 
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(4.22) 

(4.23) 

Luego de haber hallado las derivadás de x(k + 1). con respecto a cada una 

de 1os parárnetros de 81 y 8 2 tenemos: 

(4.24) 

Téhiendo calculado el gradiente de la función de costo respecto a ios parámetro 

8 1 y 8 2 , los pesos se pueden actualizar de acuerdo a la ecuación (4.7). 

El algoritmo de BPEA puede ser descrito de la siguiente ma~1e~a: 

1. Establecer el vector X. 

2. Estimar x(k + 1). (Ecuación (4.16)) 

3. Calcular '1/J(k + 1). (Ecuación (4.i3)) 
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4. Calcular ei error de predicción: E( k+ 1) = x(k + 1) - x(k + i) 

5. Calcular la derivada del gradiente de la función de costo: 

Gj(k) = >..Gj(k -1) -1/J(k)c(k). (Ecuación (4.11)) 

6. Actualizar los parámetros e. (Ecuación ( 4. 7)) 

7. Pasar a la siguiente muestra 

8. Regresar al punto l. 

4.4. Aproximación Funcionai usa:ndo Redes Netü·onaies recurrentes 

Una vez que tenemos listo el algoritmo BPEA recurrente, ahora lo único 
' 

que debemos ~acer es generar tina posible estructura de htiestro aproximador 

funcional y luego haliar los parámetros por medio del algoritmo BPEA. 

1 

La estructura en bloques se va 1a utliizar para desarrollar el aproximador 
' 

funcional es el que se muestra eh la figura 4.14. 

_u...;(...;k)~......:.-.¡ Pianta Real 
y(k) 

u(i<) 

MODELO X 
POLINOMIO 

NÁÁMAX e(k) 

+ 

y_aprox(k) 
.------..., 

Red Neuronal Roeurrente 

EnlrenAmlonlo BPEA 

e( k) 

Figtita 4.14: Diagraba de bÍoques de lá estructura a utilizar pará ia identificación 
mediante aproximádores funcionales. 
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La estructura del aptoximador funcional con la que se va a trabajar es la 

siguiente: 

Ahora se aplicará el algoritmo BPEA para ese modelo polinomial NARMAX, 

para ello primero usaremos la planta lineal de segundo orden y luego la planta 

no lineal propuesta por Narendra [8]. 

donde: 

Vk-i-1 = AIVk + A2Vk-l + A3Vk-2 + ... 
+ B1uk + B2uk-1 + B3v.k-2 

A1 = 2,6277, A2 = -2,3332, A3 , 0,6976, B 1 _ 0,0172, 

B2 = 0,0308, B3 = 0,0140 

( 4.25) 

Coli10 en el capítulo anterior se va a proceder a entrenar el BPEA con un 

entrada aieatoria, luego se ,analizá el g'rafico de las correlaciones cruzadas para 

verificar que el modelo escogido es suficiente para representar la dinámica del 

sistema y finalmente se validará el modelo obtenido con entradas que no han sido 

utilizadas para el entrenamiento de la red neuronal. 

Pero antes se debe establecer ios parámetros de la red neuronal (ver tabla 

4.3). 

La respuesta del sistema de segundo orden y la del sistema aproximado es 

mostrada en la figura 4.15. 



Tabla 1.3: Parámetros de la red neuronal (BPEA recursivo) 

Número de neuronas de entrada N e 12 
Número de neuronas ocultas Ne 18 
Número de neuronas de salida N e 1 
Número de iteraciones 100 
Factor de olvido ). 0.5164 
Rate de aprendizaje p, 0.1510 

0oL---~~--~10-0---1~50--~~0----~--W~0--~~~400 
Tiompo(seg.) 
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Figura 4.15: Respuesta del sistema real y del sistema aproximado después del 
entrenamiento de la red neuronal con una entrada aleatoria. 

Ahora luego de haber entrenado la red neuronal se procederá a validar la 

estructura seleccionada. Para ello se aplica el Análisis de la Correlación Cruzada 

que se explico en el Capítulo 1I, obteniendo la figura 4.16. 

Como se observa de la figura 4.16 del total de puntos analizados menos· del 

5% del total caen fuera de los límites por lo tanto la estructura seleccionada es 

suficiente para representar la dinámica del sistema. 

Ahora se validará el sistema encontrado exitando tanto al sistema real co

mo ai sistema aproximado con entradas: escalón,senoidal y cuadrada (ver figuras 

4.17, 4.18, 4.19): 

En la tabla 4.4 se muestra los error de aproximación producido por el aproxi

inador funcional entrenado con redes neuronales frente a diferentes tipos ele en-



95 

0.5 

~ 
~ 

f 
~ 
o 

-0.5 

Mndia 

Figura 4.16: Validación ele la estructura propuesta (análisis ele la correlación 
cruzada). 

Figura 4.17: Respuesta del sistema real y del sistema aproximado ante una entrada 
escalón unitario - caso lineal. 

tracias. El programa de esta parte se encuentra en el Apéndice A con el nombre 

de bpeav.rn. 

Ahora se probará la eficiencia ele la red neuronal con el modelo no lineal 

propuesto por Narenclra [8]: 
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-2 

-6 ..... 

-6~--~--~~--L----L~~----~--~~~ 
o 50 100 150 200 250 300 350 400 

Tlcmpo{scg.J 

Figura 4.18: Respuesta del sistema real y del sistema aproximado ante una entrada 
senoidal - caso lineal. 

~~--~--~~--L----L--~~--~--~--~ 
o 50 150 200 250 300 350 400 

Tiempo {sog.J 

Figura 4.19: Respuesta del sistema real y del sistema aproximado ante una entrada 
cuadrada - caso lineal. 

y¡, 3 
Yk+l = (1 )2 + v.k +yk 

(4.26) 

Someteremos al sistema reai y al sistema aproximado a una entrada aleato

ria para. ei respectivo entrenamiento de la red neuronal (ver figura 4.20). Los 

parámetros iniciales utilizados por la red neuronal son los mismos que en el caso 

anterior. 



Tabla 4.4; Errores de la red neuronal frente a diferentes tipos de entradas . 

Entrada 

Escalón 
Senoidal 

Cuadrada 

100 

. ~ 
Error( %)=(11.!.C1J.Ji.) · 100% 

YN 

200 300 400 
Thmpo (scg.) 

4.5314% 
1.7251% 
4.7304% 

600 
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Figura 4.20: Respuesta cleí sistema real y del sistema a¡)toxi~aclo ante una entrada 
aleatoria (fase de entrenamiento). 

L~ego de tealizar el entrenamiento ele la red se procederá a validar la es

tructura para ver si es suficiente como para representar la dinámica completa dei 

sistema. 

Como se observa de la figura 4.21 mehos del 5 % ele los puntos caen fuera 

del los límites, por io tanto afirmamos que el sistema hallado es suficiente para 

representar la dinámica completa del sistema. Áhora se procederá a validar el 

ni o del? con entradas de diferentes tipos: escalón, senoidal y cuadrada·( ver figüras 

4.22, 4.23, 4.24). 

De las figuras 4.22, 4.23, 4.24 se obtiene la tabla 4.5, de la cual se afirma 
1 

qtie la est.ructuni del modelo polinomial NARMAX que se ha propuest.o y los 

parámetros para dicha estructura hallado por la red neuronal cumple con seguir 
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Figura 4.21: Validación de la estructura propuesta (análisis de la correlación 
crmmda). 

1 • . . . . . . . . 

0.5 

lOO 200 300 
Tiempo (sog.) 

Figura 4.22; Respuesta del sistema real y del sistema api"oximado ante una entrada 
escalón unitario - caso no lineal. 

la dinámica del sistema real frente a entrada.., que no han sido utilizadas para su 

entrenamiento. Ei programa ele esta parte se encuentra en el Apéndice A con el 

nombre ele bpea_V _no.m. 
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100 150 200 250 300 350 400 450 500 
Tiempo (scg.) 

Figura 4.23: Respuesta del sistema real y del sistema aproximado ante una entrada 
senoidal - ca.so no" lineal. 

Entrada Escalan Uni1arlo (con pcrturbnclon) 

15r--,c=~---.==~---c===:--.c==~~~~ 
1- Snllda Roal 1 

- Salida Aoroxlmada 1 

. 1 ...... . 

0.5 ...... . 

o 
:~ ~ :~ ~ 

o 50 100 150 200 250 300 350 400 450 500 
Tlo mpo (sog.) 

Figura 4.24: Respuesta del sistema real y del sistema api'oxiinado ante una entrada 
cuadrada - caso no lineal. 

Tabla 4.5: Errores de la red neuronal frente a diferentes tipos de entradas. 

Entrada 

Escalón 
Senoidal 
Cuadrada 

0.0022% 
2.2565% 

16.0706% 



CAPÍTULO V 

APROXIMACIÓN FUNCIONAL A UN MODELO 
NARMÁX USANDO ALGORITMOS GENÉTICOS 

· En la ilaturaieza todos los seres vivos se enfrentan a problemas que deben 

re~olvet con éxito, como conseguir más luz del sol, o cazar una mosca. La Com

putación Evolutiva interpreta la naturaleza como una inmensa máquina de té

solver problemas y trata de encontrar el origen de dicha poteilcialidaci para uti

iizarla en nuestros programaS. Los Algoritmos Genéticos son tina de las más 

conocidas y originales técnl.cas de resolución de probiemas dentro de lo que se 

ha definido como Computación Evolutiva (o Algoritmos Evolutivos), término que 

agrupa a los Algotitinos Genéticos, las Estrategias Evolutivas y la Programación 

Evolutiva[12]. ·En tealidad todás estas técnicas son muy parecidas y comparten 

muchos aspectos. 

Uh Algoritmo Genético (AG) ¡es una técnica de resolución de ptoblemas 

inspirada en la evolución de los sere~ vivos. En un Algoritmo Genético (AG) se 

define ~na estructura de datos que· admita todas las posibles soÍuciones a un 

problema. Cada uno de los posibles conjuntos de datos admitidos por esa estruc

tura será una soiución al problema. Unas soluciones serán mejores, otras peores. 

Solucionar el problema consistirá en encontrar la soiución óptima, y pot tanto, 

los Algoritmos Genéticos (AG) ·son en realidad un método de búsquecla. Pero un 

método de búsqueda muy especial, en el que las soluciones al problema son ca

paces de reproducirse entre sí, combinando sus características y generando nuevas 

soíuciones. En cada ciclo se seleccionan las soluciones que más se acercan al ob

jetivo buscado, eliminando el resto de soluciones. Las soluciones seleccionadas se 

reproducirán entre sí, permitiendo de vez en cuando alguna mutación o modifi

cación ai azar durante la reproducción. 

En este capítulo, primero daremos una breve reseña de la historia ele los Al-

• .. :' 
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goritmos Genéticos (AG), luego resolveremos una gran interrogante ¿porqué fun

cionan los algoritmos genéticos?, analizaremos sti fundamento matemático ( Teo

rema de los Esquemas), veremos también los diferentes operadores genéticos con 

los cuales trabaja un AG. Luego mostraremos el desempeño del AG a través de 

un pequeño ejemplo de optimización de una función. Luego hablaremos acerca de 

uha técnica heurística conocida como Templado Simulado 1• Este procedimiento 

se basa en una analogía con el comportamiento de un sistema físico al someterlo a 

un baño de agua caliente. El Templado Simulado (SA 2 ) ha sido probado con éxito 

en numerosos problemas de optimizáción, mostrando gran "habilidad" para evitar 

quedar atrapado en óptimos locales. Además analizaremos el comportamiento de 

Un algoritmo híbrido: Algoritmo Genético y Simulated Annealing SA-G.1P. Final

mente realizaremos las diferentes respuestas de la aproximación funcional usando 

el modelo NARMAX, para un modelo lineal de segundo orden y de un modelo 

no lineal, aplicando algoritmos genéticos y el algoritmo híbrido SA-GA. 

5.1. Breve Historia 

Desarrollados por Holland en la Universidad de Michigan, los aigoritmos 

genéticos (AG) son algoritmos de búsqueda basados en la genética natural. Estos 
! 

algoritmos combinan la supervivencia \:le los más aptos, con un intercambio de 

información estructurada y aleatoria a la vez, con el fin de formar mejores indi

viduos. 

Actualmente los algoritmos genéticos están siendo tomados con gran in

terés en las diferentes ramas de ingeniería, enlabio-tecnología, en economía, etc. 

debido a su gran eficiencia y robustez en resolver situaciones en lo que no se tiene 

un conocim.iento claro o se tiene poca información acerca de la naturaleza del 

problema. 

En la tabla 5.1 se describe los inicios y el desarrollo de la computación 

1Templado Simulado, Simulated Annealing, Templado TI.ecoeido son términos que englolmn 
al mismo concepto 

2 SA son las siglas en inglés de Simulated Annealing 
3SA-GA proviene de las siglas en inglés Simulated Annealing- Genetic Álgorithm 
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evolutiva y de los algoritmos genéticos. 

5.2. Algoritmo Genético Simple 

Los Algoritmos Genéticos son métodos adaptativos que pueden usarse para 

resolver problemas de búsqueda y optimización. Están basados en el proceso 

genético de los organismos vivos. A lo largo de las generaciones, las poblaciones 

evolucionan en la naturaleza de acorde con los principios de la selección natu

rary la supervivencia de los más fuertes, postulados por Darwin. Por imitación 

de este proceso, los Algoritmos Genéticos son capaces de ir creando soiuciones 

para problemas del mundo real. La evolücíón ele dichas soluciones hacia valores 

óptimos del problema depende en buena medida de una adecuada codificación 

de las mismas. Los Algoritmos Genéticos usan una analogía directa con el com

portamiento natural. Trabajan con. una población de individuos, cada uno de los 

cuaies representa una solución factible a un problema dado. A cada individuo se le 

asigna un valor ó puntuación, reiacionado con la bondad de dicha solución. En 1?

naturaleza esto equivaldría al grado de efectividad de un organismo para competir 

por unos determinados recursos. Cuanto mayor sea la adaptación de un individuo 

al problema, mayor será la probabili~ad de que el mismo sea seleccionado para 
' 

reproducirse, cruzando su material genético con otro individuo seleccionado de 

igual forma. Este cruce producirá mievos individuos, descendientes de los ante

riores; los cuales comparten algunas de las características de sus padres. Cuanto 

menor sea la adaptación de un individuo, menor será la probabilidad de que dicho 

individuo sea seleccionado para la reproducción, y por tanto de que su material 

genético se propague en sucesivas generaciones. 

De esta manera se produce una nueva población de posibles soluciones, la 

cual reemplaza a ia anterior y verifica la interesante propiedad de que contiene 

una mayor proporción de buenas características en comparacióii con la población 

anterior. Así a lo largo de la.'l generaciones las buenas características se propagan 

a través de la población. Favoreciendo el cruce de los individuos mejor adapta

dos, van siendo exploradas las áreas más prometedoras del espado de búsqueda. 

Si el Algoritmo Genético ha sido bien diseñado, la población convergerá. hacia 
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Tabla 5.1: Historia de la computación evolutiva y de los algoritmos genéticos 

1932 

1950 

1957 

1960 

1962 

1962 

1963 

1965 

Canon visualiza la evolución natural como un proceso 
de aprendizaje muy simllar al proceso mediante el cual 
tina persona aprende por ensayo y error. 
Alan Turihg también reconoció una conexión obvia 
entre la evolución y el aprendizaje de máquina. 
Friedberg se dió a la tarea de mejorar gradualmente un 
programa de computadora manipulando sus instrucciones 
en forma similar al proceso de evolución (programación 
automática). Sus resultados sin embargo no fueron alentadores, 
pues se demostró que tina búsqueda puramente aleatoria podía 
proporcionar mejores resultados que su ínétodo. 
Carnpell conjeturó que en todos los procesos que nos 
conducen a la expansión del conocimiento, está involucrado 
un proceso de variación ciega y supervivencia selectiva. 

Bremermaím fue tal vez el primero en ver a la evolución 
como un proceso de optimización e introdujo el uso de la 
representación binaria de un cromosoma y la noción de 
función de aptitud. 
Holland desarrolla los planes reproductivos y adaptativos 
en un intento de hacer que las computadoras aprendan imitando 
el proceso de la evolución. Esta técnica después sería conocida 
mundialmente como el Algoritmo Genético. Aunque concebido 
originalmente en el contexto del aprendizaje de máquina, el algoritmo 
genético se ha utilizado mucho en optimización. 
Biener, Rechenberg y Schwefel desarrollaron en la 
t.Jniversidacl Técnica de Berlín una técnica que después 
denominarían Estrategias Evolutivas. El énfasis de esta 
·técnica fue el poder optimizar funciones que usan variables 
rea;Ies, y cuyo espacio de búsqueda es tan complejo que las 
técnicas convecionales de optimización no encuentran 
resultados satisfactorios. 
L.Fogel concebió el uso de la evolución simulada en 
una población de algoritmos contendientes para desarrollar 
inteligencia artificial en una disciplina que él mismo denominó 
programación evolutiva. El veía el comportamiento 
inteligente como algo que requería la capacidad de: 
-Predecir su propio ambiente. 
-Traducir estas predicciones en una respuesta 
adecuacla con respecto a la meta específica que se 
persigUiera. 
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Tabla 5.2: Continuacion ... 

Para fines ele generalización, el ambiente se 
describió como una secuencia ele símbolos tomados de un alfabeto 
finito. El problema evolutivo se definió entonces como el de 
evolucionar ün algoritmo que operaría sobre la secuencia de 
símbolos que se hubiera observado hasta ese momento de tal 
manera que se produjera un símbolo de salida que tuviera una 
buena probabilidad ele maximizar la eficiencia del algoritmo en 
términos de la predicción. 

1967 Box y sus colegas desarrollan la operación 
evolutiva para simuiar el manejo de una planta de manufactura. 
Esta técnica se aplicó a un gran número de procesos de 
manufactura, aunque su dominio más común fué la industria 
química. 

1967 Reed, Toombs y Barricelli realizaron una ele las 
primeras simulaciones basadas en principios evolutivos, siguiendo 
los lineamientos de lo que hoy se conoce como Vida 
A 7iificial. 

1974 Conrad propone el modelo de circuitos de 
apTendizaje evolutivo en el cual se especula sobre la 

: posibilidad ele que ei cerebro use el mismo tipo de mecanismos que 
tisa_la evolución para aprender. 

1991 Ray libera el sirtmlaclor Tierra como una 
aplicación de la llamada Dinámica Evolutiva. El objetivo 
del trabajo de Ray ha sido·: el poder desarrollar simulaciones 
evolutivas que permitan es~udiar las características 
funciarnentales de todos los sistemas evolutivos. 

1992 Koza propone el uso de expresiones-S en LISP para 
representar cromosomas en vez de cadenas binarias de 1-Iollanci, eh 
un intento por incrementar el poder del algoritmo genético. Su 
técnica sería posteriormente denominada Programación 
Genética. 

una solüción óptima del problema. 

Una defición general de los AG podría ser como sigue: 

Los Algoritmos Genéticos son métodos estocásticos de búsqueda ciega 
de soluciones cua.sióptimas. En ellos se mantiene una población que 
representa a un conjunto de posibles soluciones la cual es sometida 
a ciertas transformaciones con las que se trata de obtener nuevos 



candidatos y a un proceso de selección sesgado en favor de los mejores 
candidatos (1 0}. 
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Como ya menciomamos en el párrafo anterior, en un Algoritmo Genético, 

tina población de individuos, que representan a un conjunto de candidatos a solu

ciones de un poblema, es sometida a una serie de transformaciones con las que 

se actualiza la búsqueda y después en un proceso de selección se favorece a los 

mejores individuos. Cada ciclo de selección+búsqueda constituye lirta generación, 

donde el mejor individuo de dicha población en esa generación representa a un 

ca~didato lo suficientemente próximo a la solución buscada. La estructura genéri

ca del bucle básico de un AG se sintetiza en la figura 5.1: 

Pop(n) 

AuxPop(n) 

Descendencia(s) 

Figura 5.1: BuCle básico ele un AG. 
1 

Como puede verse, una población Pop, que consta ele n mieinbros se somete 

a un proceso de selección para constituir una población intermedia AuxPop de 

n criadores~ De dicha pobíación intermedia se extrae un grupo reducido de indi

viduos llamados progenitores que son los que efectivamente se van a reproducir. 

Sirviéndose de los operadores genéticos, los progenitores son sometidos a ciertas 

transformaciones de alteración y recombinacíón en la fase de reproducción en vir

tud de las cuales se generan s nuevos individuos que constituyen la Descendencia. 

Para formar la nueva poblaciÓil Popft+ 1} se deben seleccionar n supervivientes 

entre los n+s de la población auxiliar y la descendencia, eso se hace en la fase de 

reerri.piazo. 

Cada individuo x consta de m posiciones que son ocupados por otros tantos 

atributos o genes los cuales se codifican en l = L 1 + ... + Lm. bits. Naturalmente, 
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si mi atributo puede tomar más de dos valores o alelas se deberá representar 

mediante varios bits, de hecho es inmediato comprobar que si el j-ésimo gen 

consta de ai alelos, entonces se deberá codificar mediante: 

(5.1) 

En este punto conviene distinguir entre la estructura de los individuos y 

el contenido de cada uno: la estrúctura se deriva de la representación, es igual 

para todos y se expresa así "los 4 primeros bits representan ai primer gen, los 

4 siguientes al segundo, etc ... ", el contenido se deriva de la codificación y es 

simplemente el entero binario con que se codifica cierto individuo. 

En la jerga al uso de la estructura de un individuo se le dice genotipo y a 

su contenido fenotipo. 

Todo el procedimiento de búsqueda está guiado exclusivamente por una 

función de aptitud u(x), la cual se ob~iene directamente a partir de la función de 

evaluación f(x) del correspondiente Jroblema. La función de evaluación no tiene 

por qúé estar expresada de fonha cerrada como una función objetivo clásica, basta 

con que proporcione un "índice de idoneidad" para cada uno ele los candidatos a 

solución que se ie presenten. De todos modos es conveniente que eí procedimiento 

ele obtención ele dicho índice se pueda implantar con facilidad en urta computado

ra, dado que la evolución ele todo el algoritmo va a depender de él. Comúnmente, 

a los valores proporcionados por la fmición ele evaluación se les dice evaluaciones 

o bieii aptitudes brutas ±ni entras que a los valores proporcionados. por ia función 

ele aptitud se les dice aptitudes a secas, y también, para distinguirlas de las ap

titudes brutas, aptitudes netas. 

Considerando lo discutido en el párrafo anterior, vamos a mostrar un seu

clocódigo con el cual vamos a implementar en las secciones siguientes nuestro i\.G: 



BEGIN /*Algoritmo Genético Simple*/ 
Generar la población iniciaL 
Calcular las funciones de evaluación de cada 
individuo de la pobiación. 
WIIILE NOT Terminado DO 
BEGIN /*Pasar a la siguiente generación* 1 

FOR Tamaño de la Población 
BEGIN /*Operador Genéticos* 1 

Selección dos individuos de la generación anteriol', 
para el cruce. 

Cruzamiento con cierta probabilidad 
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establecida ios dos individuos se cruzan para obtener sus 
descendientes. 

END 

Cálculo se calcula las aptitudes de los 
nuevos pobladores 

IF la población converge THEN 
Terminado=TRUE 

END 
END 

END 

5.2.1. Criterios para Implementar un AG 

Para implementar nuestro ACJ es necesario definir los siguientes criterios: 

l. Criterio de Codificación. Dado que nuestro AG a implementar va a ope

rar exclusivamente con cadenas binariaé debido a la fácil iínplementación 

de este tipo de cadenas debemos expecificar el modo de hacer corresponder 

cada punto del dominio del problema con una cadena determinada, o en 

términos de las definiciones anteriores, el mecanismo de paso del genotipo 

a los fenotipos. 

El modo rriás sencillo ele realizar este procedimiento es discretizanclo el do

minio del problema, [~;min, Xma.x] en una cantidad de puntos iguales a 2Lengl.h 

tal que la distancia entre dos puntos consecutivos sea menor que la toleran

cia especificada: 

4 Cadenas binarias sin signo 



Xmax - Xmin < TOL 
2length _ 1 
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(.5.2) 

De este modo cada punto del espacio de búsqueda queda representado me

d1ante un entero binario de longitud length, comenzando por la cadena O ... O 

que representa a Xmin hasta la cadena l ... 1 que representa a Xma.x· 

En definitiva la clave de la representación reside en calcuiar la longitud de 

los individuos. Si se dispone de la tolerancia TOL el cálculo es inmediato a 

partir de la ecuación (5.2): 

l h l ( Xmax- Xmin) b' 
engt = .og2 1 + TOL · 1.ts (5.3) 

1 

Por ejemplo para representar mi conjunto de posibles soluciones dentro del 

intervalo [-1, i] cori una tolera~ia ele 0.01, aplicamos la ecuación (5.3) con 

io cual obtenemos el siguiente resultado: 

1 ( 1) 
length = logz(l + ~ o~ ) 

' 
. length = 7,65 rv 8bits 

Esto quiere decir que para poder representar a los posibles candidatos con 

una tolerancia menor o igual a 0.01, necesitamos codificar a cada uno de 

ellos utilizando 8 bits. 
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Otro problema que se tiene que tener presente dentro del critetio de codifi

cación es ei de la codificación binaria, pero para tratar este punto con más 

detalle es preciso definir ei concepto de Distancia de Hamming[6]: 

Distancia de Hammíng: Sea el x = [ xl, ... , xn] e y = [ yl, ... , yn J dos 

vectores que pertenecen al espacio éuclidiano n-dimensional, donde :r:i, :IJi E 

[0, 1], entonces se defihe la distancia de i-íainming como: 

(5.4) 

Por ejempÍo eilla figura 5.2, se muestra tm cubo evclidiano5 de tres dimen

siones R3, con todos los vectores que forman parte de este plano. 

(1 o o) 

(OQ0)~----~------~(1~10-4) 

(O 1 O )r---------+-----7 (i O 1 ) 

Figura 5.2: Cubo Euclidiano de tres dimensiones. 

5EI concepto de cubo ehclidiano hace alusión a i.m plano formado por n-dimensiones 
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Ahora una vez que tenemos en claro el concepto de distancia Hammintoniaha, 

vamos a resolver el problema ele la representación binaria. 

CUando se representa dos enteros consecutivos a través del alfabeto binario, 

estás dos representaciones tienen codificaciones muy distintas, y esta caren

cia de coihcidericias entre dos enteros consecutivos se conoce como Acanti

lados de Hamming[10]. Como consecuencia de esto, cuando el individuo se 

soniete al operador genético de la mütación puede producir cambios drásti

cos en los puntos representados. Para soiucionar este problema es necesario 

el uso de la Codificación Gray que reduce grandemente ia frecuencia de 

aparición de los Acantilados de Hamming, para ver mejor este problema, lo 

vainos a graficarlo con un ejempio: 

Seati dos enteros consecutivos X 1 = 115 y X 1 = 116. 

Sea el espacio euclidiano COJ1 7 dimensiones ----+ R.7 , y sean dos vectores de 

ese e~pacio ( ert representación binada): 

Xbin = (1110011) f--- 115 

1 

Ybin =\ (1110100) ~ 116 

En.tonces, la distancia Hammintoniana segun la ecuación 5.2 es: 

dhamming-/Jinario = V02 + 02 + 02 + 02 + 12 + 12 + 12 

dhamming-binario = J3 rv 1,7321 

Ahora esos mismos números enteros en código gray tendrían las siguientes 

r~presentaciones: 

Xgray = (1001010) 

Ygray = (1001110) 
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Entonces ia distancia hammintoniana para la representación con el código 

gray segun la ecuación 5.2 es: 

dhammin.ggra.y = v02 + 02 + 02 + 02 + 12 + 02 + 02 

d¡ . = i wmmm.,q-gra.¡¡ 

Con lo cual podemos observar que en la codificación binaria la distancia de 

dos riúíneros consecutivos tiene una dhamming mayor a la de la codificación 

gray, por lo tanto si realizamos la representación de los individuos eh códi

go gray los cambios prodUcidos debido a la mutación proporcionarán lige

ras modificaCiones y unas cuantas pocas veces cambios drásticos ios cuales 

darán tina zoria de exploración completamente nueva. Eil cambio, en la 

codificación binada, la mutación procltieiría cambios drásticos generandos 

puntos de soíüdón ho factibles. 

1 

1 

Criterio de Tratamiento dJ los puntos rid factibles. No sieinpte es 

posible enconttar tiha cbttesp~ncleilcia punto pot puiltd eiltre el doinin1o 

déi problema y el conjunto de las cadenas binadas usadas para resolverlos. 

Coino consecuencia, no todas ias cadenas codifican elemeiitos válidos del 

espacio ele búsqueda y se deoen habilitar procedimientos útiles para distin

guirlas. Pero como sabemos ún ÁG es un método ele búsqueda ii:testricto y 

cualquier solución a este problema pasará por la incorporación, de manera 

directa o ihdirecta, de conocimiento al pto blema. 

Tradicionalmente se han empleado varias técnicas (Golberg y Wolfgailg han 

realizado immerosos estudios acerca de este punto y los han recopilado en 

sus respectivos libros [11),[5]), pero en la presente tesis analizaremos en de

talie la técnica de penaiización. 
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• Técnicas de Penalización.Consiste en resolver directamente el pro-
' . 

blema pero penalizando a los individuos no factibles. Es decir el AG va 

a generar individuos sin tener en cuenta su factibilidad pero reducien

do la aptitud de los individuos que resulten no factibles. 

La única exigencia de estas técnicas es que debe poderse medir de algu

na manera el grado de no-factibilidad, para así dar mayor penalización 

a los puntos más alejados del dominio del problema. Ésto es fácil de 

hacer en problemas de optimización paramétrica, pues en ellos se suele 

definir el dominio de los puntos factibles X a través de un conjunto de 

p restricciones expresadas como inecuaciones: 

Entonces con esos datos definimos el grado de violación de la i-ésima 

.restricción de la siguiente manera: 

·( ) _ { -gi(x) si gi(x) <O 
h7• X -

O si Y.i(:¡;) 2: O (Vi= 1, ... ,p) 

Luego irtcluiinos esos hi, en la función de evaluación: 

Eval(v) ~ Eval(v)- [( · Penalty(hi, ... , hP) (5.5) 

donde: 



p es el número total de restricciones. 
hi es el grado de violación de la i-ésima restricción. 
K es un coeficiente global de penalización. 
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La función Penalty(·, ... ,···) es una función positiva6 y creciente que 

se define pata cada problema. 

5.3. Operadores Genét1cos 

Los Operadores Genéticos son operaciones que han sido modelados según 

ei Principio Darw!niano de reproducción y supervivencia del más apto. 

Exitet1 una gran variedad de OJ)eradores genéticos pero los más importantes 

(los necesarios para lograr para que el AG dé una buena aproximación), son la 

Selección, el Oruzamierito y la Mutación. A continuación mostraremos el concep

to de cada uria de ellos y sus técnicas respectivas, los cuales serán utilizados en 
1 

nuestros programas. 

5.3.1. Selección 

Primero, debemos tener presente que todo AG debe verificar los siguiente: 

apára 1 un buen funcionamiento de un AG es esencial tener controlado eri 

todo momento la diversidad de la población. La diversidad de los indiviuos con 

lleva a una diversidad de aptitudes. " 

La necesidad de que exista una diversidad de individuos radica en que el 

operador de cruce va a poder intercambiar una mayor diversidad de carga genética 

(de lo contrario la búsqueda se estanca) y la necesidad de que exista una diver

sidad de aptitudes radica en que, en una población que tiene poca diversidad de 

aptitudes, el individuo más apto (superinclividuo7 para designar a los individuos 

6En este caso estamos asumiendo que estamos maximizando la función, cuando minimicemos, 
será negativa. 

7Término utilizado por [5J. 
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de una población que tienen una aptitud muy superior a la del promedio) poblaría 

rápidamente, con lo cual conllevaría al AG a una convergencia prematura, habi

tualmente un óptimo local. En las fases iniciales del AG es deseable que el AG 

evalúe la mayor área de la región de búsqueda y que en las fases tardías, el AG 

converga al área de búsqueda donde se encuentra el óptimo global. 

Nuestro operador de Seiecdón debe cumpÍir con esos requisitos expuestos 

en el párrafo anterior, por lo tanto vamos a exponer un tipo de Selección que ha 

mo.strado buenas características frente a la Selección Pl'oporcional (De Ruleta) 

que es la Selección por Torneos. 

- Selección Proporcioria1 (De Ruleta) 

El modo ele funcionamiento de esta técnica es la siguiente: A cada Individuo 

se le asigna una porción de la ruleta circulo¡r, que es proporcional a la aptitud de 

cada individuo. La rueda se gira N veces, donde N es el número de pobladores. 

En cada vuelta, el individuo c{üe se encuentra bajo el marcador de Ía ruieta es 

seleccionado como uno de los padres para la siguiente generación. - -

! 
El problema principal de este tipo de selección es que para un AG que tra-

baja con pocos individuos, el más apto poblaría rápidamente, haciendo que el AG 

converga prematuramente sin explorar la mayor parte de la región de búsqueda: 

A continuáción se muestra el seudocódigo de esta técnica de selección: 

BEGIN /*Selección Proporcional-Ruleta*/ 
Sumar las aptitudes de todos los iüdividuos de la poblacion. 
Llamamos a esa suma S 
FOR N veces 

Escoger un número aieatorio r entre O y S. 
CicÍar a través de los individuos, sumando sus 
aptitudes hasta que la suma sea menor o igual que r 
El individuo cüya aptitud sea mayor a la su±na r 
es seleccionado. 

END 
END 
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- Selectióri por Torneo 

Opera de la siguiente manera: se escogen aleatoriamente dos individuos de 

la población y se hacen coinjJetir en base a su aptitud. El iridiviudo que resulte 

más apto será e1 ganador del tornero y se elige como padre para la siguiente gen

eración. 

Con está técnica se previene la convergencia prematura del AG, se ejerce 

una presión selectiva en inometitos en que la varianza de ia aptitud es baja, 

logrando tina convergencia en las fases tardías dei AG. Esta técnica computa

cionalmente consume muy poco tiempo y es ideal para su iniplementadón eh 

paralelo. A cont.inuación se müestra el seúdocódigo de esta técnica de selecdón: 

BEGIN /*Selección por Torneo*/ 
FOR N veces 

Selecdono dos individuos de la pobiación. 
Evaiúo su aptitud. 
Ei individuo ganador es seleccionado 

END 
END 

5.3.2. Cruzamiento 
1 

El operador de cruce se ihtrod¿ce dentro de uh AG para proporcionar tin 

mecanismo de intercambio estructurado de información útil (buenos bloques cons

tructore~) entre los individuos. Existen diversas técnicas de cruce, entre las más 

conocidas t~nemos: Cruce de Un Punto, Cruce de Dos Puntos, y Cruce Uniforme. 

- Cruce De Uh Punto. 

Teniendo los dos padres seleccionados para su cruce respectivo, se toma un 

número aleatorio k comprendido entre O y la longitud de la representación length, 

luego tenemos lo siguiente: 

Padre1 = (pt, ... ,Ptcngth) 
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Padre2 = (q¡, ... , qlcngl.h) 

/ 

, Ert la figura 5.3 se puede apreciar gráficamente como opera esta técnica. 

Padre1 

,10101~ 

Hl)oi 

101010010000101 

Punto da 

Cruza 

Padre 2 

~0000101 

Hl)o2 

101010010000101' 

Figura 5.3: Cruze de tm solo punto. 

- Cruce be Dos Puntos. 

Teniendo los dos padres seleccionados para su cruce respectivo, se toma 

dos números ·aleatorios k y m, donde cumplirse de que k < m y k debe estar 

comprendido entre O y m, y m entre k y la longitud de la representación length, 

entonces tenemos lo siguiente: 

Padre¡= (p¡, ... ,]Jlcngth) 

Padre2 = (q¡, ... , qlength) 

Hijo¡ = (p¡, · ·. , Ph~, Qk-J-1, · · · , qm, Pm+I, ·- · , Plcngth) 

Ifijo2 = (q¡, · · ·, q¡,,,]Jk-1·1, · · · ,pm, qm+I, · · ·, Qlength) 
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En ia figura 5.4 se puede apreciar gráficamente como opera esta técnica. 

Padre 1 Padre 2 

10101~0~1 ~101 
~Puntosde ~ 

Cruza 

Hljo1 Hljo2 

101010010000101 101010010000101 

Figura 5.4: Cruce de dos puntos. 

- Cruce Uniforme. 

Teniendo los dos padres seleccionados, se genera una máscara de cruce 

aleatoria comprendida entre O y 2lcngth y luego se somete a los padres a la si

guiente operación lógica: 

P_adre1 = (p¡, ... ,Plcn.gth) 

Pad~e2 = (ql, · ·., 1lcngth) 

l'vfcrttce = (m,l, ... ) rnlcngth) 

Hijo¡ = ( A1crucc AN D Padre1) OR ( NOT (A1cntcc) AN D Padre2) 

Hijo2 = ( ll![crucc AN D Padre2) OR ( NOT (A1cmce) AN D Pádre1) 

Para visualizar mejor las operaciones anteriores, mostramos está técnica en 

la figura 5.5. 
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5.4. Ejempio de ,Aplicación 

En esta sección vamos a impiemeiitar un algoritmo genético simple (SGA), 

para optimizar una función. En la figura 5. 7 mostramos el diagrama de flujo del 

AG que varhos a utilizar para su implementación. 

Prro.t.ildaddt'Cru:::a ............ .(JX) 
f'roi.Q.-.tkiatld•MIJI' •. ,,.,H,,,,.,,.(pl'l) 

N• l:ill PdJobldmtS.,,,,,,,HOoo(ruTIJ'Inb) 
N' de Gltnl!r~s.. ••••.••. (nt1"11QIIn) 
l.orGIIlddilofCfCI1\0II.tn~•.(IO'l!OlVT'O) 
Umlot" da/ &lfl.JÓ dlt bu~¡veda 

Figura 5.7: Diagrama de flujo del AG. 

El objetivo que deberá cumplir nuestro AG será el de maximizar la siguiente 

función: 
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5.4. Ejemplo de Aplicación 

En esta sección vamos a impÍementat un aÍgoritmo geilético simple (SGA), 

para optimizar uha función. En la figura 5. 7 mostramos el diagrama de flujo clei 

AG que vamos a utilizar para sti implemeiitación. 

Figura 5. 7: Diagrama de flujo del AG. 

El objetivo que deberá cumplir nuestro AG será el de maximizar la siguiente 

función: 



y = t · sin (107rt) Vtr:.( -0, 4; 1) 

0.8 

--0.4 .......... : ......... ·~..... . . . . . ..... . . . . . 
-0.6 ........... , ............ , ........... . . . . . 
-0.8 ........... : ..................... .. 

j~.4----0~.2~--~--~0.2----0~.4----~--~--~ 

Tlompo (sog.) 

Figura 5.8: Gráfica de la función a maxünizat. 

Para lo cuaí nuestro AG será Implementado con los siguientes datos: 

Número de Pobladores num/plob 
Tolerancia de represetación 'TOL 
Número de Generaciones numgen 
Tipo de Selección 

· Tipo de Crúce 
Probabilidad de Cruce Pcrucc 

Pr'obabilidad de Mutación Prnuta. 

Líinite Inferior de la región de búsqueda Lmin 

Límite Superior de la región de búsqueda Lrna.x 

De la fórmula 5.3 obteilemos lo siguiente: 

1- ( -0 4) 
length = log2 (1 + 

0 01 
' )lYits 

' 
length = 7' 13 rv 8b?.ts 

100 
0.01 
100 

Por Torneo 
Uniforme 

0.8 
0.1 
-0.4 
1.0 

i20 
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Con io cual debemos generar pobladores de 8 bits (precisión de 0.0054). 

Con el fiii de ilustrar cómo se implanta un AG, se ha programado en MATLAB, 

el listado de dicho programa se encuentra eh el APÉNDICE A con el nombre cie 

plantíllageriN. m. 

En la figura 5.9 se ptiede observar que el AG converge hacia el valor de 

1.8518, a partir de la 30a.va generación, los abruptos que aparecen son originados 

por la mutación qüe opera para que al AG "salga" de un óptimo local en caso de 

que h~ila "caído" en Uiio de ellos. 
\ 

Pero como se puede observar esa inclusión de nuevo material genético de

bido a la mutación es rápidamente desechada debido a que el AG ya "encontró" 

el óptimo global. 

Figura 5.9: Valor a la que converge el AG. 

En la figura 5.10 se muestra la evolución de las aptitudes del AG, se gráfica 

tanto su aptitud media como su aptitud máxima. El valor obtenido finalmente 

por el AG es 1.8518; el cual comparado con el máximo de la función ruializada 

(de acuerdo a la figtiía 5.8) nos dá: 1.8518-1.85 = 0.0018 el cual es menor que la 

tolerancia requerida. por nuestro problema, entonces podemos decir qtie el AG ha 

encontrado el máXimo de la fuhción con una precisión de 0.0018. 
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Figui"a 5.10: Aptitud media y aptitud máxima del algotltiilo gertético. 

Como hemos visto, el AG es muy flexible y fácilmente implementable eh 

una PC, proporcionando resultados aceptables (en cuanto a precisión), para uha 

gran cantidad de problemas difícilemente resolubles por otros métodos. Ahora en 

la sección siguiente vamos a ver ¿porque es que funcionan los AG?. 

5.5. Fundamento Matemático de los Algoritmos Genéticos 

Aunque los algoritmos genéticos son simples de describir y programar, su 
i 

comportamiento es muy complicado, y todavía existen muchas ptegühtas acerca 

ele cómo funcionan y sobre el tipo ele problemas en los que son más adecuados. 

La teoría ttaclicional8 de Íos AG asume que, en un nivel mi.Iy general de 

clescripdón, los AG trabajan ciescrubrienclo, enfatizando y recmnblnado buenos 

bloques constructores ele soluciones ele una manera altamente i:mtalelizacla. i-Iollancl 

introdujo también ia nocióri ele esquemas· para formalizar la noción de bloques 

constructores. Un esquema es iln conjunto ele cadena ele bits que pueden describir-

. se mediante tina plantilla (patrón ele similitud) formada por 1 's , O's y comodines 

( don't care [5}) los cuales pueden tomar cualquier valor dentro del alfabeto qtie 

8Formulada originalmente por .Jolm Holland en 1975. 
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estemos utilizando. 

Por ejemplo si trabajos sobre el alfabeto binario V = {O, 1} y definimos el 

símbolo "*" como el comodín (el cual pueden tomar el valoi' de 1 ó de O) entonces 

el esquema: 

8=(0*1100*101) 

Representa a cuatro cadenas binarias: 

C1={0011000101) 

C2=(0011001101) 

C3={0111000101) 

C4=(0111001101) 

De esta manera podemos deducir las siguientes propiedades: 

• Si un esquema contiene k símbolos adon't care" entonces d1cho esquema 

representa a 2ic cadena binarias. 

• Una ca:dena binaria de longitud length encaja en 2/engt.h esquemas distintos. 

• Si se tiene una cadena binaria de longitud length entonces se pueden formar 

3lengt.h esquemas. 

Ahora definiremos dos conceptos importantes como son ei Orden de un Es

quema o(S), y Longitud Característica de un Esquema b(S). 

Orden de un Esquema o(S). Es el número de posiciones especificas, es 

decir la cantidad total de O's y 1's, que posee dicho esquema. El concepto de 
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orden del esquema se utiliza para calcular la probabilidad de supervivencia del 

esquema con relación al operador mutación. 

Longitud Característica de uri Esquema J(S). Es la distancia entre 

posiciones extremas fijas, vale decir entre la primera y la última posición fija. 

El concepto anterior se utiliza para calcular la probabilidad de supervivencia del 

esquema frente al operador de cruce. 

Por ejemplo: 

Sea el siguiente esquema: 

8=(.****00**1 *) 

Tiene 3 posiciones fijas (2 ceros y un 1) por lo tanto su orden es o(S) = 3 

y su longitud característica es t5 (S) = 9 .:_ 5 = 4. 

Ahora definiremos algunos conceptos que nos ayudarán a comprender mejor 

ei Teorema de los Esquemas. Dada una población de cadenas binarias P(tj y un 

esquema S tenemos : 

• Presencia de S en P[t], ~(S, P[t]): Es el número de cadenas de P[t] qlie 

encajan en el esquema S. 

• Aptitud del Esquema S en P[t], Fitness(S, P[t]): Es ei promedio de 

aptitudes de todas las cadenas de la población que encajari en el esquema S 

en el intante t. Esto es, si se numeran corno v1 , ... , vp, siendo p =~(S, P[t]), 

a la.S cadenas de P[t] que encajan en el esquema S teilernos que: 

1 p ' 
Fitness(S, P[t]) = -"'E, Fitness(vi) 

. pi=l 
(5.6) 
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• Aptitud Media de la Población en el instante t, AveFitn(P[t]): Es 

el promedio de las aptitudes de todas las cadenas de la población en el ins

tante t, o lo que es equivalente, la aptitud del esquema (* ... *) en P[tj: 

AveFitn(P[t]) = Fitness((* ... *),P[tj) = 1 
. .L Fitness(vi) (5. 7) 

PopSzze 1J;EP\t\) 

• Aptitud Relat1va de S en P[t], AveFitn(S, jJ[t]): Es el cociente entre 

la aptitud del esquema en la población y la aptitud media de la población 

en cierto instante: 

A F . (S P[ ]) = Fitness(S,Pftj) 
ve ztn ' t A veFitn(P [tj) (5.8) 

5.5.1. 
. . . i 

Teorema de los Esquemas' 

¿Cómo procesa un A G los esquemas? Cualquier cadena de bits dada de 

longitud length es una instancia de 2length esquemas diferentes, eh otras palabras, 

cualquier población dada con numplob cadenas contiene entre 21en.gth y nnrnplob · 

2length esquemas_ diferentes. Todo esto quiere decir que, en una generación, mien

tras el AG evalúa explícitamente numplob cadenas ele la población, está también 

estimando implícitamente las aptihicles promedio ele un número mayor de esque

mas. Así como los esquemas no se representan o evalúan explícitamente por el 

AG, las aptitudes promedio de esos esquerrias Fitness(S,P[tj), no se calculan ni 

almacenan explícitamente por el AG. Sin embargo, el comportainintQ del AG, en 

términos del incremento o decremento de los esquemas dados en una población, 

puede describirse como si realmente estuviera calculando y almacenando estos 

promedios. 
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En una población P[t], de numplob elementos de longitud length se tiene la 

presencia del esquema S el cual evoluciona en promedio según Ía siguiente fórmula: 

~(S, P[t + 1]) =~(S, P[t]) · kg · ks (5.9) 

.donde ka es el factor de crecimiento ele S en la población y ks es el.facto1· 

de súpervivencia. 

El factor de crecimiento tnide la tendencia del esquema a aumentar su pre

sencia en la población, y el factor de supervivencia mide i~ probabilidad de que 

pase a la siguiente generación. 

El operador genético que hace que un esquema pase a la siguiente generación 

es ~ecir que hace qtie aumente el número de esquemas, es la selección. De hecho 

es fácil deducir que si se usa tina selección de ruleta, la presencia de uh esquema 

eh la siguiente generación es: 

- ·. - . . . ] - [ ] Fitness(S,P[t}) 
€(S, P[t + 1}) =~(S, P[t])AveFttn(S, P[t) =~(S, P t) AveFitn(P[t}) (5.10) 

Ahora bien existe la posibilidad que los esquemas sean destruídos por los 

operador de cruce y mutación antes de llegar a la siguiente generación, esta pro

babilidad es cuantificada por el factor de supervivencia. 

Cuando se aplica el operador de cruc.e y mutación, estos dos operadores 

trabajah directamente sobre el orden y la longitud del esquema. Así tenemos: 

k > (1 _ Pcruce · ó(S)). (1 _ p )o(S) 
s _ L tJ 1 muta eng 1- · 

(5.11) 
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El primer factor mide la probabilidad de que S sobreviva a un cruce, o más 

exactamente, es decir la probabiiidad de que el cruce no ocurra sobre su longitud 

característica. El segundo factor mide la probabilidad de que no se vea afectado 

por úna mutación. Entonces de la ecuación (5.10) y de la ecuación (5.11) resulta 

lo siguiente: 

Ús, P[t + 1]) =~(S, P[t])AveFitn(S, P[i]) · (1- ~ruce ~ó(S)) · (1- Pmuta)o(S) 
engt - 1 

(5.12) 

Pero como generalmente Pm1ttn. « 1, se puede aproximar la ecuación (5.12) 

a lo siguiente: 

k = (1 _ Pcruce · ó(S) _ (S)) . 
B L t} '1 Pm.1Ltn.O eng, ~-

(5.13) 

~(S, P[i+lJ) =~(S, P[tJ)AveFitn(S, P[t]) · (1 ~ ~rucc ~ó(Sl-Pm1I.tn.D(S)) (5.14) 
. engt -

Tal y como se desprende de la ecuación (5.14), esquemas cortos, de bajo 

orden y con una adaptación superior a la adaptación media, se espera que a me

dida que evoluciona el Algoritmo Genético, obtengan un incremento exponencial 

eil el número de individuos que se asocian con los mismos. 

Desde esta perspectiva, se puede explicar la introducción de los tres opera

dores del AG de la siguiente manera: 

• Selección: Se encarga de incrementar geométricamente la presencia de los 

esquemas aventajados y redúcir la presencia de los retrasados. No obstante, 



128 

la selección no introduce nuevos esquemas. 

• Cruce: Permite el interc'ambio es~ructurado de información útil (esquemas 

cortos, bajo orden y aventajados) entre individuos. Ei cruce es ún operador 

esencial para el eficaz funcionamiento de un AG. 

• .Mutación: Introduce variedad en el juego de esquemas ele Ía población y 

proporciona un mecanismo de seguridad frente a posibles pérdidas de infor

mación valiosa. Visto de esta manera, la mutación es un operador secun

dario, de ahí que se aplique con bastante menor frecuencia. 

Asi respondemos a las dos preguntas formuladas al principio ele esta secc

ción, a saber: 

• ¿Por qué funcionan los AG? Porque dan oportunidades de una proliferación 

exponencialmente creciente a los esquemas, más aptos, y exponencialmente 

decreciente a los menos aptos. J 

' 

• ¿Qué procesan los AGs? En sentido amplio los AGs procesan esquemas y 

en particular los AGs procesan de modo útil bloques constructivos. 

5.5.2. Propiedad del Paralelismo Implícito de ios AGs 

Como ya quedó dicho, en una generación de nurnplob individuos binarios de 

tamaño length existen entre 21cngth y n11.rnplob· 21
cngth esquemas distintos. Algunos 

de ellos, mayormente los bloques constructivos, serán procesados de modo útil, es

to es, reproducidos exponencialmente y no alterados por los operadores genéticos. 

Pues bien, el mecanismo que da eficacia a los AGs a pesat de sil generalidad se 

basa en el hecho de que, aunque el AG sólo procesa numplob estnicttiras en cada 

generación, se puede demostrar que una AG procesa al menos nurnplob3 esquemas. 
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Es decir los AG son más robustos que otros métodos de búsqueda ciega, 

ello se debe a que teallzan implícitamente una búsqueda en paralelo. Dicho pa

ralelismo implícito se obtiene sin ningún requerimiento adidonal de memoria o 

de potencia de cálculo, y seguramente los AG son el más destacado ejemplo de 

explosión combinatoria que actúa de modo beneficioso. 

5.6 .. Templado Shnuládo (Simulated Annealing) 

Kirlpatrick, Gelatt y Vecchi proponen en 1983 un procedimiento para ob

tener soluciones aproximadas a problemas de optimización, llamado Templado 

Simulado. Este procedimiento se basa en una analogía con el comportamiento de 

un sistema físico al someterlo a un baño de agua caliente. El Templado Simulado 

ha sido probado cori éxito en ímr:herosos problemas de optimización, mostrando 

gran "habilidad" para evitar quedar atrapado en óptimos locales. Debido a su 

sencillez de implementación así corno a los buenos resultados que iban aparecien

do; experinientó un gran auge eh la década de los 80's. 

5.6.i. Teoría de la Información 

En 1948 Claude Shannon publicó un artículo histórico donde propone una 

teoría para el estudio de la información que después sería adoptada y utilizada 

por las per~onas dedicadas al estudio de las ciencias de la computación. 

Sabemos que un bit es tin dígito binario, que toma dos valores [0,1]. La 

memoria de las computadoras digitales está construída de una serie de bits unidos 

eiltre sí lógicamente para formar bytes o palabras. En la rama ele las matemáticas 

la teoría de la información, siri embargo, bit es otra cosa. 

Supongamos que se produce un cierto suceso e, con cierta probabilidad 

P(e). Si se observa qtie e ha tenido lugar, entonces según la teoría de la informa

ción, hemos recibido: 
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' ' 1 
I (e} = log2 p (e) bits de informaci6n (5.15) 

Por ejemplo, supongamos que P(e) = 1/2, entonces aplicamos ia ecuación 

(5.16), I(e)=log2 2=1 bit. Pot tanto, se puede definir i.in bit como la cantidad 

de información que se recibe cuando se especifica Una de entre dos aiternativas 

igualmente probables. Ahora si se sabe con seguridad qUe tin suceso va a tener 

iug~r, entonces recibiremos log2 1=0 bits de información. Esto quiere decir que 

cuando tengamos la menor cantidad de pistas de que sí un suceso va a pasar o 

no, entonces recibiremos la mayor cantidad de información. 

Ahora sea S una sucesión de acontecimientos s 1, ... , sn cada tino con pro

babilidad P(s1), ... , P(sn)· Definimos J(S) como una variable aleatoria discreta 

y su esperanza E[I(S)] representa la "información promedio" qi.ie aporta Ía ob

servación de S. Entonces tenemos que: 
i 

La cantidad de información recibida viene dada por:· 

1 
!(si) =!log2 P(si) 

y la cantidad h1edia de información: 
n n 1 

(!(si)) = {; P(si)I(si) = {;, P(si) log2 P(si) 

(5.16) 

(5.17) 

La ecuación (5.17) se define como la entropía de S, il(S) en analogía con 

el concepto físico que mide la cantidad de desorden de un sistema termodinámico 

(a mayor entropía, mayor desorden en el sistema). 

5.6.2. Conceptos de Mecánica Estadística 

La mecánica eshi.dÍstica es la rama de ia física qtie estudia sistemas con 

gran número de partículas tales no podemos conocer las caracterísicas de dichos 
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sisteiilas estudiando cada partícula de una inaii~ra individuaL En general, estas 

características las podemos conocer estudiando una coiección finita de sistemas 

idénticos. A esta colección se le llama una agrupación o ensamble y está definido 

por el promedio de las partículas que constituyen al sistema, así coinci pot las 

variaciones estadísticas sobre el promedio. 

Así, podemos definir la energía promedio del sistema como sigue: 

n 

E=l:ErP,. (5.18) 
1'=1 

donde, n es e1 húinero de estados, Pr expresa la pi'obabilidad de teher algún 

estado con energía Er· bada una temperatura T, se puede asegurar experimen

taimente, que un ensamble con estas características, alcanza su equilibrio térinico 

(la energía no cambia significativamente), sólo cuando la.distribución de las pro

babilidades de estar eii estados con energía Er es: 

(5.19) 

donde Tes la teinperatura en grados Kelvin, kb es la constante ele Boltzmann 

(kb = 1,39 · W-23 J¡ K) y Z es la función de partición, que corresponde al factor 

de normalización de ia distribución. Z está dada por: 

(5.20) 
r 

En esta distribución, los estados con menor energía tienen una mayor pro

babilidad de ocurrir y al dismlimir la temperatura T, la probabilidad se concentra 

en los estados de menor energía. La entropía del sistema se define esencialmente 

de la misma manera que en la teoría de información. 
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5.6.3. Funcionamiento del TempÍado Simuládo 

Nuestra intuición nos dice que un trozo de sustancia a alta temperatura 

posee úrt estado de energía más alto que el de otro trozo idéntico a una tem

peratura menor. Supongamos que se desea reducir la energía de 1~ s~stancia al 

menor valor posible . Bajar simplemetlte la temperatura al cero absoiuto no asegu

rará necesariamente que la sustancia se encuentre en su configuración energética 

más baja posible. El Templado Simulado es un técnica ele optimización para re

solver,problemas de optimización coinbinacionai. Asumimos una fliilciÓn de costo 

C(a;) que nosotros queremos minimizar. Los algoritmos del Templado Simulado 

sori. similares a los aigoritmos Hill Climbing, pero muchas veces ellos aceptan 

una configuración con un costo alto. La posibilidad de ir a una configuración 

de costo alto, depende ele una parámetro T, llamado temperatura . Inicialmente 

esta temperatura es alta y la posibilidad de que un costo se incremente es al

ta. En las iteraciones siguientes la temperatura es decrementada de acuerdo a 

lin procedimiento de actüalización. El Templado Simulado clásico comienza en 

tina configuración arbitraria x. Entonces éste genera aleatoriamente una con

figuración vecindad y. Si C(y) ::; C(x) nosotros escogemos la configuración y: 

Si C(y) > C(x) nosotros aceptamos la nueva configuración con la probabilidad 

eC(y)-C(x)/t o Bajo un apropiado procedimiento de actualización de T este algorit

mo converge al mínimo global. 

5. 7. Aproximación Funcional Usando Algoritmos Genéticos 

Continuando ton el mismo patrón ele los capítuios anteriores vamos a pro

ceder a probar primero nuestro Algoritmo Genético pata hallar Íos parámetros 

del polinomio NARMAX, luego vamos a validar el aproximaclor funcional hallado 

con diferentes eiltradas que no han sido utilizadas para su.enttenatniento. 

El diagrama de bloques que se va a seguir para la identificación parama'trica 

del aproximador füncional es mostrada en la figura 5.11. 

Los elementos del polinomio NARMAX que vamos a utilizar en nuestro AG 

va han ser: 
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_u_(k_>__,.. _ _.¡ Planta Real 
y(k) + e(k) 

y_aprox(k ) 
....-------, 

u(k) 

X 

Figura 5.11: Diagraba de bloques de la estructura a utilizar para la identificación 
mediante aproximadores funcionales. 

fik+I = ao + atf}k + a2fA-1 + a3]}k + a31.tk + a4uk-1 + ... 
+ aiv~ + a¡a2[fkVk-I + a1a3yjuj + a¡a/í)kuk-1 + .. . 

+ a~:íJ2_ 1 + a2a3flk-1 uk + a2a4Yk-I uk-1 + a~ u% + .. . 
+ a3a4ukuk-l + a~uk-1 + ek + ek-i (5.21) 

Como se puede apreciar en este! caso hemos incrementado el húmero de 
' ' 1 

términos del polinomio NARMAX, esto es porque si alguno de los elementos so-

brase (o ilo es influyente) eí AG le dará a sü coeficiente respectivo un valor cercano 

a cero. 

Como se ha estado procediendo en los capítülos anteriores vamos a encon

trar primero el aproximador funcional para el CaSO de Una planta lineal de segundo 

orden luego lo haremos para la planta no lineal de Narendra. 

El diagrama de flujo que vamos a seguir es el que se muestra eh la figura 

5.12. 

Los parámetros que vamos a utilizar para implementar nuestro AG serán 

los que se muestran en la tabla 5.3: 
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Figura 5.12: Diagrama de flujo para el aproximadot funcional usando Algoritmos 
Genéticos. 

Como se puede apreciar en la tabla anterior el número de pobladores con el 

cual se ha trabajado es 4, permitiéndonos una mayor velocidad de ejecución del 

AG. Los Íímites /i(} son los cuales van a variar la pequeñas modificaciones de los 

paráinet.ros (ver figurá 5.12). Lá función de costo va ser el error cu~d~át.ico entre 

la salida real y la salida aproximada: 
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tabla 5.3: Parámetros del AG utilizado para 1dentillcación paramétrica del Mo
delo NARMAX 

Número de Generaciones (NumGeh) 
Núinero de Pobladores (NumPlob) 
Número de bits a codificar (Longcromo) 
Probabilidad de Cruce (Pcrucc) 
Probabilidad de Mutación (Pmuta) 
Límite Inferior de los 6.0 
Límite Superior de los !10 

21 
4 

40 
0.9 
0.3 

-0.0001 
0.0001 

(5.22) 

Ahora vamos a hacer evolucionar iutestros parámetros del modelo NARMAX 

propuesto, según ia función de costo propuesta anteriormente. Para ello somete

remos como ya mencionamos a nuestra planta de segundo orden a uila entrada 

aleatoria (ver figura 5.13 ): 

5 . 

4 .. 

1 .... 

0~--~--~--~--~--~--~--~--~ 
o 50 100 150 200 250 300 350 400 

Tiempo (sog.) 

Figura 5.13: Respuesta del sistema real y del sisteina aproximado usando ÁG 
frente á tina entrada aleatoria (sistema lineal). 

Una vez que hemos obtenido los parámetros de nuestro polinomio NARMAX 

á través ele nuestro AG, vamos a vaiida.r el modelo sometiendo el sistema aproxi

mado a. entrada. escalón, senoidal y cuadrada (ver figura): 



6 ........ ·>· ........ .; 

~5 

3 ....... :· ... . 

2 ....... :· ... . 

1 .... ······················ 

0o~--~oo~--,~oo~--~---~Lo--~----~---3~so--~•oo 

Tlompo (sog.) 
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Figura 5.14: Respuesta del sistema real y del sistema aproximado usando AG 
frente a una entrada escalón (sistema lineal). 

-'1 ••.••••.. : .••.... 

-6 ......... , ...... . 

. . 
-8 ......... , .. 

Figura 5.15: Respuesta del sistema real y del sistema aproximado tisaildo AG 
freilte a una entrada_ senoidal (sistema lineal). 

De la .figuras 5.14, 5.15, 5.16, deducimos la tabla 5.4 de errores: 

Como se observa de la tabla 5.4. el algoritmo genético a encontrado los 

parámetros con un error aceptable (frehte a los diferentes tipo de entrada). El pro

graina de esta parte se encuentra en el Apéndice A con el nombre de GA_lineal.m. 



~ 4 ... 
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Figura 5.16: Respuesta del sistema real y del sistema aproximado usando AG 
frente a una entrada cuadrada (sistema lineal). 

Tabla 5.4: Errores del aproximador funcional usando AG frente a diferentes tipos 
de entradas - sistema lineal 

Entrada 

Escalón 
Senoidal 

Cuadrada 

Error(%)=(YNv7N) · 100% 

0.1615% 
1.6050% 
1.8584% 

Ahora vamos a comprobar la efidencia de nuestro AG a. través de la planta. no 

lineal de Na.rendra [8]: 

(5.23) 

Aí igual que en los casos anteriores someteremos para la. evolución del AG 

a. una. entrada. aleatoria tanto al sistema. real como al sistema. aproximado (ver 

figt.ira. 5 .17). 

Una. vez que se logró la. evolución del AG para encontrar los parámetros 

del polinomio NARMAx someteremos al sistema real y al sistema apr~ximado a. 

diferentes tipos de entrada. ( e~calón, sehoida.l y cuadrada) pata comprobar si el 
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200 250 350 400 
Tiempo (scg.) 

Figura 5.17: Respuesta del sistema real y del sistema aproximado usando AG 
frente a una entráda cuadrada (sistema no lineal). 

sistema hallado cumple c?n seguir la dinámica completa del sistem-a (ver figuras 

5.U3, 5.19, 5.20). 

. ........ · ........... • ..... . 

1.5 ffiY.<.:.:.:..:..:.'+"-'.=..:.:· ·..:..:.· . :.:..:··· ·.:..:.· ·;..:.;· . ""-'-'-'!::...:..:.:..:.:..:..:..:.:.<..:.:..:.;..:.;.:..:.;_:_;..:..:;..:.;.:..:..:..:..:..:;.:..:..:.;..:.;..:..:.;..:.;;:..:..:.:.;=-=¡ 

1 ········· ············ .... ······· 

0.5 ........... . 

Figura 5.i8: Respuesta del sistema real y del sistema aproximado usando AG 
frente a una entrada escalón unitario (sistema no lineal). 

De la figuras 5.18, 5.19, 5.20, deducimos la tabla 5.5: 

Como podemos apreciar de ia tabla 5.5 el aptoximador funcional encon-
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Figüra 5.19: Respuesta del sistema reai y del sistema aproximado üsando AG 
frente a una entrada senoidal (sistema no lineal). 

~1 

0.8 ""i. 
0.6 .. 

0.4 

0.2 ... 

150 200 250 400 
Tiempo (sog.) 

Figura 5.20: Respuesta del sistema real y del sistema aproximado usando AG 
frente a una entrada cuadrada (sistemá no lineai). 

trado, cumple con seguir las características dinámicas del sistema no lineal con 

un error aceptable, por lo tant.o el AG ha cumplido su flinción. Pero debemos 

precisar que el tiempo de convergencia del AG fue de aproximadamente 12 minu

tos9. El programa de esta. parte se encuentra. en el Apéndice A con el nombre de 

GA_rw_lineal.m. 

9Con tin procesador Pentium IV, 1.2GHZ, 128K. 
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Tabla 5.5: Ertores del aproximador funcional usando AG frente a diferentes tipos 
de entradas - sistema no Ilheai 

Entrada 

Escalón 
Senoidai 
Cuadráda 

Er-r-or-( %)=(YNY-;.YN). 100% 

1.2435% 
6.9051% 
1.4952% 

5.8. Aptoxiinación Funcional Usartcio el Algoritmo Híbrido SA-GA 

Ahora vamos a implementar un híbrido entre un Algoritmo Genético y el 

Templado Simulado. Este último algoritmo lo introduciremos al AG para propor

cionar una convergencia más rápida al AG. 

El diagrama de flujo que vamos a utili:?;ar es el que se muestra en la figura 

5.21. 

Los pará1netros que vamos a utilizar para hacer evolucionar m.iesho algodt

mo SAGA son los mismos que hemos utilizado para evolucionar nuestro AG, pero 

con la úrtica diferencia que vamos a necesitar Una menor cantidad de generaciones 

para lograr que la SAGA ilegue a un error aceptable. 

1 

Coino se ha estado procediendo hasta el momento vamos a someter primero 

a la planta de segundo orden a una entrada aleatoria para el correspondient.e 

entrenamiento del nuestro algoritmo híbrido SAGA. Sometiendo a una entrada 

aleatoria a nuestro sistema real y núestro sistema aproximado (utilizaremos el 

mismo polinomio utilizado en el ejemplo anterior) obtenemos la figura 5.22. 

Ahora para comprobar si el modelo hallado cumple con seguir la dinámica 

del sistema vamos a proceder a someter al sistema aproximado a diferentes en

tradaS (escalón, senoidal, cuadrada). 

Ahora con las figuras 5.23, 5.24, 5.25 creaiilos la tabla 5.6. 
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Figüra 5.21: Diagni..ma de flujo para el aptoximador funcional usando el híbrido 
algoritmos genéticos y templadÓ simulado (SAGA). 

1 

Tabla 5.6: Errores del aproximadot funcional üsando ei algoritmo SAGA frente a 
diferentes tipos de entradas - sistema lineal. 

Entrada 

Escalón 
Senoidal 
Cuadrada 

~ 

Error( %)=(YN-'Illi.). iOO% 
1/N 

1.4863% 
1.3631% 
0.0662% 

Como se observa de la tabla 5. 7 el algoritmo SAGA a encontrado ios 

parámetros óptimos del pollnorhio NARMAX y además el aproximador funcional 

cumple con seguir la dinámica del sistema coh un error aceptable. El ptograina 

de est~ patte se encuentra en el Apéndice A con el hombre de SAGA_lineal.m. 
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·································· . . 

0~--~--~--~----~---L--~----L-~ 
o 50 100 150 200 250 300 350 400 

Tlompo (sog.) 

Figura 5.22: Respuesta del sistema real y del sisteina aproximado usando el algo
ritmo SAGA frente a una entrada aleatoria (sistema lineal). 

Figura 5.23: Respuesta del sistema real y del sistema aproximado usando el algo
ritmo SAGA frente a una entrada escalón (sistema lineal). 

Ahora vamos a probar la eficacia del algoritmo SAGA con la planta· no lineai que 

hemos estado trabajando durante la presente tesis[8]: 

Yk 3 
Yk+l = (1 )2 + 'I.J."' 

+yk 
(5.24) 

Someteremos pata lá evolución de la SAGA, tanto al sistema real como al 
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Figura 5.24: Respuesta del sistema real y del sistema aproximado usando el algo
ritmo SAGA frente a una entrada senoidal (sistema lineal). 

50 100 150 200 250 300 350 
Tlompo (sog.) 

Figura 5. 25: ·Respuesta del sistema real y del sistema aproximado usando el algo
ritmo SAGA frente a una entrada cuadrada (sistema lineal). 

sistema NARMAX a una entrada aleatoria (ver figura 5.26). 

Ahora que hemos hecho evolucionar nuestra SAGA someteremos a diferen

tes entradas (escalón, senoiclal y cuadrada) para comprobar si el aproximador 

funcional cumple con seguir la dinámica del sistema (ver figuras 5.23, 5.24, 5.29). 
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100 150 200 400 
nompo (scg.) 

Figura 5.26: Respuesta del sistema real y del sistema aproximado usando el algo
ritmo SAGA frente a una entrada cuadrada (sistema no lineal). 

2 .... . ..... ~ .. 

1.5 ....... ; ........... : .......... <· ....•...• , . 

·~ 

1 .... ...... ··1·· 

0.5 ........ . 

0o~--~~--~10~0--~1=50---=200~~25~0--~3=oo~-=~~ 
Tlompo (scg.) 

Figura 5.27: Respuesta del sistema real y del sistema aproximado usando el algo
ritmo SAGA frente a una entrada escalón (sistema no lineal). 

Ahora con las figuras 5.27, 5.28, 5.29 creamos la tabla 5. 7. 

Como se observa en la tabla 5. 7 el aproximador hallado por el_algoritmo 

SAGA cumple con seguir la dinámica del sistema frent.e a diferentes tipos de 

entradas que no han sido utilziados para su entrenamiento por lo tanto el aproxi

mador funcional hallado es aceptable. El programa de esta parte se encuentra en 



1.5 

_, ..... 

-1.5 

- 2o'-----='50---'-::---1-'-50--20-'-:c0----''-----'-::---35-'-0,--___,.400 

Tlompo (sog.) 
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Figura 5.28: Respuesta del sistema teal y del sistema aproximado usando el algo
ritmo SAGA frente a uha entrada senoidal (sistema no lirieal). 

~ 1 ......... ,. 

0.8 

0.6 

0.4 

0.2 ........ . 

0o~-~50~-~1oo~-1~5o,--~20~o-~25~0--3~oo~,--3~5o,--~•oo 
Tlompo (sog.) 

Figura 5.29: Respuesta del sistetha reai y del sistema aproximado usahdo el algo
ritmo SAGA frente a una entrada cuadrada (sistema ho lineal). 

el Apéndice A con el nombre de SAGA_no_lineal.m. 
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Tabia 5.7: Errores del aproximador funcional usando ei algoritmo SAGA frente a 
diferentes tipos de entradas - sistema no lineal 

Entrada 

Escalón 
Senoidal 
Cuadtada 

Error( %)=(YN-YN) · 100% YN . 

1.0289% 
2.3883% 
1.9031% 



CAPÍTULO VI 

IDENTÍFÍCACÍON PARAMÉTRICA "ON-LiNE" 
APtlCAbO A UN MOTOR DC 

6.1.: Principios y Funcionamiento del Motor DC 

Los motores DC son pequeñas máquinas especialmente diseñadas pára con

trol de posicionamiento. Áunque el principio de funcionamiento es el de una 

máquina de corriente contínua convencional con excitación independiente, su for

ma constructiva está adaptada para obtener un comportamiento dinámico, rápido 

y estable y un par de arranque importailte. 

; Por io general, el inductor se encuentra ert el estator y puede ser o bobinado . 

o de imán permanente. El inducido, alojado en el rotor, se sueie conttuir de forma 

que presente una inercia mínima. Const,rilctivamente se diferencia básicamente en 

la forma del rotor (ver figura 6.1). Las ~ás habituaies soh: 

il Rotor alargado. 

• Rotor en forma de Cesta. 

• Rotor de Disco. 

Los dos primeros suelen tener un colector clásico de forma cilíndrica, mien

tras que en los de disco suele estar dispuesto en forma radial. El rotor de dicho 

motores de disco puede estar construído de cable rígido con soporte de resina, 

dando una inercia propia extremadamente baja. 



o 1 ·4roiiiado 

b) Tlpó cHiri 

'" lli 

5. 11 

• lli 

Figura 6.1: Formas constructivas del rotor en motores DC. 

Los parámetros escenciales ele ún motor DC son los siguientes[?]: 

velocidacl(r.p. m). 
fuerza eiectromotriz del inducido (voltios). 
tensión del inducido (voltios). 
corriente del inducido (amperios}. 
flujo indUctor o excitación, en caso de motores con 
bobinado de excitación ek proporcional a la corriente de la 
bobina inclcutora. 
Constante ele tiempo eléctrica Ld Ri· 
par motor (metros · newton). 

, potencial (vatios). 
constante eléctrica (r.p.m.jvoltio). Su valor se puede 
obtener ele la relación TJd Enaminal· 

coilstante mecánica, rneclida en metros· newtonjam:perio. 
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Las relaciones de funcionamiento entre dichos parámetros para un motor 

bC con excitación pot imanes permanentes o excitación independiente y cons

tante soh las siguientes: 

[{ 
r¡ =-E-= K. (U,- RI) ,¡., t e 1. '1. 1. 

'Pe 
(6.1) 
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(6.2) 

(6.3) 

A partir de estas relaciones [7] se deduce que el control de la velocidad del 

motor puede hacerse regulando la tensión del inducido y compensando la caída 

de tensión n.ai y el control de par requiere regular la corriente de inducido. En 

ambos casos debe mantener constante ei flujo de excitación . 

. Para caracterizar el comportamiento dinámico de un accionamiento debe-, 

mos obtener el diagrama de bloques del motor más la carga, supuesta ésta con uil 

par resistente Cm, uhá inercia J, y un rozainiento vizcoso J. La figura 6.2 muestra 

un esquema del accionamiento junto cori el diagrama de bloques completo donde 
! 

lt representa la inercia total del rotor del propio motor más la de la carga. 

· Dado que el rozamiento viscoso suele ser pequeño frente a la inercia, el 

sistema mecánico se comporta prácticamente como un integrador puro. En tal 

caso, simplificando el diagrama en lazo cerrado, se obtiene la siguiente función de 

transferencia: 

N(s) = [Ui (6.4) 

donde Tm es la denominada constante de tiempo mecánica, cuyo valor es: 



\Ji 

o 1 ·Acciónamli!nto con. si(vbmotór de. ci: 

ill biogramo d~ bloc¡Üts 

Figura 6.2: Modeio de bloques de un motor DC. 

1 
1 
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" 

(6.5) 

Este modelo de motor permite determinar el comportamiento dinámico del . ' 

motor más carga y elegir el controlador más conveniente para sistemas de tontroi 

de velocidad o posición. 

6.2. Diagrama General para la Identificación on line 

Para poder obtener la salida del motor Yk vamos a proceder de la siguiente 

manera. Primero realizaremos la etapa de sensado en la cual tomamos uha salida 

del encoder (línea A o línea B), esta salida está conectada al PIC16F876 (Pin 

RCO). Este PÍC se encargará de contar los pulsos del encoder y transmitirlos a 

través de la comunicación serial establecida entre la PC y el PIC. Luego la PC se 

encargará de procesar esa lectura y mandará la señal de entrada 'U~, (que vendría 

a ser la señal PWM) de ocho bits a través de su puerto paralelo Í1acia otro PIC 

16F876, el cual se encargará de procesar esa señal y arrojar por su pin RC2 la 
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señal PWM que irá a la etapa de potencia. En la etapa de potencia la señal de 

PWM será amplificada a través del LMD18200, el cual mandará su señal de salida 

al motor DC. Eh la figura 6.3 se visualiza el esquema general del funcionamiento 

para la identificación de sistemas. 

Transmici&t 
Serial 

RC2 p\vM:. 

't 

18200, :¡ 

Figura 6.3: Diagrama general para la identificación on line de un motor DC. 

6.3. Etapa de Serisado 

Para poder tener la salida del motor Yk es necesario contar con un sensor 

que me permita leer cuanto ha girado el motor. Eso se logra a través de un sensor 

óptico llamado encoder. El encoder es un disco concéntrico al eje del motor y que 

gira junto con éi. Este disco tiene una serie de agujeros alrededor de su perímetro, 

eh núestro caso' el encoder tiene 504 agujeros. En este disco viene colocado un 

sistema optoacoplador, el cual consiste de un emisor de ltiz y un receptor, que 
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cada vez que le llega ese haz de luz, eí:nite un pulso por su respectiva salida. 

Así este sistema optoacopiador se coioca en el disco, de tal forína que los 

haces de luz pasen a través ele los agujeros dei disco, cuando esto ocurre el recep

tor mandará una pulso. Pero debemos aclarar que este sistema también da una 

señal que esta desfasada con respecto a la primera 90°, es decir las dos señales 

están en cuadratura. Para poder ayudarnos mejor mostramos la figura 6.4, en el 

cual observamos ias ondas eh cuadratura y una tercera. Esta última se implemen

ta para contar el número de vueltas, es decir manda un pulso cada vez que el eje 

ha girado una vuelta completa. 

Del párrafo anterior podemos deducir la siguiente ecuación: 

P 
. . , No de ]JU.lsos en v.na vuelta 

reSlClOn = 
3600 

En nuesÚo caso la presición de nuestro encoder es de i.5278 puisos/0
• Es

tos tipos de encoders que poseen sólo dos canales (o a veces el canal de Z el cual 

emite un pulso cada vez que se ha c~mpletado una vuelta) se llaman Encoders 
1 

Incrementales. 

Ulia vez que ya tenemos listo ia señal del motor, ahora tenemos que contar 

esos pulsos y adecuarlos para enviarlos a la PC. Esto lo hacemos a través de un 

inicrocontralor PÍC, este jLC tiene ia gran ventaja que sil programación es fácil y 

su costo relativamente bajo (PIC de la gama media: $ 12.00). Además permiten 

programarlos y borrar lo que heriws grabado en -ellos varias veces. El P1C que 

heinos eiegido es el PIC16F876 (gama media) (ver figura 6.5) debido a que nos 

ofrece una serie de ventájas que mencionaremos a continuación. 

La primera es que nos permite contar los pulsos que le llegan a la patíta 

RCO sin necesidad de programar un código determinado, sólo es necesario setear 

los parámteros adecuados del TMRl (este microcontrolador posee tres relojes in

ternos TMRO, TMR1, TMR2), eli modo de un contador asíncrono. Además posee 
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Figura 6.4: Esquema que muestra el funciomamiento del encoder y de las señales 
de salida. 

Mci]Wpp .....___.... 

f:tAo/ÁNb·~ 
RA11AN1~ 

RA2JAN2/\IRlNF=ú~F-~ . 
RA3/AN3NRHNREF+-___... 
·.-- · FíA4rrock' ~ 

RA5/SS/AN4/Avob/LvoiN ~ _,, ........ · ··· .· .. ··vss·~ 
osh1 /cLki ___;.¡,¡. 

osc21óli<b/RA~ ...___ 
Rcort1ós6idckt ~ 

RC1ft1 ds!CCP21: ~ 
.. ·~c&cc?1.~ -:~· 
RC3/SKC/$CL..._.;... 

' .. ~·· ·.. . . .'" . . . . . .. 

- AB7/PGO 
-++ ·Ra6tPGc: 
~-RB5· 
~RB4 
~ RBiYPGiWccr~ 
·...e-+ .AB2/INT2 
~ Ri31/IN:d 
___.. RB0/1 NT · 
~v~·- .. ·-· 

. - D. 

-Vss 
~ hctmxiQr 

17 ~ Ficsrrxick 
16 - ~-Rcs;sbbib+ 
1s ~ R'c4/sRi/sdAíb~ 

Figura 6.5: Familia del PIC16F876. 

una sa.Hda de PWM (Modulación ÍJOr Ancho de Pulso) la cual su programación 

es reiativamente fáciL Por esos dos motivos es qtie se ha elej!do este PÍC. 
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Una vez que ya tenemos el Píe, lo seteamos para que cada vez que le llegue 

uh pulso por su patita Reo este aumente su contador interno. El sensado de los 

pulsos del encodet 1o haremos cada 40 rhseg, esto quiere decir que el contador dei 

TMRi va ir aumentando cada vez que llegue un pulso a la pat.ita R.CO y cuando 

ya paso el periódo de los 40 mseg, entonces se procederá a descargar ese contador 

a un registro (cuando realicemos esta operación el contador del TMR1 se pon

drá a cero para la siguiente cuenta) para luego transmitirlo serialmeilte (sobre la 

transimicióri hablaremos en mas detalle en las sección siguiente). 

6.4. Etapa de Generación de la Señal de Entrada 

En esta etapa la :Pe, a través del programa de interface (identificación. exe), 

el cual se explicará con más detalle en la sección correspondiente a la de progra

mación, envía por el puerto paraielo LFT1 el valor correspondiente a la señal 

'Uk codificada. en ocho bits hacia otro PIC16F876, llegándole a las patita.s del 

púe~to B (RBO:RB7). Este PÍC va ·estar constantemente leyendo este puerto y 

obteniendo el valor que hay en él, para luego procesarlo y colocarlo en los re

gistros correspondientes ai PWM. El valor de la señal de entrada V.k va a estar 

determinada por el tipo de entrada qu'e se seleccione en el programa. 
i 

En la figura 6.8 se puede apreciar el diagrama de flujo que se ha seguido 

para la programación de esta parte. 

6.5. Etapa de Amplificación de Potencia 

En esta etapa, se realiza un amplificación de la señal generada por el etapa 

del PWM, donde el amplificador de potencia será el encargado ele alimentar al 

inotot be con u:ha señal que es proporcional a la generada por el PWM, gene

rada por el PIC. El amplificador de potencia que hemos elegido es el LMD18200 

(ver figura 6.10). Este amplificador cuenta cort tina configuración puente H tipo 

MOSFET's ei cual tierie una lógica digital que permite una entrada PWM de tipo 

TTL y otra que indica la dirección del movimiento del motor. Esta lógica digital 

nos permite proteger a los transistores MOSFET's, ya que la configuración del 



Configuración del PIC 
, E/S 
TMRO 

JNTCON 
PORTs 

Se!: 
Transmición 

Serial 
9600 Baudios 

E.\ contador del TMR1 va ir 
aumentando conforme le 
ffeguen los pulsos del encoder 
del motor, descargándolos 
constantemente a los registros 
TRML y TMRH (indempendienle 
deiTMRO) 

r----------------
• 1 
• 1 
1 
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.Figúra 6.6: Diagrama de flujo de la lectura del encoder y del envío a la PC a 
través dei puerto serial. 

puente Íf no púede activar sus dos fases a la vez. También tenemos que destacar 

que este amplificador posee una protección de sobrecarga térmica, el cual se ac

tiva cúando se sobrepasa su limite de corriente (3 amperios), abriendo su circuito. 

En las figuras 6.10 y 6.11 se puede observar la estructura física del am-
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,j 
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Figura 6.7: Circuito de la etapa de sensado del encoder del motor DC. 
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plificador LMD18200 y su funcionamiento a través de su diagrama.de bloques 

respectivo. 

6.6. Etápa de Comunicación 

Esta parte corresponde a la comunicaciones establecidas entre el primer 

PIC16F876 y la PC (destinado para la transmisión de la lectura del encoder) que 



Configuración del PIC 
E/S 

TMR1 
INTCON 
PORTs 

SI 

NO 

Figura 6.8: Diagrama de flujo de la generación de la señai de entrada. 
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es urta transmisión serial y la establecida entre la PC y el segundo PÍC16FS76 

(destinado a la transmisión de duty cycle correspondiente al PWM) que es una 

transmisión pa~·alela. 

6.6.i. Etapa de Comunicación Serial 

Los PIC16F876 contienen tm módulo MSSP con dos puertas para la comu

nicación serie síncrona, o sea con señal de reloj. Además, también disponen ele 

tih módulo USART capaz ele soportar la comunicación serie síncrona y asíncrona. 
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Figura 6.9: Circuito de acondicionamiento de la señal proveniente de la PC al 
circuito de potencia a través de tin PIC. 
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Figura 6.10: El Amplificador de potencia LMD18200. 

De los dos modos ele funcionamiento del USART, la comunicación serie asíncrona 

es la más utilizada. El PIC incorpora el hardware para comunicarse vía RS-232 

con la PC. 
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Figura 6.i1: Diagrama de bloques del funcionamiento del LMD18200. 
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La transferencia dé informaciones realiza sobre dos líneas TX (transmísión) 

y RX (recepción), saliendo y entrando los bits por dichas líneas al titíno de Uná 

frecuenda controlada internamente por el USART. Las líneas de comtmicacióil 

so~ las dos de.niás peso del pUerto C: RC6/TX/CK y R.C7 /RX/DT. 

En la forína de comünicación serie es común usa la norma R.S-232-C, doncie 

cada palabra de información o dato ~e envía indeperidientemente de los deinás. 

Suele constar de 8 o 9 bits y van precedidos por un bit de START (bit de inicio) 

y detrás de ellos se coloca un bit ele STOP (bit de pato), de acuerdo con las 

hormas de~ formato estándar NRZ (NonReturn-to-Zero). Los bits se transfieren 

á una frecuencia fija y ilormalizacla. 

Protocolo Estándar 

En el protocolo estándar se transfieren 10 bits, un bit de inicio, 8 bits ele 

datos y un bit ele paro, formando una palabra de 10 bits. La eficiencia está dada 

por: 

f
. . . _ Número de Bits de Datos . 

100 
_ O;f 

e ~C/,encza - N , 'f' 1 el B"t - x /o umero .l_ota e 1 ,s 
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Figura 6.12: Circuito de la etapa de potencia . 
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.Para saber si hubo errores en la transmisión se usa un bit de paridad ei 

cual indica el error. Por ejemplo: en el byte 00111100 se tienen 4 unos por lo que 

al bit de paridad se ie asigna un O y se dice que tiene paridad par y en el byte 

10111100 se tii=meii 5 tinos poi' lo que al bit de pa~·idad se le asigna un 1 y se dice 

que tiene paridad itnpar. 



Registro de Configtiraciórt del Hardware 

TXSTA. Registto de configuración de la transmisión serial. 

RGSPA. Registro deconfiguración de la recepción serial. 
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SP BRG. Contador Programable digitalmente que configura la velocidad de trans-
~ . , 

miSIOn. 

Generador de Baudios ' 

En el protocolo asíncrono RS-232, la frecuencia en baudios (bits por segun

do) a la que se realiza la transferencia se debe efectuar a un valor normalizado: 

330, 600, 1200, 2400, 4800, 9600, 19200, 38400, etc. Para generar esta frecuencia, 

el USART dispone de un Generador de Frecuencia en Baudios, BRG, cüyo valor . 

es controlado por el contenido grabado en el registro SPBRG. 
' 

Además del valor X cargado en el registro SPBRG, la frecuencia en bau

dios del generador depende del bit BRGH del registro TXSTA. En el caso de 
' ' . . • . 1 

que BRGH = O se trabaJe en baja velocidad y si I3RGH = 1 se trabaja en alta 

velocidad. SegÚíl este bit se obtendrá el valor de una cohstante K neceséitia en la 

determinación de la frecuencia cie funcionamiento. 

Donde X es el valor cargado en el registro SPBRG (valor expresado eh 

decimal y que debe ser un núinero entero entre O y 255). Si BRGH = O, baja 

velocidad y [{ = 64. Si BRGH = 1, baja. velocidad y R- = 16. 

Por ejemplo, para liha Fascilacion = 41\1 HZ y una FIJa.udios = 9600baudi.os, 

teiienios que a baja velocidad X ·= 6, lo que da un error de aproximadamente 

7% y para alta velocidad X= 25, lo que da un error de 0.16 %. 
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Transmisor Asíncrono 

El dato que se debe transmitir por el USART transmisor se deposita en el 

registro TXREG y a continuación se traspasa al registro de desplazamiento TSR, 

qUe va sacando Íos bits secuencialmente y a la frecuencia establecida. Además, 

antes de los bits del ~ato de información inclUye un bit de inicio y después ele 

sacar todos los bits añade un bit de parada. El USART receptor recibe, uno a 

tino, los bits, elimina los dos de control y los de información una vez que han 

llenado el registro de desplazaniiento TSR Íos ti"aslada automáticamente al regis

tro :RCREG, donde quedan disponibles para su posterior procesamiento. En la 

figura 6.6 se muestra el diagraina de flujo de la comunicación serial utilizada en 

el programa. 

6.6.2. Etapa de Comunicációrt Paralela 

Esta etapa de comunicadón es la más sencilla, puesto que el programa in

terface interface. ex e sólo se lirriita a poner en el bus de elatos de la PC (LPT1) 

la señal Uk y ei segundo PIC16F876 es el encargado de leer constantemente esta 

señal a través de todo se puerto B. El diagrama de flüjo de esta etapa se muestra 
' 

en la figtita 6.8. 

6. 7. Selección del Periódo de Muestreo y Diagrama de Tiempos 

Pritnero debemos analizar el número de pulsos que da el encoder en cada 

fuilisegundo, para ver si esta cantidad de pulsos está dentro del intervalo que nos 

da ofrece los registros del PIC: 

No ma.ximo_que_pued<u·epresenl.ar = T M RJJ < i5 : 8 > + T MRL < 7 : Ü >= 65536 

Ahora debemos calcular cuantos pulsos puede dar como máximo el ehcoder 

eii 1 miíisegundo. De la hoja técnica del motor tenemos que la velocidad máxima 

sin carga que puede desarrollar el motor es de 3000 rpm, ahora con esta informa

ción deducimos lo siguiente: 
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3000 
revoluciones 

minuto 
= 50 revoluciones = 

50 
revoluciones 504¡m.lsos = ... 

segundo segundo revolv.cion 

25200 
pv,lsos O,OOlsegundo pulsos 

= . = 25 2.:.__ __ 
segundo lmseg ' mseg 

El resultado anterior nos dice que en un milisegundo el PIC va a recibir 

aproximadamente 26 pulsos del encoder del motor, lo que a su ve,; nos dice que 

el periódo máximo hasta donde e1 PIC puede recibir los datos del encoder es 

(65536/26)mseg = 2, 52segundos, asegurando que se va a tomar todos los pulsos 

que ~e reciba del encoder: 

1 miliseg11.ndo :::; Tm1Lest.1·co :::; 2,52 segundos 

Ahora debemos calcular el tiempo de la recepción de los datos del PIC ( co

mlinicación serial). Debemos tener presente que la cantidad de bits que vamos a 

trasmitir serialmente es 20 bits (8 del TMRL, 8 del TMRH, y cuatro de control). 

Como l1etnos elejido una veloddad de transmisión de 9600 baudios entonces te

nemos que los 20 bits serán tra.'3mtidos ien 2.0833 mseg. 

La trasmición paralela es mas rápida (depende en gran medida de la ve

locidad de la computadora), el tiempo que consume es de 0.012 mseg1
. 

El tiempo ele ejecución del algoritmo de identificación es ele 12.5320 mseg 

y el tiempo de gráfico es ele 8.012 mseg. 

Ahora sumamos todos los tiempos que hemos calculado y obtenemos lo si

guiehte: 

Ttransmisión..serial = 2•0833 mseg 

1Pentium IV, 1.2 GHZ, 128K. 



TalgoritmoJdenti.fi.cación = 12,5320 mseg 

Tgráficas = 8,0120 mseg 

Ttn1nsmisión_para1ela = 0,0120 mseg 

Tejecución = 22,6393 mseg 

Tmüestreo = Tejecución · 1,5mseg = 33,9589mseg 
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(6.6) 

En la figura 6.13 mostramos la distribución ele los tiempos durante el proce

samiento de los datos. 

2 0800mseg 12.5320mseg 8.0120mseg b.010ms g 6.0411mseg 

Tronamlslclón Paralela 

Gráficos 

AlgO!'Itmo 00 100n~ficoci6n 

Tmnsrrialclórl Sarlal 

33.9589 mseg (lo aproximamos a 40 mseg) 

Figura 6.13: Diagrama de tiempos. 

6.8. Programación 

Para la programadón, se dicidió utilizar el Visual Basic 6.0, debido a que 

ofrece mejores ptestaciones visuales, un manejo y programación mucho más sen

cilÍa (uso ele nemotécnicos fácilmente rela.cionables) frente otros lenguajes como el 

e, e-H- ó incluso el Visuaze-H-' pero la gran desventaja que posee este iengua

je de programación es que por ser un lenguaje de alto nivel, consume muchos 

recürsos de memoria lo cuai nos limita a sintetizar al máximo el código de pro

gramación (evitar cualquier redundancia), para así lograr una mayor eficiencia 

del programa qué realicemos. 

r 
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Para poder realizar las pruebas de la identificación en línea, primero se tuvo 

que crear un pequeño ((Generador de Ondas", el cual me permite mandar por el 

puerto paralelo LPT1, un número binario que a la vez es interpretado por el PIC, 

convirtiendo ese número en úha señal de PWM la cual alinienta al circuito de 

potencia del motor DC. 

Este módulo qtie se presenta en la figura 6.14 permite la generación de 

tres tipos de ohdas: escalón, sertoidal y cuadrada. Para la señal senoidal debemos 

aclarar que es una senoide ({positiva". Esto quiere decir que esta señai sigue la 
' 

sigtiiente ecuación matemática: 

u(k) =A+ A· sin( k) (6.7) 

Donde A es uila constante positiva, que va a depender del valor máximo que 

arroja el PvVM del .PIC (en nuestro caso A = 4,231). 

Esto se ha hecho pata- simplificar la programación dei algoritmo de la 

generación de ondas. El módulo que se muestra en la 6.14 contiene una serie 

de boto:n~s, los cuales poseen nombres con relación a la función que desempeñan. 

1 

A continuación, eh_ la figlita 6.15, presentamos la interfaz gráfica del pro-

grama principal de identificación. 

A1 igual que en el caso anterior esta interface posee una serie de botones, los 

cuales poseen etiquetas que me permiten fácilmente manipular el programa. El 

programa en funcionamiento es mostrado en el Capítulo VII, en donde también 

se analizan 1os tesuitados obtenidos. 

Tanto el ejecutable ele ambos programas así como sus instaladores están en 

el CD que viene adjunto con la presente tesis. Las rutas donde se ubican dentro 

deÍ CD son mostradas en la siguiente tabla. 



Figura 6. i4: Interfaz gráfica del generador de ondas. 

Figura 6.15: Interfaz gráfica del programa de identificación de sistemas. 
{ 

i66 
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\\ VisualBasic \Generador\ señales.exe Generador de ondas 
\ \ VisualBasic \ I dentificacion \ identificacion.exe Realilr,a la identificación de 

sistemas uWizando 
redes neuronales 

., recurrentes (BPEA) 



6.9. biagranía de Flujo de la Ptograinacióri 

/\lgorilmo de 
Identificación BPEA 

Recursivo: 
ldenlificaclón() 
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Figura 6.16: Diagramá de flujo de la programación para realizar la identificación 
de sistemas en línea (utilizando Redes Neuronales recurrentes- algoritri10 BPEA). 



CAPÍTULO VIí 
Análisis de Resultados 

En este capítulo se analizará los resultados obtenidos de la ident;ificacióh 

paramátrica de sistemas frente a diferentes tipos de entrada: escalón, cuadrada 

y escalón. Para realizar la identificación hemos decidido hacerlo mediante redes 

neuronales (BPEA). Hemos elegido este método y no el de Mínimos Cuadrados 

Recursivo o la identificación usando Algoritmos Genéticos, debido, a que en el 

, primer caso, existe una amplia docmilentación de la identificación eh Íínea uti

lizando este método, tanto en pápers, libros y en la web, en el caso de la identifi

cación usando Algoritmos Genéticos, este método consume demasiados recursos 

de memoria y tiene un tiempo de ejecución1 alto en comparáción con las redes 

neuronales o con el RLS. Por estos dos motivos se decidió a implementar el algo

ritmo BPEA para ia identificación paramétrica del motor DC. 

' ' ' '¡ •' ' 
En las gráficas de la respuesta del 'mot.or DC que estamos utilizando vere-

mos que frente a diferentes tipos de seña.les el motor no responde como la curva 

teórica del motor DC manda, las razones por las cuales ocurre esta situacióil se 

debe a lo siguier;,te: 

• Error en la comunicación: es el que se genera debido a la transmisión seriaF 

propiamente dicha, 0.16 %. 

ii Error en el Encoder: debido a la antiguedad ¡:!el mot,or el sensor óptico qüe 

posee falla cada cierto tiemj)o, enviaildo una cantidad de pulsos que no 

correponde a lo que el motor genera (saturac\ón del sensor). 
·, 

Pero á pesar de estas condiciones la red neurqfial recursiva deberá ser capaz 
! "~ \ . 

de representar con un mínimo error aí sistema rea~. ·~ continuación mostraremos 

1Pentium 1.2GHZ, 128k Tiempo de Ejecución 12 mhiptos 
2Dato obtenido de la Hoja téctina del PIC16F876, año 'l~99, pag. 98 

.,, 
1., 

'' 
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la respuesta del sistema teal y del sistema aproximado frente a las diferentes en

tradas a qtte son sometidas. 

7.1. Aproximación Funcional frente a tihá entrada Escalón 

Cuando sometemos nuestro sistema a una entrada escalón obtenemos la 

respuesta que se presenta en la figura 7.1, donde se aprecia que luego de algunos 

segundo, donde la red heuronál empieza ha entrenarse, esta logra aproximar en 

buena medida a la curva real del motor DC utlizado. A pesar de los sobrepicos 
' 

que se observa en la figura la red neuronal trata de seguir indüso a esas no linea

lidades, cumpliendo en forma satisfactoria representar al sistema real. 

Figura 7.1: Respuesta del sistemá real y del sistema aproximado frente a \lila 
entrada escalón imitado. 

Figtira 7.2: Gráficq,;pe la señal de entrada: escalón unitario . 

. \ 
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7.2. Aproximación Funcional frente a una entrada Sehoidal 

Ahora someteremos al sistema real y al sistema aproximado a la onda 

senoidal "positiva" 3 . Para anaiizar mejor los resultados obtenidos hemos tomado 

dos secuencias de la onda de entrada y las respectivas respuestas de los sistemas: 

la primeta es cuando la onda de entrada se encuentra en la fase de -90° a 90° y 

la segunda cuando la onda de entrada se encuentra en la fase de 90° a 180°. 

En el priiner caso, como podemos apreciar de la figura 7.3, la red neuronal 

se aóapta rápidamente al sistemá real incluso a los cambios bruscos del sistema. 

Ahora en el segundo caso, se repite el mismo caso anterior, la red responde 

con un error aceptable. Pero tene111os que aclarar en esta parte se ha observado 

que para valores iniciáles altos del sistema real, la red rápidamente se adapta a 

ellas, pero para vaiotes bajos, la red tarda urt tiempo mayor en adaptarse. 

Figura 7.3: Respuesta del sistema real y del sistema aproximado frente a uná 
entrada senoidal (-90° a 90°). 

7 .3. Aproximación Funcional frente a una entrada Cuadrada 

Frente a esta entrada el aproximador funcional tesponde con un btien mar

gen de error, acercándose casi exactamente a la curva real del sisto:¡na Incluso 

cuando se presentan las no linealidades ya comentadas. Pero debemos hacer pre

sente, que como en el ca..'3o anterior se observó que la red neutotial se adapta 

3u(k) = 4,24 + 4,24 · sin(k) 
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Figüra 7.4: Gráfica de la señal de entrada: seno (-90° a 90°). 

Figura 7.5: Respuesta del sistema reai y del sistema aproximado trente a una 
entrada serioidai (90° a 180°). 

1 
t 

Figura 7.6: Gráfica:'·de ia sepal de entrada: seno (90° a 180°). 
) 
\ 

rá¡:>idamente a valores altos de ia entrada y lentamente para valores bájos. 
•, 
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Figura 7.7: Respuesta del sistema real y del sistema aproximado frehte a i.ma 
entrada cuadrada. 

Figura 7.8: Gráfica de la señal de entrada: cuadrada. 



CONCLUSIONES 

La presente tesis ha girado en torno al problema de hallar tin modelo 

matemático que me represente la dinámica completa de un sistema. El mode

lo matemático que se ha trabajado ha sido el modelo polinomial NARMAX. Se 
! -

ha analizado diferentes métodos para hallar los parámetros de este modelo polino

mial: mínimos cuadrados recursivos, redes neuronales recurrentes y los algoritmos. 

genéticos. Se mostró la eficacia ele cada uno de ellos frente a la identificación de 

sistemas tanto lineales como no lineales. 

De acuerdo a los resultados obtenidos durante el desarrollo de la presente 

tesis, obtenemos las siguiei:ites conchisiohes: 

• En primer lugar es importante destacar que todo el conocimiento a priori 

que se tenga del proceso deberá ~er incluido directamente eíi el modelo, es

pecialmente en la etapa de sdecci:ón de las variables ele entrada. En segundo 

lugar recordar siempre ele probar' primero lo más sencillo. Según este crite

rio se ensayarán primero los modelos lineales, haciendo uso de técnicas de 

identifi~ación de sistemas bien establecidas. Si se detectasen características 

no lineales en el proceso o que el modelo hallado no púede seguir al proce

so con exactitud, el siguiente modelo a ensayar sería el modelo polinomial 

NARMAX (modelo no lineal autoregresivo ele media móvil con entradas 

exógenas). 

• Una herramienta fundamental para la selección ele las variables de entra

da de los modelos no lineales es el Análisis Estadístico de Sensibilidades. 
' 

Este análisis permite identificar aquellas variables ele entrada que no tieneri 

influencia en las salidas de los modelos ajpstados. La eliminación ele estas 
~: '1' ' 

variables reduce la complejidad artificial del modelo, aumentando su ca-
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pacidad de generalización. 

• Con lo que respecta a la identificación paramétrica de sistema utilizando 

el Método de los Mínimos Cuadrados Recursivos podemos afirmar que este 

procedimiento nos asegura múy buenos resultados de aptoximación, para 

modelos lineales y además el tiempo de procesamiento de este algorithlO es 

pequeño en comparación con las redes neuronales y ios algoritmos genéticos. 

Pero este método muestra grandes deficiencias frente a la identificación de 

sistemas no lineales. 

• Se logra una notable mejora al incluir, tanto para la identificación Íineal co

mo para la identificación no lineal, el factor de olvido. La inclusión de este 

factor dentro dei algortimo de Mínimos Cuadrados Recursivos me permite 

reducir la memoria del identificador con el objeto de que éste pueda seguir 

las variaciones del sistema, ponderando las medidas de forma que tengan 

más peso las últimas sobre ias antiguas. 

• Al realizar la identificación de una planta mediante el polinomio NARMAX 
1 

utilizando el Método de los Mínimos Cuadrados Recursivos se logra dis

minuir el procentaje de ertot de la aproximación. 

• Ahora para aÍiviar el inconveniente anterior recurrimos a las Redes Neu

ronales Recurrentes. A través de elias realizamos la identificación de proce

sos lineales mediante el uso del poliíiomio NARMAX obteniendo márgenes . 

de errores muy bajos, demostrando ia eficacia de la redes neúronales para 

identificación de sistemas lineales. Al realizar la identificación de un sistema 

no lineal, la red neuronal obtuvo un sistema aproximado con una margen 

de error bajo, lo que demostró tainbién la eficacia de este método para la 

identificación de sistema ho lineafes. 

• Una de las ventajas que ofrece al usar las redes neuronales ~s que me per-



176 

mite hallar el modelo aproximado de cualquier planta sea liiie_al_o ilo lineal. 

También las redes neuronales necesitan poca o casi :hada de información 

acerca del sistema a modelar. 

• La gran desventaja de las redes neuronales, es que para su entrenamiento 

a través de la algoritmo del BPEA (Back Propagatiort Error Algorithm) se 

consume mucho rectitsos de memoria debido a que la PC debe trajar con 

matrices de dimensiones muy grandes. 

• La eficacia de la Redes Neuronales Recurrentes quedó demostrada en la 

identificación en línea de urt motor DC. Pese a las no linealidades que pre

sentaba el motor la red neutona,Í pudo identificar al sistema con un pequeño 

margen de error. 

• Los Algoritmos Genéticos ofrecen un gran método para la identificación 

cuando no se conoce absolutamente nada acerca de la dinámica del sis

tema. Los AG realizarán una búsqueda sobre todos posibles patrones de 

soluciones hasta llegar a encontrar la solución óptima. Esta búsqueda puede 
! . 

tardar tiempos mayores a los necesitados poi' ei RLS y las Redes Neuronaies, 

pero tendremos siempre la certeza que el AG va ha encontrar la mejor solu

ció~. Para acelerar el tiempo de convegencia del AG se ha introducido el 

Templl:ido Simulado, para qtie este puedá dirigir al AG evitando qtie pierda 

tiempo evaÍtiando a soluciones no factibles. 

• Los AG son buenos métodos estocásticos de búsqueda desoiuciones cttasiópti

mas, pero cuando se encuentra un método heurístico que soluciona tal pro

blema, entonces los AG s.~ tornan lentos y obsoletas, dado que el método 

he,prístico ofrecerá mejoré~ resultados y en menos tiempo. 
1 ~ .1 . 

• L~.: característica esencial. ;de los AGs no se observa directamente, la cual 
·'' .· . . .1 

es 'ra capacidad que tiene ·P.e intercambio estructurado de información en 
' ~~ 

_. ··.~ 
~ .. ·. ,· 

i ' ~ 
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paralelo o lo que se llama paralelo implícito, es decir qtie los AG procesan 

externamente cadenas de códigos, sin embargo, lo que está procesando in

ternamente son similitudes entre cadenas y de manera tal que al procesar 

cada una de las cadenas de Íá población se están procesando a la vez todos 

los patrones de similitud que contienen, qtie son muchos más. Es precisa

mente por esto que los AGs son mucho más eficaces que otros métodos ele 

búsqueda ciega, y por tanto más robustos. 



RECOMENDACIONES PARA TRABAJOS FUTUROS 

Con la presente tesis ha quedado abierta la línea de investigación del nio

delamiento de sistemas dinámicos a través de la expanción polinomial del modelo 

NARMAX. De acuerdo a los diferentes puntos presentados durante el desarrollo 

de la presente tesis y los expuestos en las conclusiones podernos dat las siguientes 

recomendaciones: 

\' 

• implementar el algoritmo de identificación usando Algoritmos Genéticos y 

estudiar los resultados qtie se obtendrían. Se recomienda implementar el al

goritmo en un DSP qUe es un dispositivo que me. permite una fácil manejo 

de operaciones de punto flotante y posee una frecuencia de reloj que me 

permitiría trabajar fácilemente con las operaciones que demandan el AG y 

interactuar al inismo tiempo coh la PC. 

•. Adicionar un filtro a hi saiida ¡del encoder del motor DC, el cual tne per

mitirá filtrar los dátos del ericoder y así obtener tiná secuencia de datos 

Uniformemente distribuídos. 

• Implementar un módulo para que se pueda realizar algún tipo de control, 

ya sea clásico, predictivo, adaptativo,etc., para comprobar la eficienciá del 

modelo hallado en línea. 

• Implementar módulos para que se pueda tomar datos de of.ros sistemas o 

procesos tales como ia lectura del nivel de un tanque, lectura de la tempe

ratura de un horno, entre otros, para poder hallar así el modelo aproximado 

de esos sistemas y realizar posteriormente el control respectivo. 
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• Las últimas versiones del Matlab vienen con librerías que me permiten in

teractuar los programas qtie se hacen en este lenguaje con el Visuai Basic. 

Entonces queda como punto para investigar más acerca de este teina, ya 

qtie los aigorit:tnos de identificación soh muchos más fáciles de progtarnas 

en Matlab que en Visual Basic. Esto hos facilitaría la implementación de 

tirt gran número de algoritmos para su posterior análisis. 



APÉNDICE A 
PROGRAMAS EN MÁTLAB 

Listado de Programás 

Debido a que ios progtathas realizados en Matlab son demasiados extensos 

para incluirlos en este apéndice, se ha optado por colocarlos en el CD que se ad

junta a la presente tesis. A continuación se muestra uha tabla en la que se detalla 

el nombre del programa, su ubicación dentro del CD y una breve descripción de 

lo que realiza el programa. 

\ \ M atlab \ Aproximadm·es \ AES_1.hi Realiza el 
; análisis 

estadístico de 
sensibilidades para 
tina estructura 

' lineal. 
\\ Matlab \.Aproximado7·es \ AES_2.írt .R.ealiza el 

análisis 
estadístico ele 
sensibilidades para 

i una estructura 
no lineal. 

\\ Matlab \Identificación\ RLS \ lqs_mejorado_y.m Realiza la 
identificación de 
sistemas utilizando 
el algoritmo de 
RLS para 
una planta lineal. 

\ \ M atlab \Identificación\ RLS \ lqs_mejorado_V ....no.in Realiza la 
identificación de 
sistemas utilizando 
el algoritmo de 
RLS para 
una planta 
no lineal. 
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\\ Matlab \ Ident.ificación \ RN \ bpea_V.m Realiza la 
identificación de 
sistemas utilizando 
ttN (algoritmo BPEA) 
una planta lineal. 

\ \ M atlab \Identificación \ RN \ bpea_ V.ni Realiza la 
identificadóh de 
sistemas utilizando 
RN (algoritmo BPEA) 
una planta no lineal. 

\ \ Matlab \Identificación\ GA \ p1antillagertN.m Realiza la 
demostración del 

: 
funcionamiento de 
un AG simple 

\ \ Matlab \Identificación\ GA \ GA_Iineal.m Realiza la 
identlncadón de 
sistemas utilizando 
AG para tina 
planta lineaL 

\\M atlab \Identificación\ GA \ GA_no_lineal.tn Realiza la 
. identificación de 
sistemas utiíizando 
AG para tina 
planta no lineal. 

\\ Mátlab \Identificación\ GA \ SAGAJineal.m Realiza la 
' identificación de 
' i sistemaS utilizando 

SA-GA para una 
planta lineal. 

\\ Matlab \Identificación\ GA \ SAGA_no_lineal.m Realiza la 
identificación de 
sistemas utilizando 
SA-GA para uria 
planta no lineaL 

Rutinas Utilizadas por el Algoritmo Genético 

\\M atlab \Identificación\ GA \Rutinas\ binatiol.m Convierte un número 
decimal a binario. 

\ \M atlab \Identificación\ GA \Rutinas\ decimrul.m Convierte un húmero 
bi.na.ti.o a decimal. 

\ \ Matlab \Identificación\ GA \Rutinas\ bin2gray.m Convierte un hÚmero 
binario a gray. 

\ \ lvf atlab \ Identificación \ G A \ Rutinas \ gray2bin.:tn Convierte un número 
gray a binario. 



APÉNDiCE B 
PROGRAMAS CON LA INTERFASE GRÁFlCA GtJí 
DE MATLAB 

' 
En este apéndice se múestra una serie de programas implementados con 

la Il~tertace Gráfica del Matlab (GUi). La creación de una Interfase Gráfica al 

Usuario basada en MATtAB (GtJI), no importando qué tan grande o pequea, 

es única, con cierta personalidad para ayudar á un u.•mario específico a realizar 

una tareá específica. A io que está. enfocada este apéndice es moldear todos éstos 

aspectos, sabiendo de antemalio que eÍ usUario específico es cuaiqtiier persona 

interesada en e1 estudio del modelamientO de sistemas dinámicos a través de los 

métodos expuestos en la tesis, qtie cUehte con uila iloción previa de Ía ínateria, 

para. reafirmar s~ conocimientos y desarroliat capacidades por medio de la repeti

da práctica sobre ei AMBIENTE GUI INTERACTIVO creado en MÁTLAB, el 

úsuario específico púede o :ho haber previamente tenido contacto coh ei programa 

MATLAB, pues más qUe llegar a desar1ollar algún código en ése lenguaje traba-
. ' . 

jará directamente con uil ambiente diseado de tal manera que no se le dificulte 

su utilización debido a que está compuesto por elementos obvios al manejo y 

sencillos de maniobrar. 

Menú Principal 

Si ejecutamos en la línea de comandos del Matlab, menu, se mostrará una 

Interfaz gráfica en la cual se puede ver una serie de botones (ver figtit_a ;13.1, que 

indican Íos diferentes métodos utilizados para la identificación de sistemas. Al 

ejecutar cualquiera de ios botones estos llamarán mttomáticamente a la interfaz 

que le corresponde. También podemos observar un botón de Ayúda el cual me da 

una idea de como se ejecuta el programa y un botón de Créditos y Valores en el 

cual se muestran los créditos y agradecimientos a las t)ersonas que colaboraron 

en la creación de estas interfaces. 
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1' 

Figura B.~: Menú ptindpal d~i GtJí de identificación de sistemas. 

Identificación de Sistemas Utilizando Mínimos Cuadrados Rectirslvos 

en ei Modeio A:RMÁ:X 
' 1 

' 1 

Mediante estl:t interface, el usuario ¡)odrá modelar stis sistehui dináínttb 

util1za:q.do ei método de lo mínimos cuadrados recursivo. El usuario puede selec

cionar entre tres modelos existentes (Modelo de Un Motor be, Modeio Liheál 
1 

de Segundo Ordert y tin Modelo No Lineal) (ver figura :13.2 Letra D). Ltiego que 

el UsUario ha selecciondo el modelo con ei qtie desea trabajar, deberá seleccionar 

entre las diferéntes entradas qUe se ofrecen para entrenar el RLS (vet figUra 13.2 

Letra E). 

Un vez realizado los dos pasos anteriores, tiene la. opción de vatiar los 

par'metros del RLS de acuerdo a sti criterio o conveniencia (ver figura :13.2 Letra 

F) para el posterior entrenamiento del RLS (ver figura :i3.2 Letra G). Una vez 

qtie ya hemos. ejecutado el entrenamiento del RLS podemos it viendo como se 

va adaptando la cUrva aproximada a la curva teal (ver figUra B.2 Letra B) y 

como van variando los coeficientes del modelo ÁRMAX (ver figura B.2 Letra i), 
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también podemos ver la evolticiórt del error a io largo de ia simulación (ver figtira 

13.2 Letra C). 

Finalmente, tiha vez que ya terminó Ía simulación, el usUario deber proceder 

a validar ei modelo haiiaclo por el RLS sometiendo a diferentes tipos ele entrada 

(ver figura B.2 Letra H) y podrá apreciar sus caractersticas eri los gráficos ele ia 

simulación. 

Figura B.2: Interface gráfica pata la iclentificadón de sistemas l.itillzanclo el méto
do de los Mínimos Cuadrados recursivo, (modelo ARMAX). 

• A Título ele ia interfaz gráfica. 

• B Espacio gráfico donde se realiza ei entrenamiento del algoritmo ele iden

tificación y su respectiva validación. 

• C Espacio gráfico donde se ptiede preciar la evolüción dei error a lp largo 

cleÍ tiempo. 

• D Me permite seleccionar entre t~·es diferentes ~odelos. 
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• E Me permite seleccionar entre diferentes tipos de entrada para el entre

namiento del algoritmo de identificación. 

il F Muestra los parámetros de trabajo del RLS, el cual puede ser cambiado 

por el usuario según su criterio. 

• G. Botones que me permiten el inicio del eiltrenamiento del algoritmo de 

: identificación y la detención del mismo. 

• ii Esta parte ine permite seleccionar entre diferentes tipos ele entrada para 

la validación del sistema, y su correspondiente simulación. 

• J Me muestra como van evolucionando los coeficientes del polinomio AR

' :rvi:Ax que .va encontrando el RLS, así como también la evolución del error 

cuadrático medio. 

1 

identificación de sistemas utilizando Redes Neurortaies recUrrentes (al-

goritmo BPEÁ) en el modelo NARMAX 

Mediante este interface, el usúario podrá modolear sus sistema dinámico ; 

utilizando Una. red neúronal recursiva que es entrenada mediante el algoritmo 

BPEA. El usuario puede seleccion.ar entre tres modelos existentes (Modelo de Un 
Motor DC, Modelo Lineal de Segúnclo Orden y un Modelo No Lineal) (ver figura 

B.3 Letra b). Lúego que el usuario ha seieccionclo el modelo con el que desea 

trabajar, deberá seleccionar entre las diferentes entradas que se ofrecen para en

trenar la red neuronal (ver figura B.3 Letra E). 

Urt vez realizado los dos pasos anteriores, tiene la opción de variar los 

parmettos de la red neuronal recursiva de acuerdo a su criterio o conveniencia 

(vet figUra R3 Letra F) para el posterior entrenamiento de la red heurohal (ver 

figura B.3 Letra G). Una vez qúe ya hemos ejecutado el entrenamiento de 1a 
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red neuronal (eh este punto cabe destacar la importancia de esta interface que 

me permite ver el modelo hallado por la red heuronai entrenado mediante difer

entes tipos de entrada, ya que cada entrada ofrece un entrenamiento distinto a 

las demás, variando su presición) podemos ir viendo como se va adaptando la 

curva aproximada a la cUrva reai (ver figura B.3 Letra B) y como vah variando 

Íos coeficientes del riwdelo NARMAx (ver figUra 13.3 Letra i), también podemos 

ver ia evo1ución dei error a lo largo de la simulación (ver figli.ta B.3 tetra C). 

FihaÍmente, tina vez qtie ya terminó ia simulaCión, el usuario deber proceder 
1 ' 

a validar el modelo NARMAx hailado por la red neuronal recursiva soinetien-

do a diferentes tipos de entrada (ver figura :8.3 tetra H) y podrá apreciar sus 

caracterstica.s en los gráficos de la simulación. 

Hay que tehet presente qüe el tiempo de la simulación del ésta interface es 

irtáyot a la del :Rts, debido a que 1a red netirortai trabaja con una mayor cantidad 

de triahices. 

' . ~ . 

Figtira B.3: Interface gráfica para la identificación de sistemas utilizando Redes 
Neuronales recurrentes (modelo NARMAX). 

• A Título de la interfaz gráfica. 
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• B Espacio gráfico dortcie se realiza el entrenamiento del algoritmo de iden

tificación y stl respectiva vaiidación. 

ii C Espacio gráfico donde se puede apreciar la evolución del error a io largo 

del tiempo. 

• :P Me permite seleccionat entre tres diferentes modelos. 

i E Me permite seleccionar entre diferentes tipos de entrada para ei entre

namiento del algoritmo de identificación. 

• F Muestra los parámetros de trabajo de la red neuronal recursiva, ei cual 

puede ser cambiado por el usuado según su criterio. 

• G Botones que me permiten ei inicio del entrenamiento del algoribno de 

identificación y la detención del inibmo. 
1 
' 

• H Esta parte ine permite seleccionar entre diferentes tipos de entrada para 

la validaGión del sistema, y su correspondiente simulación. 

• j Me muestra como van evolucionando los coeficientes del polihotnio NAR
MAX que va encontrando la red neUronal recursiva, así como también ia 

evolución dei ertor cuadrático inedio. 

Identificación de sistemas utiiizahdo algoritmos genéticos en el modelo 

NARMAX 

Mediante este interface, el usuario podrá modolear sus sistei±1a. dinámico 

utilizando el codiciado algoritmo gertéÜco que evoluciona a lo largo de un número 
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de generaciones que ei usuario puede colocar. Ei usuario puede seleccionar entre 

tres modelos existentes (Modelo de Un Motor DC, Modelo Lineal de Segundo 

Orden y un Modelo No Lineal) (ver figüra B.4 Letra D). Luego que ei Usuario 

ha selecciondo ~l modelo coh el qtie desea trabajar, deberá seleccionar entre Ías 

diferentes entradas qtie se ofrecen para lograr la evolución del aÍgoritmo genético 

(ver figura B.4 Letra E). 

Un vez realizado los dos pasos anteriores, tiene la opCión de variar los 

parmettos del algoritmo genético (ver figura B.4 Letra F) para la posterior evolu

ción d~ este (ver figUra B.3 Letra G). Una vez que ya se ha reaiizado la evolución 

de los parámtros dei poÍinomio NARMAX podemos ir viendo como se va adap

tando la ctil'Va aproximada a la curva real (ver figura B.4 Letra B) y como van 

variando ios coefiCientes del modelo NARMAX (ver figura B.4 Letra J), también 

podemos ver la evolución del error a lo largo de la simulación (ver figUra :8.4 

Letra C). 

Finalmente, Una vez qüe ya terminó la simulación, el usuario deber pro

ceder a validar el modeio NARMAX hallado por el algoritmo g~nébco sometien

do a diferentes tipos de entrada (vet figura B.4 Letra Ii) y podrá apteciar sus 
1 

caractersticas en los gráficos de la simüla~ión. 

Háy que tener presente que ei tiempo de la simulación del esta interface es 

mücho inayor a la del RLS y a la de la red neuronal, debido a que el algoritmo 

genético ocupa una irtayor cantidad de recursos de memoria que en los dos casos 

anteriores. 

Ir A Títuio de Ía interfaz gráfica. 

íi i3 Espacio gráfico donde se realiza el entrenamiento del algótlbno de iden

tificación y su respectiva validación. 

• C Espacio gráfico donde se puede apreciar la evolución del error a lo iargo 
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•! 

FigÜra :8.4: interface gráfica pata la 1dentificaciórt de sisteirta.S utilizatidó aigorit-
mos genéticos (Modelo NARMAX). . 

del tiempo. 

• D Me permite seleccionar entre tres diferentes modelos. 

• E Me permite seieccionar entre diferentes tipos de ent'rada pata el entre

namiento del algoritmo de identificación. 

• F Muestra los parámetros de trabajo dei algotitino genético, el ctiaÍ puede_·· 

set cambiado pot el Usuario según su criterio. 

• G Botones que ine permiten el inicio del enhenainiento deÍ algoritmo de 

identificación y fa detención del mismo. 

• Ii Esta parte ine permite seieccionar entre difereiltes tipos de ~ntradá para 

la validación del sistema, y sú correspondiente simulación. 

• j Me muestra coino van evoiuciohando los coeficientes dei polinomio NÁR

MAX del AG, así como también la evolución del error cuadrát1co medio. 



APENbtCE e 
Ci:RCtii1'bs iMPRESOS 

Circtii~o impreso de lá etapa de sensado 
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' 

Figura C.1: Circuito impreso de la etapa de sertsado. 

'' ' 
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ditcriito impreso de· la . etapa de acondicionamiento de la señai del 
PWM proveniente de la :Pe 

Figura C.2: Circtiito ifupteso de ia etapa de acoildiciohartlÍehto de la senai del 
PWM ptdveniehte de la :í?C. · · 

circüit.ó impresd de ia etapa de potencia 

Figura C.3: dittüito impreso de la etapa de arhp1iflcáciÓn de p~tehda. 

'•¡• 



APÉNDICE D 

CARACTERÍSTiCAS FÍSICAS Y ELÉCTRiCAS DEL 
MOTORDC 

' 
Car~cterísticas físicas y eléctricas del motor DC 

El motor DC1 es un dispositivo electromotriz, esto quiere decir que con

vierte la energía eléctrica en energía motriz. Todos Íos motores dispoheh de ün 

eje de salida pata acoplar ún engranaje, polea o mecanismo capaz de transmitir 

el movimiento creado por el motor. 

Las características físicas y eléctricas del motor que se utilizar para la iden

tificación en línea son mostradas en la figura D.l. El motor marca BtJ:EHt:E.R, 
modelo DC PM Motor 1.13.044 tiene acoplado un encodei' óptico eri ia parte 

opuesta al eje. La resolución de este encoder es de 504ppr 2
• 

1 be Direct Current 
2ppr puisos por revohición 

e \ 
\ 
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-~Et+--··------- ~-

~ 

Figura D.l: Características físicas motor BUEHLER DC PM l.i3.044. 
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Figura D.2: Catadetísticas eléctricas motor BUEHLER DC PM 1.13.044. 
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APÉNDICE E 

CARACTERÍSTICAS FÍSICAS Y ELÉCTRICAS DEL 
ENCODER 

CéJ!acterísticas físicas y eléctricas del encoder acoplado al iliotor BUEHLER 

OC t'M.Mótór 1.13.044. g!!~ 
;/~~.h)~,~(~~.~;~J .. ;., .... ,, •'\ \; 
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Figura E.l: Características físicas y eléctricas del encoder acoplado al motor 
BUEHLER. 
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