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Resumen

El siguiente trabajo de investigacion tiene como foco el crear un sistema de prediccion de
fallas de motor de camién minero basado en algoritmos de aprendizaje. Su importancia
radica en que la falla imprevista de un motor tiene un alto impacto operacional y econémico
en la mina, por lo que es necesario implementar un modelo predictivo capaz de poder
anticipar esas fallas. Para lograrlo, se realizé un analisis de las principales fuentes de
informacién presentes en la mina y se escogieron dos principales: el analisis de aceite de
motor, que permite detectar particulas contaminantes en el motor, y el controlador VIMS
que recolecta diferentes contadores del estado del camidon. Uniendo esta base de datos, se
realizé un preprocesamiento de datos, se separé la muestra de datos a utilizar y se realizé
un resumen estadistico. Luego, se procedid con la estandarizacion de datos y luego se
separo la muestra de datos en dos conjuntos, uno de entrenamiento y otro de validacion.
Para los datos de entrenamiento se evaluaron algoritmos lineales y no lineales, asi como
algoritmos ensamblados con la finalidad de encontrar el que muestre un mejor desempeno

y utilizarlo en los datos de validacién.

El resultado esperado es la creacion de un sistema capaz de predecir fallas en los motores
de camiones mineros con una precision mayor que la realizada actualmente a través de
estadisticas. Esto seria una alternativa que contribuira a mejorar la disponibilidad de los

camiones mineros y reducir los costos de mantenimiento.

Palabras clave — algoritmo de aprendizaje, camiones mineros, estandarizacion,

mantenimiento predictivo, mineria, motor de combustion.



Abstract

This research project aims to develop a prediction system for mining truck engine failures
based on learning algorithms. Given the high criticality of engines in mining operations and
their economic impact, the goal is to optimize equipment availability by implementing a
predictive model that can anticipate failures and reduce the costs associated with

unscheduled maintenance.

To achieve this, an analysis was conducted on the main information sources available at the
mine, and two key ones were selected: the oil analysis, which detects contaminant particles
in the engine, and the VIMS controller, which collects various pressure, temperature, and
truck status data. These datasets were merged, and a data preprocessing phase was
carried out. The data sample was then split, and a statistical summary was performed. Next,
the data was standardized to better apply the proposed algorithms. Additionally, the dataset
was divided into two subsets: one for training and another for validation. For the training
data, both linear and nonlinear algorithms, as well as ensemble algorithms, were evaluated

to identify the one with the best performance for use on the validation set.

The expected outcome is the development of a system capable of predicting failures in
mining truck engines with greater accuracy than current statistical methods. This would offer
an alternative that helps improve truck availability, reduce maintenance costs, and thereby

increase the operational efficiency of mining operations.

Keywords — learning algorithm, mining trucks, standardization, predictive maintenance,

mining, combustion engine.
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Introduccion

El presente trabajo de suficiencia profesional tiene como objetivo poder predecir con
cierto grado de exactitud la falla del motor de camiones mineros a través del uso del
aprendizaje supervisado basados en algoritmos lineales, no lineales y ensamblados. Este

trabajo abarca los siguientes capitulos:

En el Capitulo I, se presentan las generalidades del estudio y los conceptos
fundamentales. Se describe la identificacion del problema, asi como el objetivo general y
los objetivos especificos, que serviran como guia durante el desarrollo del trabajo.
Asimismo, se formulan la hipétesis general y las hipotesis especificas, junto con la
operacionalizacién de variables dependientes e independientes, incluyendo sus respectivos
indicadores. También, se describe la metodologia explicando el tipo, disefio y técnicas de
e instrumentos para la investigacion. Finalmente se mostrara el paso a paso del analisis y

procesamiento de los datos.

En el Capitulo Il, se ilustra el marco teérico y conceptual, en el marco tedrico muestra
los principales conceptos necesarios para comprender el trabajo, tales como, la definicion
del aprendizaje supervisado y los distintos tipos de algoritmos que comprende. Ademas, se
revisaran definiciones de transformacion de datos y seleccion de variables. Por otro lado,
en el marco conceptual se especificara los principios de la gestién de mantenimiento de
maquinaria pesada, asi como, el analisis de aceite y sistemas de informacién vital del motor

de camion minero CAT 797F.

En el Capitulo lll, se sustenta la elaboracion del trabajo de investigacion.
Inicialmente, se explican las fuentes de donde se han adquirido los datos para el trabajo,
los cuales son: el andlisis de aceite de motor a través del sistema SOS y la descarga de

datos del controlador VIMS. De esos datos, se toma una muestra la cual es procesada a
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través del uso de librerias en el software Python. Esta muestra es evaluada utilizando
diversos algoritmos (lineales, no lineales y ensamblados) con el fin de predecir, a través del
aprendizaje supervisado, posibles fallas en los motores. Para ello, los datos se dividen en
dos conjuntos: uno de entrenamiento y otro de validacion. Finalmente, se compara el
rendimiento de cada algoritmo y se selecciona el de mejor desempefio para su aplicacion

en el conjunto de validacion.

El Capitulo IV expone los resultados obtenidos con el algoritmo que mostré mejor
rendimiento en el conjunto de validacion. Ademas, se valida la comprobacion de las
hipétesis planteadas y una discusion de los resultados encontrado. Para cerrar, se
presentan las conclusiones, recomendaciones, referencias bibliograficas y anexos del

trabajo de suficiencia profesional.
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Capitulo I. Parte introductoria del trabajo

1.1 Generalidades

Carvalho, Pereira y Cardoso (2019), en su trabajo de investigacion sobre la
aplicabilidad de sistemas automaticos realiza una vision exhaustiva sobre los principales
métodos y métricas. Esta investigacién se enmarca en la creciente preocupacion por el
uso de modelos predictivos altamente precisos pero opacos, conocidos como modelos caja
negra, los cuales dificultan la comprension de sus decisiones tanto por parte de usuarios
técnicos como no técnicos. Carvalho et al. (2019), proponen una clasificacion de los
enfoques de interpretabilidad que permite comprender las diversas formas en que se
pueden explicar los modelos, segun el momento en que se aplican (antes, durante o
después del entrenamiento del modelo), el tipo de informacion generada (explicaciones
globales o locales), y su nivel de dependencia del modelo base (agnésticos o especificos).
Esta clasificacion proporciona un marco robusto en la forma de interpretacion de los
modelos, ademas su correcto uso dependiendo el tipo de problema, el publico objetivo y
su aplicacion. También, esta investigacion revisa la aplicacion de machine learning en
contextos industriales donde no solo se busca una buena precision sino ser un apoyo para
justificar decisiones del proceso. Finalmente, refuerza la pertinencia de investigar
metodologias que permitan integrar transparencia algoritmica en procesos industriales

automatizados.

Yeh, Lin, Lin, Yu y Chen (2019) desarrollaron un modelo de prediccion de
mantenimiento prolongado en turbinas edlicas utilizando técnicas de machine learning,
especificamente una red hibrida basada en redes neuronales convolucionales (CNN) y
maquinas de soporte vectorial (SVM). Su investigacion, se baseo en recopilar la data a
través de sensores de 31 turbinas durante 941 dias, con esto logré identificar variables
importantes como la velocidad del viento y su potencia generada, la temperatura del aceite

en los rodamientos y la cantidad de eventos criticos reportados. Después de un analisis y



seleccién de datos, el modelo propuesto alcanzo una precision mayor al 70% en el periodo
de mantenimiento de largo ciclo, lo que ayudara a mejorar la planificacién de paradas
programadas y reducir costos operativos. Este trabajo es excelente como base para la
presente investigacion, ya que su modelo se orienta a aumentar la disponibilidad de
equipos a través de la prediccion de fallas, con la finalidad de mejorar la eficiencia en
operaciones mineras. La metodologia aplicada por Yeh et al. (2019), brinda un ejemplo de
aprendizaje automaticoen contextos industriales complejos, y que la identificacion

temprana de fallas permite tomar mejores decisiones en el mantenimiento.

Figura 1

La arquitectura de la prediccion del tiempo de mantenimiento de ciclo largo (Yeh, 2019)
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Wei, Zhao, He y He (2018), proponen un modelo de confiabilidad para sistemas
mecanicos degradables en ambientes industriales, integrando un enfoque de
mantenimiento basado en condicion (condition-based maintenance, CBM) que considera
efectos de impactos externos categorizados por zonas. En este modelo, el sistema es
tratado como una entidad con dos estados (normal y debilitado) cuya transicion esta
determinada por un proceso de degradacion estocastico (proceso de Wiener en dos fases)
y por la exposicion a eventos de choque (shocks) con distintos niveles de severidad. Estos
choques son clasificados en zonas de seguridad, dafio parcial, dafio critico y fallas

catastroficas, dependiendo de su magnitud y del estado actual del sistema. EI modelo



incorpora estrategias de mantenimiento que consideran reparaciones imperfectas,
reemplazos preventivos y correctivos, optimizadas con base en la minimizacién del costo
promedio a largo plazo. A través de simulaciones numéricas, los autores demuestran cémo
esta metodologia puede mejorar la disponibilidad y confiabilidad de equipos industriales
sujetos a entornos altamente dindmicos, como micro-motores o sistemas mecanicos en
condiciones de operacion extremas. Este antecedente es particularmente relevante para
el presente trabajo de investigacion, cuyo objetivo es disefiar un sistema predictivo para
anticipar fallas en motores de camiones mineros. Al igual que en el modelo de Wei et al.
(2018), los sistemas mineros operan bajo condiciones extremas que aceleran su deterioro

y los exponen a fallas tanto suaves (por desgaste) como criticas (por eventos repentinos).

Figura 2

Shocks zonificados bajo el sistema de estado binario (Wei, 2018)
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El estudio de Orru y Zoccheddu. (2020), representa un importante antecedente para
el presente trabajo de investigacion. En dicho estudio, los autores desarrollaron un sistema

de mantenimiento predictivo aplicando algoritmos de aprendizaje automatico,



especificamente Multilayer Perceptron (MLP) y Support Vector Machine (SVM), con el
objetivo de anticipar fallas en bombas centrifugas utilizadas en la industria del petréleo y
gas. El enfoque metodolégico empleado es altamente pertinente para el proyecto actual,
ya que también se basa en el analisis de datos operativos obtenidos de sensores
(temperatura, presién y vibracion), el preprocesamiento y la ingenieria de caracteristicas,
asi como en la divisién del conjunto de datos en muestras de entrenamiento y validacion.
En adicion, se muestra técnica para poder balancear las clases, un ejemplo es el algoritmo
SMOTE; asimismo, se presenta el rendimiento de los modelos a través de métricas como
precision, recall y F1-score. Su importancia radica en la viabilidad de usar modelos basado
en machine learning para el mantenimiento predictivo, el cual brinda una base

metodoldgica para el desarrollo del sistema predictivo en la presenta investigacion.

Figura 3

Esquema de entrenamiento y validaciéon de un modelo (Orru,2020)
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El trabajo de Mao (2016), es un significativo antecedente para la investigacion

actual. En su trabajo, se propone un enfoque basado en algoritmos de machine learning
de tipo extremo en linea (OS-ELM), para diagnosticar fallas en rodamientos en el sector
industrial. La base de datos trabajada era altamente desbalanceada y de forma secuencial,
lo cual es comun en ambientes industriales. El procedimiento utilizado combina técnicas
de pre-procesamiento de datos, tales como la extraccidon de caracteristicas a partir de
sefiales de vibracion mediante EMD y WPT, también se aplico algoritmos de balance como
SMOTE y una arquitectura secuencial que actualiza dinamicamente el modelo predictivo.
Esto guarda una relacion con el presente trabajo, debido a que también realiza prediccion
de fallas en componentes mecanicos, mediante el analisis de datos electrénicos como los
sensores y se aplica machine learning. Finalmente el uso del enfoque OS-ELM vy la

4



estratégica de granulacién de datos brinda un soporte metodoldgico importante, ademas,
la atencion en el desbalanceo de clases refuerza la relevancia de tener métricas mas

sensibles para la clase minoritaria.

Figura 4

Diagrama de flujo total del método de diagndstico propuesto (Mao, 2016)
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El estudio desarrollado por Li, Jiang, Li y Xie (2020) propone un sistema de
diagnostico de fallas en frenos de discos mineros utilizando algoritmos de aprendizaje
automatico, incorporando el coeficiente de concordancia de Kendall para mejorar la
precision diagnostica. Este trabajo es relevante porque aborda, al igual que esta tesis, el
desafio de predecir fallas en sistemas complejos de maquinaria minera a partir de datos
de sensores (temperatura, presion, desplazamiento, velocidad de izaje, entre otros).

Ademas, ambos estudios emplean un enfoque de mineria de datos para extraer reglas de



diagnéstico, realizar el procesamiento de grandes volumenes de datos y evaluar modelos
predictivos con fines operativos y de mantenimiento. Entre las contribuciones mas
destacadas del estudio se encuentra la creacion de un modelo dinamico de toma de
decisiones que mejora significativamente la precision diagnéstica frente a métodos
tradicionales, pasando de un 85.4% con el algoritmo original a un 95.85% con la version
optimizada, demostrando su utilidad practica en entornos industriales reales. Esto respalda
la propuesta de esta investigacion sobre el desarrollo de un sistema predictivo para

motores de camiones mineros.

Figura 5

Estructura de un sistema de freno en mineria (Juanli, Shuo, Menghui, & Jiacheng, 2020)

(a) Mine hoist system (b) Brake (c) Hydraulic station

El estudio de Martin-Diaz, Morinigo-Sotelo, Duque-Pérez y Romero-Troncoso
(2020) constituye un antecedente relevante para el presente trabajo, ya que presenta una
evaluacion experimental comparativa de diversas técnicas de aprendizaje automatico
aplicadas al diagnéstico de fallas en motores de induccion, bajo diferentes condiciones
operativas. El objetivo principal fue determinar la robustez y precision de distintos
clasificadores, incluyendo Naive Bayes, k-NN, SVM, MLP, Bagging y AdaBoost, al detectar
fallas incipientes y severas en rotores con alimentacion por distintos tipos de inversores.
Este enfoque resulta estrechamente vinculado con la propuesta de esta tesis, dado que
ambos trabajos se centran en la aplicacién de inteligencia artificial para predecir fallas en

maquinaria rotativa, considerando condiciones reales de operacién como variaciones en la
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carga y el tipo de alimentacion. Este estudio demuestra que métodos como Bagging y
Naive Bayes ofrecen mejores resultados en entornos ruidosos y con datos no vistos
durante el entrenamiento, lo cual refuerza la necesidad de seleccionar modelos robustos y
bien generalizados, como se plantea también en esta investigacion. Ademas, la
metodologia incluye fases de adquisicion de sefales, extraccion de caracteristicas en el
dominio del tiempo y frecuencia, seleccion de variables y validacion mediante métricas
como la curva ROC y el AUC, herramientas que también se emplean en este proyecto para

garantizar la precision del sistema predictivo desarrollado.

Figura 6

Metodologia de diagndstico de falla en motores de induccion (Martin-Diaz, 2020)
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La tesis de Adauto Arana (2021), titulada Aplicacion de la inteligencia artificial en la
deteccién de fallas en los motores eléctricos de corriente continua de iman permanente,
representa un valioso antecedente nacional en el campo del mantenimiento predictivo
mediante inteligencia artificial. ElI autor plantea un analisis comparativo entre métodos
tradicionales y algoritmos basados en machine learning para diagnosticar fallas en
maquinas eléctricas rotativas, evaluando mejoras en la fiabilidad y eficiencia del

procedimiento de ubicacion y reconocimiento de averias.



Este trabajo guarda una relacion directa con el presente proyecto, dado que ambos
comparten la finalidad de optimizar la vida util de componentes electromecanicos criticos,
como los motores, mediante la aplicacién de algoritmos inteligentes. Asimismo, la tesis
emplea indicadores técnicos como el sistema de aislamiento, el analisis de vibraciones
mecanicas y el comportamiento eléctrico del motor para desarrollar modelos predictivos
basados en técnicas como regresion lineal, redes neuronales y arboles de decision, lo cual

es coherente con la metodologia utilizada en el presente estudio.

Ademas, al tratarse de una investigacion aplicada con disefio preexperimental, su
enfoque metodoldgico resulta compatible con el desarrollo de prototipos predictivos en
entornos industriales reales, como el de los camiones mineros, objetivo de esta tesis. La
relevancia de este trabajo radica en su contribucion practica al ambito del mantenimiento

inteligente de maquinaria industrial en el Peru.

Figura 7

Clasificacién de maquinas eléctricas rotativas (ADAUTO ARANA, 2021)
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La tesis de Herrera Zeballos (Herrera Zeballos, 2021) titulada Método de gestion
de mantenimiento centrado en la confiabilidad para mejorar la disponibilidad de los motores

C175-16 en la flota 793F del proyecto minero Constancia — Cusco, constituye un aporte
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fundamental al ambito del mantenimiento predictivo aplicado a flotas mineras. En esta
investigacion se desarrolla e implementa una metodologia basada en el enfoque Reliability-
Centered Maintenance (RCM), con el objetivo de mejorar la disponibilidad operativa de los
motores diésel Caterpillar C175-16, mediante un analisis sistematico de criticidad, modos
de falla y efectos asociados. El estudio guarda una relacién directa con el presente
proyecto, ya que ambos buscan optimizar el mantenimiento de componentes criticos de
camiones mineros utilizando herramientas de analisis estructurado y datos operacionales.
Herrera plantea una evaluacion completa del contexto operativo, aplicando herramientas
como el Andlisis de Modos y Efectos de Falla (AMEF), la jerarquizacion de sistemas segun
Pareto y el uso de hojas de decisién RCM, todo con el propdsito de establecer un plan de
mantenimiento preventivo y predictivo eficiente. Este antecedente es particularmente
relevante porque valida el impacto positivo de aplicar metodologias de mantenimiento
basadas en la confiabilidad, mostrando resultados medibles en indicadores clave como

disponibilidad, tiempo medio entre fallas (MTBF) y eficiencia de mantenimiento.

Figura 8

Camion Caterpillar 793D (Herrera Zeballos, 2021)




1.2 Identificacion y Descripcion del problema de investigacion

La productividad de una mina depende significativamente de la planificacion de la
produccion, la cual consiste en perforacién, voladura, carga y transporte (Choi, Hoang,
Xuan-Nam, & Trung Nguyen, 2020). Particularmente, es indispensable poder mantener
operativo los equipos de transporte, principalmente camiones, ya que representan mas de
30% del total de costo de produccion. (Alarie & Gamache, 2002). Por lo que asegurar el
correcto desempefio de la flota de acarreo(transporte) podria representar un significante
ahorro para la compafiia minera. Por esta razén, las compafiias mineras realizan grandes
esfuerzos para mantener un alto nivel de disponibilidad en sus equipos. Para ello, se aplica
una estrategia de mantenimiento preventivo, la cual se basa en un monitoreo de
condiciones donde se recopila y evalua el estado del equipo en tiempo real y con esta
informacion tomar decisiones de mantenimiento y programa actividades de mantenimiento.

(Alaswad & Xlang, 2017).

Figura 9

Estrategias de Mantenimiento basicas (Alaswad & Xlang,2017)

Owerall
maintenance strategy
|
[ |

Preventive maintenance Corrective maintenance
l J
| A
Predictive Preventive
mainlenance maintenance | Run-to-failure |
(CBM) (scheduled)

Ademas, debido a investigaciones realizada se sabe que la causa mas frecuente
de parada no programada de un camion minero es debido a una falla en el funcionamiento
del motor, esto genera que él equipo se encuentre inactivo, retrasen la produccion de la
mina y genera grandes pérdidas econdmicas (Reddy Alla, Hall, & Apel, 2019). Por ende,
el area de monitoreo de condiciones dentro de las empresas mineras trabaja tomando
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algunos parametros criticos como temperatura del aceite de motor, presién, velocidad de

rotacion (RPM) y temperatura de salida de combustion para poder monitorear el estado del

motor.

Figura 10

Principales fuentes de paradas en camiones (Reddy Alla, Hall, & Apel, 2019)
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En el caso de la actualidad de camiones CAT trabajando, se puede observar que,
durante el 2024 la principal causa de paradas no programadas en los camiones mineros

CAT 797F High Altitud presentes en la mina Las Bambas y Toromocho fue el sistema del

motor.

Figura 11

Indisponibilidad de la flota 797F
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Ademas, los actuales sistemas de predictibilidad basados en monitoreo de
condiciones y analisis estadisticos han arrojado los sistemas estadisticos muestran que
durante el 2024 |a predictibilidad de falla de motor fue de 45.4% y para el 2025 se encuentra

en 33.3%.

Figura 12

Actual sistema de detectabilidad de falla de motores
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Nota: Ferreyros S.A.
1.3 Formulacién del Problema
1.3.1 Problema Principal

¢,Como mejorar la disponibilidad de un equipo de acarreo de gran mineria, a través
de la predictibilidad de falla del motor, con un adecuado disefio metodoldgico y con mejor

performance?
1.3.2 Problema Especificos:
e ;Como realizar un procesamiento adecuado de los datos a trabajar?

e ;Qué algoritmos trabajaran con una mejor performance en la predictibilidad de

fallas de motores de camiones mineros?
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o ;lLaprediccion de fallas de motores a través de machine learning es una alternativa
viable para ser usada en el mantenimiento predictivo de motores de camiones

mineros?

1.3.3 Justificacion e Importancia:

Esta investigacion se justifica al abordar la necesidad imperiosa de elevar la
disponibilidad operativa de los equipos de acarreo en la gran mineria, especificamente los
camiones. La interrupcion imprevista del motor de estos activos se traduce en graves
perjuicios financieros, derivados de la paralizacion productiva, los elevados costos de
reparaciones de emergencia y los riesgos de seguridad operacional. Los esquemas de
gestion de mantenimiento tradicionales basados en correctivos o preventivo por intervalos
demuestran ser insuficientes. La solucidn propuesta, basada en la prediccion de fallas del
motor mediante Aprendizaje Automatico, ofrece una via avanzada para migrar hacia un

mantenimiento predictivo mas eficaz y con un rendimiento superior.

1.4 Objetivos:

1.4.1 Objetivo Principal:

Disefiar de un sistema de prediccion de falla de motor de un equipo de acarreo de

gran mineria basado en algoritmos de aprendizaje supervisado.

1.4.2 Objetivos Secundarios:

e Realizar un preprocesamiento de los datos obtenidos en un adecuado disefio
metodoldégico.

e Validar que tipos de algoritmos de aprendizaje supervisado trabajan con una mejor
performance en la base de datos disponible y validar el tiempo de ejecucion de

estos.
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e Mostrar que la prediccion de falla de motores a través de machine learning es una

adecuada forma mejorar el mantenimiento predictivo.

1.5 Hipétesis y operacionalizacién de variables

1.5.1 Hipétesis General:

El uso de algoritmos de aprendizaje para la prediccién de fallas de motor ayudara

a mejorar la predictibilidad de falla de un equipo de acarreo de gran mineria.

1.5.2 Hipétesis Especificas:

¢ Un adecuado preprocesamiento de los datos, que incluya limpieza, normalizacion
y seleccion de variables relevantes, mejora significativamente la precision de los
modelos de prediccion de fallas de motores en equipo de acarreo de gran mineria.

e Entre los algoritmos de aprendizaje supervisado aplicados a la base de datos
disponible, aquellos de tipo ensamblado presentan una mejor performance
predictiva y una relacion mas eficiente entre precisiéon y tiempo de ejecucion, en
comparacion con algoritmos lineales y no lineales.

e El uso de modelos de aprendizaje automatico supervisado permite estimar con
mayor precision el porcentaje de fallas de motores de camiones mineros en un
horizonte de tiempo determinado, en comparaciéon con los métodos estadisticos

tradicionales

1.6 Operacionalizacion de variables

La tabla 1 contiene la operacionalizacion de la variable independiente, la
arquitectura de recoleccion de datos, mientras que la tabla 2 presenta la operacionalizacion

de la variable dependiente, el estado de salud del motor.
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Tabla 1

Operacionalizacién de variable independiente

VARIABLE

INDEPENDIENTE

DEFINICION
CONCEPTUAL

DEFINICION
OPERACIONAL

INDICADORES

basado
Learning

en

Rendimiento del modelo
de pronodstico de falla
Machine

El rendimiento de un
algoritmo es la
cantidad de lineas,
tiempo de ejecucion y
uso de memoria que
necesita para llegar
una respuesta
correcta. Mientras
menor sea la
cantidad, tendra mas
rendimiento

El Tiempo de
entrenamiento es la
cantidad de tiempo de
ejecucion para analizar
la data

El tiempo de prediccion
es la cantidad de
tiempo que se necesita
para que el algoritmo
muestre una prediccion
con la data de
validacion

Tiempo de

Entrenamiento

Tiempo de Prediccion

Nota: elaboracién propia

Tabla 2

Operacionalizacion de variable dependiente

VARIABLE
DEPENDIENTE

Precision del
algoritmo de
prediccion de fallas

DEFINICION
CONCEPTUAL

Es el modelo de
aprendizaje
supervisado, el cual
contiene algoritmos
que, alimentados por
informacién de
monitoreo, podra
analizar el estado del
motor y proyectar
una futura falla una
respuesta correcta.

Mientras menor sea
la cantidad, tendra
mas rendimiento.

DEFINICION
OPERACIONAL

Sistema programado
para prediccion de
falla

INDICADORES

Desviacién estandar
del algoritmo

Porcentaje de
accuracy del
algoritmo.

del algoritmo

Tiempo de ejecucion

Es el periodo de
tiempo que tarda un
algoritmo en

completar su tarea,
desde el inicio hasta
el final de su
ejecucion

Tiempo de ejecucion
del sistema de
prediccion

Tiempo de ejecucion

Nota: elaboracion propia
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1.7 Metodologia de la investigacion

1.7.1 Unidad de analisis

En esta investigacion se utilizara como unidad de analisis, los camiones mineros

797F de la marca CAT con la configuracion High Altitud.

Figura 13

Camién minero CAT 797F (Adaptado de CAT,2025)

1.7.2 Tipo de investigacion

Segun Jose Gonzales en su libro Disefio y Metodologia de investigacion (Gonzales,
2021) Desde el punto de vista del tipo de variables, el trabajo de investigaciéon las

siguientes caracteristicas:

e Tiene un enfoque cuantitativo, debido a que tiene como caracteristicas
epistemoldgicas ser objetiva, excluyente, inductiva, con finalidad de exploracion,
orientada al resultado, centrada en diferencias, perspectiva desde afuera y con

antecedente especifico.

¢ El nivel de investigacion es predictiva, debido a que se extrajeron datos reales de

los estados de los camiones para poder predecir a futuro su funcionamiento.
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o El tipo de investigacion es cuasiexperimental, debido a que no se toman todos los

motores en funcionamiento, sino solamente los motores que han fallado.

e De acuerdo con la temporalidad de las variables es de tipo transversal, debido a
que las variables son utilizadas por unica vez, algunas para el entrenamiento y otras

para la validacion de los algoritmos.

e La variable independiente es el rendimiento del modelo de pronéstico de falla
basado en machine learning, la cual es de tipo continua, mientras que la variable

dependiente es la precisién del algoritmo de prediccién de fallas

e La hipdtesis, es de tipo inductiva, y que se generalizara a partir de los datos

tomados.

o La forma de procesamiento y adquisicion de datos fue de observacion directa, ya
que la informacién de los datos fue descargados a través de fuentes de informacion

de la empresa.

o El disefo de la investigacidn es explicativo, ya que se establecera la relacién entre

el disefio de la metodologia de analisis de datos y la predicciéon de falla del motor.

1.7.3 Diseno de investigacién y muestra

El proyecto tiene como objetivo disefiar una metodologia de analisis basada en
algoritmos de aprendizaje para la prediccion de fallas en motor de un camién minero. Para

validar la metodologia, se utilizara los siguientes conceptos:

e Poblacion: Todos los camiones CAT 797F que estan trabajando en Peru

e Muestra: Camiones CAT 797F de la configuracion High Altitud que trabajan en las

minas Las Bambas y Toromocho

e Unidad: Camion CAT 797F de la configuracion High Altitud.
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1.7.4 Técnicas e instrumentos de recoleccion de datos

Para determinar la clase de nuestro algoritmo de aprendizaje supervisado, se
llevara a cabo un proceso de recoleccién exhaustiva de datos provenientes de multiples
fuentes y sistemas relevantes en el entorno operativo de los equipos de acarreo en mineria.
Dentro de estos, se encuentra el sistema VIMS (Vital Information Management System),el
cual permite obtener parametros operaciones en tiempo real del camién minero CAT;
también se encuentra el analisis de aceite.SOS, que ayuda a obtener informacién de
signos de desgaste, contaminacion o algun deterioro de los componentes internos del
motor; finalmente, un sistema de gestion de mantenimiento donde se interviene las

principales acciones como reparacién reemplazos de componentes y reporte de fallas.

Una vez recopilada la informacion, esta se trabaja para obtener una base de datos
estructurada. Este procedimiento es esencial para poder mostrar la calidad y
principalmente la coherencia de los datos antes del entrenamiento del modelo con
algoritmos. Una vez culminado, se identificaran y organizaran las variables claves
asociados a cada evento de falla del motor, por ejemplo, las horas de operacién del motor,

temperatura de escape, analisis de particulas metalicas, entre otros.

El alcance final de esta fase es poder determinar de una manera precisa la clase
de cada instancia de datos, es decir, si corresponde a una condicién de trabajo normal o
se origino por una falla en especifica. Su importancia es que una vez realizado, se podra
entrenar modelos supervisados que puedan aprender a reconocer patrones asociados a
las ocurrencias de falla, realizando predicciones mas precisas sobre el futuro del motor

instalado.

1.7.5 Analisis y procesamiento de datos

Para cumplir con los objetivos establecidos en la presente investigacion, se llevo a
cabo un proceso de analisis y procesamiento de los datos adquiridos a través del software

Anaconda, especificamente la distribucion que incorpora Python 3.8. Esta eleccion
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metodoldgica permitié aprovechar la potencia del lenguaje Python y su vasto ecosistema
de bibliotecas (NumPy, Pandas, Scikit-learn, etc.) para tareas cruciales como la limpieza,
transformacion, modelado y visualizacion de los datos, asegurando la trazabilidad y
reproducibilidad de todos los procesos analiticos y los modelos estadisticos desarrollados

para sustentar los hallazgos de la investigacion.

Recoleccién y organizacion de la informacion:

La recoleccién de datos se realiz6 a partir de tres fuentes principales:

o Datos descriptivos de cada motor, que incluyen variables como horas acumuladas,

tipo de operacién, configuracién del motor y cédigo del equipo.

o Analisis de muestras de aceite, los cuales aportan informacion sobre el desgaste
interno de los componentes del motor mediante la deteccidn de particulas metalicas y

contaminantes.

o Registros del sistema VIMS, que contiene eventos relevantes sobre condiciones

criticas del motor, tales como presion de aceite, temperatura, velocidad, entre otros.

Toda esta informacion fue organizada y estructurada, permitiendo vincular los
eventos de falla con los indicadores operacionales precedentes. Se construyé una variable
objetivo-binaria, diferenciando entre instancias que precedieron a una falla (etiquetadas

como “1”) y aquellas que no (etiquetadas como “0”).

Filtracidn v depuracion de datos:

Con el fin de asegurar la relevancia y consistencia de la base de datos, se aplicaron

diversos criterios de filtrado, entre los que destacan:

e Considerar unicamente motores CAT 797F con configuracion High Altitude.

¢ Incluir unicamente motores desmontados por fallas correctivas, excluyendo aquellos

sometidos a mantenimiento preventivo.
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e Excluir registros de motores con menos de 500 horas de operacion.

¢ Eliminar eventos relacionados con accidentes u otras causas fortuitas no asociadas al

deterioro del motor.

Estos criterios permitieron asegurar que los datos incluidos en el analisis

correspondieran a eventos reales de falla.

Preprocesamiento de datos

El preprocesamiento se ejecuto en el lenguaje de programacién Python, utilizando
librerias especializadas como pandas, numpy, matplotlib y scikit-learn. Las acciones

realizadas incluyeron:

e Conversion y verificaciéon de tipos de datos

¢ Revision del balance de clases, confirmando una distribucion equilibrada cercana al

50% entre clases de falla y no falla.

o Estandarizacién y normalizacién de las variables, dependiendo del algoritmo a aplicar,
para garantizar una escala uniforme entre atributos y mejorar el desempefio de los

modelos

Analisis exploratorio de datos:

Se realizé un analisis tanto estadistico como grafico para comprender la distribucion

y correlacion entre las variables:

e Se calcularon medidas de tendencia central, dispersion y rangos intercuartilicos.

e Se generaron histogramas y diagramas de caja para identificar valores atipicos.

e Se construyd una matriz de correlacién para identificar atributos redundantes o
fuertemente relacionados, lo que ayudd en la seleccidon de caracteristicas mas

relevantes para el modelo.

20



Capitulo Il. Marco Teérico y Marco Conceptual

2.1 Bases Teoéricas
2.1.1 Machine Learning:

Machine Learning es una rama de la ciencia de los algoritmos computacionales que
esta disefiada para emular la inteligencia humana aprendiendo del entorno, es la punta de
la lanza de la nueva era del Big-Data. Las técnicas basadas en el aprendizaje automatico
se han aplicado con éxito en diversos campos que van desde el reconocimiento de
patrones, la visidon por computadora, la ingenieria de naves espaciales, las finanzas, el
entretenimiento y la biologia computacional hasta las aplicaciones biomédicas y médicas.

(El Naga & Murphy, 2015)

Un algoritmo de aprendizaje automatico es un proceso computacional que utiliza
datos de entrada para lograr una tarea deseada sin estar literalmente programado para
producir un resultado particular. Estos algoritmos son codificados de forma flexible en el
sentido de que alteran o adaptan automaticamente su arquitectura a través de la repeticiéon
para que sean cada vez mejores en el logro de la tarea deseada. El proceso de adaptacion
se llama entrenamiento, y sirve para que el algoritmo pueda ser entrenado para poder
encontrar los resultados deseados. Una vez entrenado el algoritmo, se configura de
manera optima para que produzca el resultado deseado con los datos de validacién, que
son datos nunca ha visto el algoritmo. Esta capacitacion es el aprendizaje de los
algoritmos, lo cual no se limita a solo una adaptacion, sino que, al igual que los humanos,
un algoritmo debe practicar el aprendizaje de forma permanente a medida que procesa

nuevos datos y aprende de sus errores. (El Naga & Murphy, 2015)
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2.1.2 Tipos de algoritmos de machine learning

Aprendizaje Supervisado

El aprendizaje supervisado es una técnica del aprendizaje automatico que consiste
en que un algoritmo se relacione con un conjunto de variables de entrada (X) y con una
salida esperada (Y), utilizando como base, un conjunto de datos que halla revisado
previamente. Este proceso implica que existe un supervisor el cual le muestra las
respuestas correctas durante su fase de entrenamiento, para que el modelo pueda predecir

la salida para nuevos datos que no haya interactuado.

El articulo de Cunningham (s.f.) se describe que el aprendizaje supervisado es muy
utilizado, especialmente en casos de clasificacion, donde la tarea es asignar etiquetas a
nuevos ejemplos con base en el conocimiento adquirido. El aprendizaje supervisado tiene
como base tedrica la minimizacion del riesgo, el cual busca reducir el error de la prediccion,
esto lo logra utilizando una funcién dentro de un conjunto posible (H), esta funcion debe
representar de una mejor forma la relacion entre X e Y segun la funcién de perdida definida.
También, el capitulo menciona que hay algoritmos comunes de aprendizaje supervisado,
por ejemplo, las maquinas de vectores de soporte (SVM) y los clasificadores de vecinos
cercanos (K_-NN), asi como algoritmos ensamblados los cuales tiene multiples modelos

comprimidos para mejorar la precision y estabilidad.

Aprendizaje no supervisado

El aprendizaje no supervisado es una rama del aprendizaje automatico en la que
un sistema recibe unicamente datos de entrada sin ninguna etiqueta, salida deseada o
retroalimentacion del entorno. A diferencia del aprendizaje supervisado, donde se aprende
una relacién entre entradas y salidas, en el aprendizaje no supervisado el objetivo es

descubrir estructuras o patrones ocultos en los datos.

Este tipo de aprendizaje se basa en la idea de que incluso sin retroalimentacion

externa, es posible extraer representaciones utiles de los datos que sirvan para tareas
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como tomar decisiones, hacer predicciones, o comprimir informacion de manera eficiente.
Dos ejemplos clasicos de aprendizaje no supervisado son el agrupamiento (clustering) y la
reduccion de dimensionalidad, como en el analisis de componentes principales (PCA). El
enfoque puede estar motivado tanto desde principios bayesianos como desde la teoria de
la informacion, y abarca modelos como mezclas de gaussianas, analisis de factores,
modelos ocultos de Markov (HMM), y modelos graficos probabilisticos. Estas herramientas
permiten modelar y entender la estructura subyacente en grandes volumenes de datos no

etiquetados. (Ghahramani, 2004)

2.1.3 Tipos de Algoritmos

Machine learning generalmente desarrolla la solucion de tres tipos de problemas:
Clasificacién, Regresion y Clustering. Dependiendo de la disponibilidad y categoria de los
datos de entrenamiento, uno puede usar técnicas de aprendizaje supervisado, no
supervisado o un aprendizaje mixto (Ray, 2019). Para ello, los principales algoritmos a

utilizar son los siguientes:

Algoritmo de gradiente descendiente(LDA)

El algoritmo de gradiente descendiente es un algoritmo de optimizacion que se
utiliza al entrenar un modelo de aprendizaje automatico. Se basa en una funcién convexa
y ajusta sus parametros iterativamente para minimizar una funcién dada a su minimo local.
Se empieza definiendo los valores del parametro inicial y, a partir de ahi, el algoritmo de
descenso de gradiente utiliza el calculo para ajustar iterativamente los valores de forma

que minimicen la funcion de coste dada (IBM, s.f.).

La manera en que el descenso de gradiente encuentra los minimos de una funcién
se entiende mas facilmente si se visualiza en tres dimensiones. Se tiene la funcion f(x,y),
al graficarla, representa un paisaje montafioso en forma de un mapa de elevacion. Se sabe
que la pendiente en un punto indica la direcciéon en la que la elevacion aumenta mas

rapidamente. Esta idea puede ayudar a visualizar codmo maximizar la funcion: empezamos
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desde un punto aleatorio y damos pequefios pasos en la direccion de la pendiente para ir

cuesta arriba. (Academy, s.f.).

Figura 14

Grafica de una funcién f(x,y)

.
A

Nota: Khan Academy

Si, en cambio, queremos minimizar la funcién, tomamos la direcciéon opuesta a la
del gradiente, es decir, seguimos la ruta del descenso mas empinado. A este método se le
conoce como descenso de gradiente. De manera formal, si se inicia en un punto x, y
moverse una distancia positiva a en la direccion opuesta al gradiente, se obtiene un nuevo

punto x; segun la férmula de la ecuacion 1:

X1 = xo—x Vf(xo) (1)

De forma general, la actualizaciéon del punto en cada iteracion se expresa como la

ecuacion 2:

Xnt1 = X=X Vf(x,) (2)

A partir de una estimacion inicial x, el algoritmo mejora progresivamente hasta

aproximarse a un minimo local. (Academy, s.f.).
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La principal ventaja del algoritmo es la eficiencia computacional, ya que produce
una gradiente de error estable, sin embargo, algunas veces esta estabilidad del error no
permite validar mejor el modelo que se puede lograr, ademas si la tasa de aprendizaje para
el descenso de la gradiente es demasiado rapida, omitira el verdadero minimo para
optimizar el tiempo. (Ray, 2019). Algunas aplicaciones son el entrenamiento de redes
neuronales profundas (Deep Learning), optimizacion de modelos en visiébn por

computadora y ajuste de modelos econdémicos y financieros.

Algoritmo de regresion linear(LoR)

La regresion lineal es un método utilizado para determinar la recta que mejor
representa la relacion existente entre dos variables. Considerando un conjunto de datos
como el mostrado en una figura determinada, donde la variable independiente es x la
variable dependiente es y, puede observarse que existe una relacién lineal entre ambas.
Esto implica que un aumento en x produce un incremento proporcional en y. Para ilustrar
este concepto, se puede examinar una grafica en la que se presentan tres lineas diferentes
superpuestas sobre los datos originales. A partir de esta representacion, resulta evidente
que la linea blanca es la que describe con mayor precision la relacion entre las variables x

y v. (codificandobits, 2021)

Figura 15

Tres posibles rectas resultado de la regresién lineal (codificandobits, 2021)
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Para abordar el problema de la regresion lineal, es fundamental expresar de
manera matematica los conceptos de “La ecuacion de la recta” y “mejor ajuste”, los cuales

se explican a continuacion:
e La ecuacion de la recta

La relacién entre una variable independiente x y una variable dependiente

y puede modelarse mediante la ecuacion 3:
y=mx+b (3)

donde m representa la pendiente de la recta, que indica la inclinacion, y b es el

valor de interseccidn con el eje y (ordenada al origen).

El objetivo principal de la regresion lineal consiste en determinar los valores
optimos de m y b que describan de manera precisa la relacion entre x e y, ajustando

lo mejor posible la recta a los datos observados.

Para lograr esta representacion dptima, es necesario establecer una métrica
que permita evaluar la precision del modelo. Esta métrica es conocida como funcién
de costo, o funcién de pérdida dentro del contexto del aprendizaje automatico.

(codificandobits, 2021)
e Funcion de costo (o pérdida):

La funcién de pérdida cuantifica la discrepancia entre los valores reales (y)
y los valores predichos por el modelo (y). Existen diversas formas de definir esta
funcién, aunque la mas comunmente utilizada es el Error Cuadratico Medio

(ECM), el cual se expresa como la ecuacion 4:

N
1
ECM =) 0i =907 )
i=1
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donde:

o N es el nUmero total de observaciones,

o y; e¥; representa el valor real de la i-ésima observacion,

o (y; —¥,) es el valor predicho por el modelo para esa misma observacion.

La resta al cuadrado asegura que todas las diferencias sean positivas,
evitando que errores positivos y negativos se cancelen entre si. En este sentido,
el ECM proporciona una medida del error promedio cometido al ajustar el modelo

a los datos.

Una vez definida la funcién de pérdida, se puede entender el "mejor ajuste”
como aquel que minimiza el ECM. Es decir, la recta 6ptima es aquella cuya

prediccion de los valores y a partir de x genera el menor error promedio.

Dado que cada prediccion se calcula como la ecuacion 5:

yi=wx;+b (5)

al sustituir en la ecuacion del ECM, el objetivo se convierte en encontrar los
valores de w y b que reduzcan al minimo dicha funcion de pérdida.

(codificandobits, 2021)

La regresion lineal tiene la ventaja de que es facil evitar el overfitting (entrenamiento

con demasiados datos) por regularizacién, es una buena opcion si se conoce que la

relacion entre las covariables y la variable respuesta es lineal. Sin embargo, no brinda un

buen ajuste cuando se trata de relaciones no lineales por lo que los problemas complejos

del mundo real son simplificados en gran medida dando un alto RSS. (Ray, 2019)

Regresién Multivariable (MLR)

La regresion multivariable es una extension de la regresion lineal tradicional que

permite modelar simultaneamente la relacién entre multiples variables dependientes y un

27



conjunto de variables independientes. Este enfoque es ampliamente utilizado en analisis
estadistico, aprendizaje automatico, procesamiento de sefiales e inteligencia artificial,
debido a su capacidad para captar patrones complejos y relaciones interdependientes

entre variables multiples

Una de las principales limitaciones de la regresion multivariable clasica (MLR, por
sus siglas en inglés) es su dependencia de un tamafo de muestra suficientemente grande.
Cuando la cantidad de muestras en mucho menor a la dimension de las caracteristicas, se
produce el famoso problema del submuestreo, que impide que se pueda estimar de
manera correcta los coeficientes del modelo. Una opcidn para solucionar este problema,
es la regresion por componentes principales (PCR), que reduce la dimensionalidad de los
datos. No obstante, si no se selecciona correctamente los componentes principales, puede

conducir a errores de sobreajuste o perdida de informacién relevante para el modelo.

Con la finalidad de resolver este dilema, Su et al. (2012) propone la técnica de
regresion multilineal multivariable (MMR), un modelo que permita mantener la estructura
multidimensional de los datos si necesidad de vectorizarlos. Es decir, que en lugar de
mostrar las variables independientes como vectores, las mantiene en su forma de matriz o

tensor, esto permite que:

e Preserva la informacion estructural de los datos (por ejemplo, en imagenes o senales

multicanal),

e Reduce la dimensionalidad efectiva del problema al operar con matrices de baja

dimension,

e Y alivia el problema de submuestreo, mejorando la eficiencia computacional y la

precision del modelo.

El modelo MMR es capaz de transformar el problema de regresién en uno de
optimizacion bilineal, en el que se estiman dos matrices de proyeccién (nodo-1, nodo-2) en

lugar de una unica matriz de coeficientes. El algoritmo utiliza una técnica iterativa de
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protecciones alternes con la finalidad de alcanzar la convergencia hacia una solucién que
minimiza el error de la prediccion. Con esto se demuestra que es eficaz para tareas de
vision por computadora, por ejemplo, ajuste de modelos de apariencia activa, donde se
necesita modelar relaciones entre imagenes de alta definicion con parametros como forma

y textura.. (Ya, Xinbo, & Xuelong, 2012)

Figura 16

Graficas de regresion lineal con diferentes coeficientes. (Ya, Xinbo, & Xuelong, 2012)
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Uno de los principales méritos para usar la regresién multivariable es su capacidad
para brindar una visién profunda de la relacion entre las variables independientes y
dependientes, también, es capaz de brindar un modelo complejo y realista. Sin embargo,
tiene deficiencias como que se necesita un alto nivel de conocimiento en estadistica y
modelado, por lo que se vuelve complicado realizar un analisis correcto de los resultados
del modelo estadistico. Ademas, la muestra con la que se trabaja debe ser grande para

poder obtener un nivel de confianza alto en el resultado. (Ray, 2019)

Regresion Logistica (NB)

Sperandei (2014) propone en su trabajo la utilidad y los fundamentos detras del

modelo de analisis por regresién lineal y su potencial como herramienta estadisica para
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poder predecir la probaibilidad de ocurrencia de un evento dicotémico con gran cantidad
de variables explicativas. A diferencia de la regresién lineal multiple, la regresion logistica
solo se aplica cuando la variable dependiente es binomial, permitiendo calcular de monios
ajustadas, con el punto de que se muestren la asociacién de variables independientes y la

variable dependiente.

El autor describe que mediante un estudio sobre los tratamientos para endocarditis
por Staphylococcus Aureus, se mostré que el analisis variado también puede inducir a
errores por confusion, principalmente en variables como la edad. Teniendo en cuenta eso,
la regresion logistica puede controlar variables simultaneas y mejorar la validez interna del
analisis, también, debido a que el modelo logistico se construye sobre la transformacion
logistica de la probabilidad del evento. Sin embargo, el procedimiento del modelado no
debe automatizarse, sino trabajarse de acuerdo al conocimiento teérico del fendémeno que
se desea estudiar, asi evitando la inclusion de variables ilegitimas o incluso la omisién de

efectos relevantes por falta de conocimiento estadistico. . (Sperande, 2014)

En conclusién, la regresiéon logistica constituye una herramienta robusta para el
analisis multivariable en investigaciones epidemioldgicas, siempre que se aplique con
criterio técnico y sustentacion tedrica correcta. La regresion logistica tiene las siguientes
ventajas: Mantiene una simplicidad en la implementacién del algoritmo, eficiencia
computacional y eficacia dentro de los parametros para entrenar. Y por ultimo no se ve
afectada por pequenos ruidos en la data. Entre sus principales aplicaciones esta la
utilizaciéon de sus algoritmos para la deteccién de enfermedades en la medicina o predecir
la probabilidad de falla de un determinado proceso o sistema. Sin embargo, las desventajas

que se encuentra son la incapacidad de poder resolver problemas no lineales. (Ray, 2019)

Arbol de Decisién (CART)

Los arboles de decision constituyen una de las metodologias mas utilizadas en la

clasificacién supervisada dentro del aprendizaje automatico. Tijo y Abdulazeez (2021)
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presentan un analisis exhaustivo sobre el uso de algoritmos de arboles de decision en
diferentes escenarios, destacando su aplicabilidad y precision frente a otras técnicas de

clasificacion.

En el trabajo de investigacion también explica que los arboles de decision son
modelos jerarquicos que dividen un conjunto de datos a través de secuencias légicas hasta
alcanzar decisiones binarias en los nodos. Su estructura permite una interpretacion
sencilla, haciendo que sean utiles, no solo en informatica, sino también en areas como
medicina, reconocimiento de texto e imagenes, deteccidn de intrusiones y diagndstico
clinico. Se revisan distintos algoritmos representativos como 1D3, C4.5, CART, CHAID,
QUEST vy otros, criterios de particion (como entropia, ganancia de informacion y el indice
Gini), y mecanismos de poda (pre-pruning y post-pruning). También se discuten métricas
fundamentales como entropia e informacion ganada, empleadas para evaluar la calidad de

las particiones en cada nodo del arbol. (Jijo & Adnan Mohsin, 2021)

El estudio incluye una revisién de informes de investigaciones recientes que han
empleado arboles de decisidon en problemas de clasificacion como reconocimiento de
escritura a mano, diagndstico de cancer de mama, prediccion de diabetes, clasificacion de
genes y segmentacion de imagenes médicas. Los resultados mostraron que los arboles de
decision pueden alcanzar niveles de precision muy altos (hasta un 99.93%) dependiendo
del conjunto de datos y la técnica de optimizacion utilizada. Ademas, se identifican las
principales ventajas de los arboles de decision como la facilidad de interpretacion,
capacidad de manejar datos tanto categdricos como numéricos, y una eficiencia
computacional alta. Sin embargo, también se reconocen sus limitaciones, como una
tendencia al sobreajuste, sensibilidad al ruido, y complejidad creciente con grandes
voliumenes de datos. En conclusion, el uso de arboles de decision en tareas de clasificacion
demuestra ser una opcién altamente efectiva y robusta para el trabajo actual,
particularmente cuando se busca combinar precisién, interpretabilidad y capacidad de

generalizacion. Su integracion en modelos hibridos, ensamblados y su optimizacion con
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técnicas de reduccion de dimensionalidad y cambio de parametros pueden dar una luz en

el trabajo actual. (Jijo & Adnan Mohsin, 2021)

Figura 17

Esquema de Arbol de decision. (Jijo & Adnan Mohsin, 2021)
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Support Vector Machine (SVM)

Las Maquinas de Vectores de Soporte (SVM, por sus siglas en inglés) representan
una forma innovadora dentro del aprendizaje automatico, el cual esta plasmado en la teoria
estadistica del aprendizaje. Este método se caracteriza por su eficacia en ejercicios con

muestras pequefas, datos de alta dimensionalidad y relaciones no lineales (Zhang, 2023).

A diferencia de técnicas tradicionales que se basan en la minimizacion del riesgo
empirico, las Maquinas de Vectores de Soporte aplican el principio de minimizacion del
riesgo estructural, lo que les otorga una mayor capacidad de generalizacion durante su
aplicacion. La finalidad de un SVM es encontrar un hiperplano optimo que pueda separar
2 clases distintas, maximizando el margen entre los datos mas cercanos de cada clase,
este margen también e s llamado como vector de soporte. El articulo de Zhang (2023)

destaca la formulacién binaria y las extensiones multicategérica del algoritmo.
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En los problemas de clasificacion multiclase, existen dos estrategias comunes: la
primera es descomponer el problema en multiples subproblemas binarios ("one-vs-one" o
"one-vs-all"), y la segunda es construir directamente un modelo multicategorico, lo cual es

donde actualmente se da esfuerzos para investigar.

En la vida real, el algoritmo SVM ha mostrado ser eficaz en contextos como
reconocimientos de patrones, diagnostico médicos, mineria de datos, clasificacion de
textos, entre otras cosas, principalmente gracias a su robustez teoérico y un rendimiento

empirico eficiente.

Figura 18

Ejemplo hiperplano éptimo separando dos clases distintas. (Zhang, 2023).
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K Nearest neighbour (KNN)

El algoritmo k-Nearest Neighbor (k-NN) es modelo de aprendizaje supervisado que
se usa mucho en problemas de clasificacién y estimacion. El concepto principal es que
funciona gracias al principio de aprendizaje basado en instancias, es decir, utiliza los datos
historicos (conjunto de entrenamiento) para aprender y poder clasificar nuevos registros
en funcién de su similitud con los ejemplos previamente clasificados dentro de la base de

datos. (T. Larose & D. Larose., 2014)
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El proceso de clasificacion mediante el modelo K-NN se basa en poder hallar los k
registros mas cercanos, o también llamados vecinos, a un nuevo caso, y esto se logra
midiendo la distancia euclidiana entre ellos. La clase mas comun entre estos vecinos se
asignaal nuevo registro. El método de por si es muy intuitivo y no necesita de una fase de
entramiento explicida,sin embargo, si necesita una base de datos que se encuentre

representativa y balanceada, para poder detectar las clases minoritarias.

Dentro del algoritmo, el valor de k tiene un papel importante y tiene que tomarse
muy en cuenta ya que si es un valor pequefio puede causar sobreajuste y sensibilidad al
ruido, por otro lado, si es muy grande pueden diluir patrones relevantes. Para optimizar
este parametro, se recomienda el uso de validacion cruzada. Los autores también abordan
aspectos esenciales como la seleccion de funciones de distancia, la normalizacion de
atributos mediante técnicas como min-max o Z-score, y el uso de funciones de combinacion
para la toma de decisiones. También, se analizan enfoques de votacién simple de tipo no
ponderada y ponderada (basada en la inversa de la distancia), esta ultima tiene la ventaja
de reducir empates y mejorar la precision de la clasificacion. Ademas de la clasificacion, el
algoritmo k-NN puede emplearse en proyectos de prediccion de variables continuas
mediante promedios localmente ponderados. En estos casos, se estima el valor de la
variable objetivo como una media ponderada de los valores correspondientes de los

vecinos mas cercanos. (T. Larose & D. Larose., 2014)

Finalmente, el trabajo de investigacion enfatiza la importancia de seleccionar
atributos relevantes y cuantificar su importancia mediante técnicas como el estiramiento
de ejes, que consiste en asignar pesos diferenciales a los atributos con mayor relevancia

para la clasificacion.
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Figura 19
Ejemplo de reconocimiento de patrones con k-NEAREST NEIGHBOR. (T. Larose & D.

Larose., 2014)
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2.1.4 Transformacion de Datos

Estandarizacion

La estandarizacion de datos consiste en transformar la informacion para que adopte
un formato y una estructura uniformes, lo que permite su analisis e integracion sin
inconvenientes entre distintos sistemas. Este proceso convierte datos provenientes de
diversas fuentes en una forma homogénea, asegurando una representacion consistente
de los mismos elementos, sin importar su procedencia. Su propésito es eliminar
inconsistencias y discrepancias, y facilitar asi la comparacion, combinacion y evaluacién
de los datos. Un ejemplo es una empresa que recopila informacién de clientes a través de
diferentes medios como formularios web, llamadas telefénicas o visitas fisicas, esta
empresa podria aplicar la estandarizacion para unificar la manera en que se registran los
nombres, asegurandose de que todos sigan el mismo formato, como "John Doe" en lugar

de "Doe, John". (Brownlee, Wright, He, & Timothy, 2020)
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Matematicamente, Existen cuatro enfoques principales para la estandarizacién de
datos: puntuacion Z, normalizacidén minimo-maximo, escalado por valor absoluto maximo

y estandarizacion robusta.

a. Puntuacion Z: Consiste en calcular cuantas desviaciones estandar se encuentra un
valor con respecto a la media del conjunto de datos; también se le conoce como
puntuacién estandar. Este método resulta util para valorar la relevancia de un dato
dentro de la distribucién general y espera una distribucion normal. Por lo tanto, no

se recomienda este método si la distribucion de los datos esta muy sesgada.

.y x—X
La ecuacion es x' = ==

(6) donde:

Ox

- X = valor estandarizado
- x = valor original
- x = valor medio (promedio)

- 0y = desviacion estandar.

b. Minimo-maximo: El método de estandarizacion de minimo-maximo transforma los

datos manteniendo las proporciones originales entre los valores, ajustandolos a una
escala definida por los valores minimo y maximo que defina el usuario. Un ejemploo
seria un agente inmobiliario que necesite llevar a una misma escala caracteristicas
como el numero de habitaciones o la antigliedad de las propiedades en afios antes
de incorporarlas en modelos predictivos, como los algoritmos de clasificacion y
regresion basados en bosques aleatorios. Sin embargo, esta técnica puede verse
afectada por la presencia de valores extremos o atipicos, lo que podria distorsionar

los resultados.

(x—-min(x))(b—a)

Su ecuaciénes x' = a + ,
max(x)—min (x)

(7) donde:

- X = Valor estandarizado

- x = Valor original
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- min(x) = minimo de los datos
- max(x) =maximo de los datos
- a=minimo especificado por el usuario

- b =minimo especificado por el usuario

Maximo absoluto: Este método es especialmente util cuando se trabaja con datos

que tienen un limite superior claro y constante, y se desea evaluar los valores en
funcién de ese limite. Por ejemplo, si se analiza la cantidad de votos en una region,
se puede considerar como tope el numero total de ciudadanos con derecho a voto.
El condado con la mayor participacion se toma como referencia (valor maximo), y
los demas se comparan con respecto a este. Sin embargo, hay que tener en cuenta
que los valores resultantes estaran en una escala de -1 a 1. Los valores positivos
mas altos indican cercania al maximo absoluto, mientras que los negativos mas

altos reflejan cercania al minimo dentro del rango negativo.

.z . I _ X
Su ecuacién es: x' = e (8

- X’ = Valor estandarizado
- x =Valor normal

- max (]x)| = maximo de los valores absolutos de los datos.

Estandarizacion sélida: Este método normaliza los valores de los campos

seleccionados mediante una version robusta de la puntuacién z, que emplea la
mediana y el rango intercuartilico (IQR) en lugar de la media y la desviacion
estandar. Al basarse en estas medidas mas resistentes, resulta particularmente util

para minimizar el impacto de los valores atipicos dentro de la distribucion.

x—median(x)

Su ecuacion es: x =
IQR(x)

9)

- X = Valor estandarizado

- x = Valor normal

- IQR(x) = rango entre cuartiles de los datos.
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Figura 20

Tipos de estandarizacion (ESRI, 2021)

Los componentes clave de la estandarizacion de los datos incluyen la
transformacion de los datos, la limpieza de los datos y la asignacién de datos. La
transformacion de datos convierte los datos en un formato estandar, como normalizar los
campos de texto o estandarizar los formatos de fecha. La limpieza de datos identifica y
corrige errores, incoherencias y duplicados. El mapeo de datos establece relaciones entre
diferentes fuentes de datos para permitir una integracion perfecta. Estas practicas
secuenciales ayudan a las organizaciones a mejorar la calidad de los datos, facilitar la
integracion y mejorar sus procesos de toma de decisiones. Ayudan a crear una vision
unificada de los datos que permite tomar decisiones fundamentadas y basadas en los

datos y colaborar entre departamentos y sistemas. (ESRI, 2021)
2.1.4.1 Normalizacién

La normalizacion de datos es un proceso de escalado numeérico dentro de una
matriz de datos, se utiliza mayormente cuando la heterogeneidad de los numeros dificulta
el analisis estadistico estandar. Se considera una etapa de preprocesamiento de datos, se
aplica antes de iniciar cualquier proceso de relacionado al analisis estadistico.

Generalmente, las ventajas de la normalizacién de datos son: (Balemir & Ramesh , 2011).

38



e Proporcionar un rango mas significativo de nimeros escalados.

e Reorganizar la matriz de datos en una distribucion mas regular.

e Mejorar la exactitud de los calculos posteriores.

e Aumentar la importancia de los numeros mas descriptivos en un conjunto de datos

con distribuciéon no normal.

Existen diversas técnicas de normalizacion de datos, su eleccion depende del tipo y

tamano de los datos. Algunas de las técnicas estudiadas son:

e Correccion de la media: Elimina los valores medios de las variables de cada vector,
resultando en datos con media cero. Sin embargo, puede distorsionar los valores

originales y exagerar las variaciones de ciertos patrones.

e Valor maximo unico: Escala todos los datos no normalizados entre 0 y un valor
maximo unico, siendo el maximo general el que se usa para dividir cada componente

de la matriz.

e Valor maximo de cada vector: Divide los puntos de datos de cada conjunto por el

valor maximo de ese conjunto, escalando todas las funciones a un maximo de 1.

e Desviacion estandar de cada vector: Normaliza cada punto de datos por su
desviacion estandar, lo que puede mejorar la dispersion de los datos, especialmente

para funciones asimétricas.

e Normalizacion logaritmica: Una técnica no lineal que reduce la varianza y es
adecuada para datos no lineales, donde cada punto de datos se divide por la media

de esa funcién y luego se aplica el logaritmo en base 2.

¢ Normalizacion de masa de probabilidad total unitaria (UTPM): Divide cada elemento
de un vector por la suma de las variables de ese vector y lo multiplica por la media.

Esta técnica fue considerada la mas adecuada en un estudio especifico para
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funciones de respuesta ILD (Diferencias de Nivel Interaural) porque preserva la forma
de las funciones, mantiene las posiciones de los puntos de corte y las pendientes, y

las transiciones entre tipos de funciones no se distorsionan.

o Estandarizacién de datos: Se logra dividiendo los datos que fuero corregidos
previamente por la media de su desviacion estandar. Un plus es que los datos se
pueden expresar en unidades comparables y con varianzas estandarizadas de 1y

covarianzas entre -1y +1.

En resumen, la normalizacion es un proceso fundamental para reducir algunos
errores sistematicos y maximizar la varianza entre los datos, con la finalidad de poder
realizar un analisis estadistico optimo. La seleccién del método correcto es importante y
debe ser evaluada cuidadosamente, mediante comparaciones visuales con los datos en
bruto y también calculando la suma de cuadrados de diferencias y coeficientes de

correlacion . (Al-Shalabi & Shaaban, 2006).

2.1.5 Seleccion de caracteristicas

La seleccién de caracteristicas es un conjunto de técnicas que buscan identificar
un subconjunto de caracteristicas de entrada que sean mas importantes para la variable
de salida que se quiere predecir. Los objetivos de la seleccion de caracteristicas son

multiples, siendo los mas importantes:

o Evitar el sobreajuste y mejorar el rendimiento del modelo, es decir, el rendimiento
de prediccion en el caso de clasificacién supervisada y una mejor deteccién de

conglomerados en el caso de conglomerados

e Proporcionar modelos mas rentables para el proyecto.

e Obtener una vision mas profunda de los procesos internos que generaron los datos.

Sin embargo, las ventajas de las técnicas de seleccion de caracteristicas tienen un
alcance maximo determinado, ya que la busqueda de un subconjunto relevante de

40



caracteristicas introduce una capa adicional de complejidad en la tarea de modelado.

(Saeys, Ihaki, & Larrafaga, 2007)
2.1.6 Funcionamiento de un motor Diésel de camién minero

El funcionamiento de un motor diésel se basa en el ciclo de cuatro tiempos (admision,
compresion, combustién/expansion y escape), aunque existen motores de dos tiempos

también utilizados en aplicaciones de gran potencia.
1. Admisién (Primer Tiempo):

e Valvulas de Admision Abiertas: El piston desciende desde el Punto Muerto

Superior (PMS) hasta el Punto Muerto Inferior (PMI).

o Entrada de Aire Puro: A medida que el piston baja, este crea un vacio en el
cilindro, succionando aire fresco y sin mezclar (a diferencia de un motor de
gasolina que aspira una mezcla aire y combustible) a través de las valvulas de
admisién. En camiones mineros, este aire es a menudo sobrealimentado
(mediante turbocompresores) para incrementar la densidad del aire y, por ende,

la potencia.
2. Compresion (Segundo Tiempo):
e Valvulas Cerradas: Las valvulas de admisién y escape se cierran.

e Compresion Extrema del Aire: El pistén sube desde el PMI hasta el PMS,
comprime el aire atrapado en el cilindro a presiones extremadamente altas

(tipicamente entre 30 y 55 bares).

e Aumento de Temperatura: Esta compresion adiabatica eleva drasticamente la
temperatura del aire a valores entre 700°C y 900°C, superando el punto de

autoignicion del diésel. Este es el principio clave de la ignicion por compresion.
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3.

4.

Combustién y Expansién (Tercer Tiempo - Tiempo de Potencia):

e Inyeccion de Combustible: Justo antes de que el piston alcance el PMS, un
inyector de alta precisién pulveriza diésel finamente atomizado directamente en

la cdmara de combustion.

e Autoignicion y Explosion: El combustible, cuando entra en contacto con el aire
caliente y comprimido, esto genera que se auto encienda de inmediato,
generando una combustion rapida y potente. Esta explosion eleva la presion y

temperatura dentro del cilindro.

o Empuje del Pistdn: La alta presién de los gasos que se encuentra en expansion
empuja violentamente el piston hacia el PMI, transmitiendo la energia a la biela

y esta asu vez al cigliefal, transformando el movimiento lineal en rotatorio.

Escape (Cuarto Tiempo):

Valvulas de Escape Abiertas: Cuando el piston ha alcanzado el PMI y completado

su carrera de potencia, las valvulas de escapen logran abrirse.

Expulsién de Gases Quemados: El piston sube nuevamente desde el PMI hasta el
PMS, moviendo los gases de escape fuera del cilindro a través del multiple de
escape. Estos gases a menudo son aprovechados por el turbocompresor para

impulsar su turbina.

Caracteristicas de motores diésel de camiones mineros:

Turbocompresién y Post-enfriamiento (Intercooler): Esto es esencial para
maximizar la densidad del aire de admision. Los turbocompresores aprovechan la
energia de los gases de escape para forzar mas aire en los cilindros, aumentando
la potencia y la eficiencia. El intercooler enfria este aire comprimido para aumentar

aun mas su densidad.
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e Sistemas de Inyeccién de Combustible de Alta Presion: Los camiones mineros
utilizan sistemas avanzados como Common Rail o inyectores unitarios electrénicos
(EUI/HEUI) que operan a presiones extremadamente altas (hasta 2500 bar o mas).
Esto asegura una atomizacion ultrafina del combustible para una combustion mas

completa, eficiente y con menores emisiones.

e Robustez y Durabilidad: Construidos con materiales resistentes y tolerancias
precisas para soportar las vibraciones, el polvo, las temperaturas extremas y las

cargas de trabajo continuas y pesadas inherentes a la mineria.

e Alto Par Motor a Bajas Revoluciones: Crucial para mover cargas masivas cuesta
arriba y en terrenos irregulares. Los motores diésel naturalmente producen un par
elevado a bajas RPM, lo que permite a los camiones mineros operar de manera

efectiva sin necesidad de revoluciones excesivas.

e Sistemas de Enfriamiento Avanzados: Debido a las altas cargas térmicas, los
motores cuentan con unos sistemas de enfriamiento sobredimensionados para

mantener temperaturas correctas de operacion.

e Sistemas de Filtracion de Aire y Combustible de Alto Rendimiento: debido a la
naturaleza de exceso de polvo y exigente del entorno minero, la filtracion es critica

para proteger el motor de contaminantes abrasivos.

e Sistemas de Control Electrénico (ECM): Son unidades de control electrénico que
gestionan y optimizan continuamente todos los parametros del motor (inyeccion,
turbo, EGR, etc.) para maximizar el rendimiento, la eficiencia del combustible y

reducir las emisiones.

En resumen, el motor diésel de un camidén minero es un sistema altamente ingenioso que
aprovecha la autoignicion por compresion para convertir eficientemente la energia del

combustible en la fuerza bruta necesaria para las operaciones mineras mas exigentes. Su
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disefio robusto y sus tecnologias avanzadas lo hacen indispensable en esta industria.

(Finning, s.f).

2.1.7 Estrategia de mantenimiento del Motor

El mantenimiento de motores diésel es una actividad critica para garantizar la

disponibilidad, fiabilidad y vida util de los equipos en diversas industrias, especialmente en

sectores como la mineria. Cuando se tiene una estrategia de mantenimiento estructurada

se puede minimizar los tiempos muertos no planificados, reducir costos operativos y evitar

fallas catastréficas. Para lograr esta reduccion de fallas, se implementa una combinacion

de estrategias de mantenimiento. (Larico, 2021)

Mantenimiento Preventivo (Basado en Tiempo o Uso): En el contexto minero, el

mantenimiento preventivo se ordena en funciéon de las horas de operacién del motor
(horometro) y no del kilometraje debido a la variacion en las condiciones de carga y
terreno. Su objetivo es anticiparse al desgaste normal y reemplazar componentes

antes de que alcancen su punto de falla. Algunos aspectos claves en mineria son:

Intervalos de Servicio Estrictos: Los fabricantes de motores para mineria (€j.,
Cummins, Caterpillar, Komatsu) especifican intervalos de mantenimiento muy
detallados para cambios de aceite, filtros (aceite, combustible, aire, hidraulicos)
y refrigerante, adaptados a las condiciones de operacién severas. Estos
intervalos son a menudo mas cortos que en aplicaciones de transporte por

carretera

Inspecciones Pre-operacionales y Periddicas: Los operadores y técnicos
realizan inspecciones diarias, semanales y mensuales para detectar fugas,
ruidos anomalos, vibraciones, estado de mangueras, correas, sistemas de
enfriamiento y lubricacién. La deteccién temprana de anomalias visuales es

critica.
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e Limpieza y Control de Contaminantes: Dada la presencia constante de polvo y
particulas en el ambiente minero, la limpieza regular de los filtros de aire,
radiadores y el motor en general es vital para prevenir el sobrecalentamiento y
la entrada de abrasivos al sistema. Los sistemas de filtracion de aire son

robustos y a menudo de varias etapas.

o Ajustes y Calibraciones Programadas: La calibracion de inyectores, el ajuste de
valvulas, la verificacion de los sistemas de inyeccion y turbocompresion se
realizan en intervalos definidos para mantener la eficiencia de la combustion y

el rendimiento 6ptimo del motor.

Algunas ventajas del mantenimiento preventivo son: alta fiabilidad operacional,
preservacion de activos y control de costo. Sin embargo, también cuenta con
desventajas como el potencial sobremantenimiento o el no cubrir fallas imprevistas.

(Naranjo, s.f.)

Figura 21

Mantenimiento preventivo (Naranjo,s.f)

¢ Mantenimiento Predictivo (Basado en la Condicion): EI mantenimiento predictivo es la

estrategia mas importante para la reduccion de fallas en motores diésel mineros.
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Utiliza tecnologias avanzadas y analisis de datos para monitorear la salud del motor

en tiempo real o casi real, permitiendo prever fallas y programar el mantenimiento de

manera optima, minimizando interrupciones. Algunos aspectos claves en mineria son:

Analisis de Aceite (Analisis de Lubricantes): Es una de las herramientas mas

valiosas. Se toman muestras periddicas del aceite del motor para analizar:

o Metales de Desgaste: Presencia de hierro, cromo, cobre, plomo, aluminio, etc.,

que indican el desgaste de componentes especificos por ejemplo cilindros,

rodamientos, cojinetes en mal estado.

o Contaminantes: mide niveles de silice (polvo), agua, combustible, hollin y

anticongelante, que pueden sefialar problemas en la filtracién, sellos o

combustion.

o Propiedades del Aceite: Mide la viscosidad, niamero total de base (TBN),

numero total de acido (TAN) para evaluar la degradacion del lubricante y su

capacidad para proteger el motor. (Zambrano & Perez, 2021).

Monitoreo de Parametros Operativos (Telemetria / 10T): Los camiones mineros
modernos estan equipados con una gran cantidad de sensores que transmiten
datos en tiempo real a sistemas de gestion de flotas. (Naranjo, s.f.). Se

monitorean parametros como:

o Temperaturas (aceite, refrigerante, gases de escape).

o Presiones (aceite, turbo, combustible).

o Consumo de combustible.

o RPM del motor y carga.

o Cadigos de falla del ECM (Engine Control Module
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¢ Analisis de Vibraciones: Aunque es mas comun en equipos rotativos como
bombas o ventiladores, es posible aplicar a componentes especificos del motor
como turbocompresores o alternadores para detectar desequilibrios o fallas en

rodamientos.

Algunas ventajas del mantenimiento predictivo son la reduccion drastica de
fallas catastrofica que optimizan la vida util de componentes, minimizacion del tiempo
de inactividad no programado y incremento. Las desventajas son la inversion inicial,
la necesidad de personal altamente especializado y la gestion de grandes volumenes

de datos (Big Data).

e Mantenimiento Correctivo (Reactivo): Aunque el objetivo es minimizarlo, el
mantenimiento correctivo es una realidad inevitable. En mineria, una falla
inesperada de un camion puede paralizar una seccidn de la operacién, generando

pérdidas significativas. (Valencia, s.f.). Algunos impactos pueden ser:

o Alto Costos de Reparacién: Las fallas imprevistas a menudo resultan en dafnos

secundarios severos, requiriendo reparaciones mas extensas y costosas.

o Pérdida de Produccion: El tiempo que el equipo esta inactivo impacta

directamente en la capacidad de extraccién y transporte de mineral.

o Riesgos de Seguridad: Algunas fallas pueden comprometer la seguridad del

personal y del equipo.

2.1.8 Principales Kpis de Mantenimiento.

¢ Disponibilidad

La disponibilidad es la medida de tiempo que esta disponible una maquina
para que la use el departamento de produccion quiere decir, que no esté
desactivada para su mantenimiento. En otras palabras, puede describirse como el

periodo de tiempo en que el activo debe estar en funcionamiento. Para calcular la
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disponibilidad, hay que comparar las horas en las que el activo estuvo disponible
con las horas de trabajo planificadas. Esta es la formula para calcular la

disponibilidad: (Caterpillar, Caterpillar Administracién de equipos de mineria, 2019)

Total de Horas—Horas de inactividad (1 )
Total de Horas

Disponibilidad (%) =

Relacién de mantenimiento

La relacién de mantenimiento es una relacién sin dimension de las horas de
trabajo de mantenimiento y reparaciones divididas por las horas operativas de la
maquina. La relacién de mantenimiento directa solo tiene en cuenta las horas de
mano de obra de las 6rdenes de trabajo , es decir, el trabajo directo. Algunos
ejemplos de las horas de mano de obra que no se incluyen en este calculo son el
taller de reparaciones, el Centro de reconstruccion de componentes, etc. La
relacion de mantenimiento "general" incluye todos los elementos de Relacion de
mantenimiento "cargada" mas el personal, la supervision y el tiempo de inactividad.

(Caterpillar, Caterpillar Administracién de equipos de mineria, 2019)

Horas hombre de mantenimiento
y reparacion (2)
Horas de funcionamiento

Relacion de mantenimiento =

Tiempo promedio entre paradas (MBTS)

Es el tiempo de funcionamiento promedio entre todas las interrupciones de
maquinas, sean planificadas o no. Esta es la frecuencia promedio de eventos de
inactividad de los equipos, expresados en horas. EI MTBS es una medida que
combina los efectos de la fiabilidad inherente de la maquina con la eficacia de la
organizaciéon de administracion de mantenimiento para influir en los resultados a
base de evitar que los equipos interrumpan su funcionamiento (Caterpillar,

Caterpillar Administracion de equipos de mineria, 2019)

MTBS =

Horas de funcionamiento
(3)
Paradas totales
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Mantenimiento Predictivo

Consiste en anticipar cuando se puede presentar la falla en un equipo, y
realizar acciones preventivas sin perjuicio a su funcionamiento normal. Estos
controles se realizan de forma periddica, de acuerdo con el tipo de maquina, edad
y condiciones de operacién. El mantenimiento predictivo surge como respuesta a
la necesidad de reducir los costos de los métodos tradicionales de mantenimiento,
preventivo y correctivo, y parte del conocimiento del estado de los equipos. La
dificultad de implantar este tipo de mantenimiento radica en la localizacién de la
variable identificadora y en correlacionar niveles de aceptacion o rechazo de dicha
variable con estados reales de la maquina facilmente medibles. Debe verse
complementado por la utilizacion de técnicas estadisticas a través de la medicion
rigurosa de variables y tratamiento de dichas medidas. El mantenimiento predictivo
basado en el analisis de aceite es un método que ayuda a determinar los periodos
oOptimos de sustitucion del lubricante y las causas que estén originando su
degradacion y contaminacion (Caterpillar, Caterpillar Administracion de equipos de

mineria, 2019)

2.2 Marco Conceptual

2.2.1 Analisis de Aceite en Motores Diésel

Definicion:

El analisis de aceite es una técnica de monitoreo de condicién no invasiva y

predictiva que se enfoca en la extraccion periddica de una pequena muestra de lubricante

de un sistema en operacion para su evaluacién en un laboratorio especializado (Fitch,

2007). Su propdsito principal es determinar la condicién actual del aceite, identificar la

presencia y tipo de contaminantes, y detectar particulas de desgaste metalicas que puedan

indicar una degradacion incipiente o avanzada de los componentes internos de la maquina

(Bloch, & Geitner, 2006).
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En el ambito de los motores Diesel, los cuales operan bajo condiciones de alta
carga, exposicion a ambientes abrasivos y programas de trabajo continuo, el analisis de
aceite se muestra como una herramienta crucial para el mantenimiento, ya que permite
identificar con antelacién anomalias en el funcionamiento y permite la prolongacion de la
vida util de los componentes criticos, reduciendo los costos operativos y mejorando de
manera sustancial la disponibilidad y confiabilidad de la flota (Mobley, 2012). La
implementacién sistematica de esta técnica contribuye directamente a la estrategia de
mantenimiento predictivo, pasando de un enfoque reactivo o basado en el tiempo a uno

basado en la condicion real del activo.

Propiedades del aceite lubricante

El aceite lubricante en un motor diésel cumple funciones multifacéticas esenciales
para su operacion y durabilidad. Estas incluyen la reduccion de la friccion y el desgaste
entre superficies en movimiento, la disipacion del calor generado por la combustion y la
friccion, la suspensioén y transporte de contaminantes como hollin y particulas de suciedad
hacia el filtro, la proteccion contra la corrosion y la herrumbre, y el sellado de las holguras
entre los componentes del motor, como los anillos del piston y las camisas del cilindro.

(Westbrook, 2013).

La eficacia de un aceite lubricante depende de sus propiedades fisico-quimicas
inherentes y de la accion de los aditivos formulados para mejorar su rendimiento. Entre las

propiedades mas relevantes para el monitoreo se encuentran:

e Viscosidad: Es la resistencia del aceite a fluir y es critica para la formacién de una
pelicula lubricante adecuada. Cambios en la viscosidad pueden indicar dilucion por
combustible, contaminacion por agua o degradacién por oxidacion. La viscosidad
se mide tipicamente a 40°C y 100°C para evaluar su comportamiento a diferentes

temperaturas operativas (Fitch, 2007).
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indice de Viscosidad (IV): Refleja la estabilidad de la viscosidad del aceite ante
cambios de temperatura. Un IV alto indica que la viscosidad varia menos con la
temperatura (Schofield, 2010).

Numero Basico Total (TBN): Representa la capacidad del aceite para neutralizar
los acidos formados durante la combustidn, especialmente relevante en motores
diésel debido a la presencia de azufre en el combustible. Un TBN bajo indica el
agotamiento de los aditivos alcalinos y la proximidad al final de la vida util del aceite.
Punto de Inflamacion (Flash Point): Es la temperatura mas baja a la que los vapores
del aceite se encienden momentaneamente en presencia de una llama. Una
disminucioén significativa del punto de inflamacion es un fuerte indicador de diluciéon
por combustible. (Fitch, 2007).

Aditivos: Son componentes quimicos que son afadidos al aceite base para mejorar
sus propiedades. Incluyen detergentes (limpieza), dispersantes (suspensiéon de
hollin), anti-desgaste, antioxidantes para prevenir oxidacion, e inhibidores de
corrosion, entre otros (Westbrook, 2013). También, el analisis de ciertos elementos

como por ejemplo P, Zn, Ca, Mg, B permite monitorear el estado de estos aditivos.

Parametros clave en el monitoreo de condiciones:

Anadlisis de Metales de Desgaste: Esta técnica cuantifica la concentracion de
particulas metalicas submicrométricas suspendidas en el aceite, proporcionando
una huella digital del desgaste de los componentes internos. Los elementos
comunes detectados incluyen hierro (Fe) de camisas de cilindro y engranajes;
cromo (Cr) de anillos de pistdn; aluminio (Al) de pistones y carcasas; cobre (Cu),
plomo (Pb) y estafio (Sn) de cojinetes y bujes. El analisis de tendencias de estos
elementos es crucial para identificar patrones de desgaste y predecir posibles fallas

de componentes especificos (Fitch, 2007)

51



e Andlisis de Contaminantes:

o Silicio (Si): es un indicador primario de la entrada de polvo o suciedad al
motor, generalmente a través de un sistema de filtracion de aire
comprometido. Las particulas de silice son altamente abrasivas y son una
de las principales causas de desgaste en motores diésel (Corporation, s.f.).

o Agua (H;O): La presencia de agua en el aceite puede deberse a
condensacion, fugas de refrigerante o ingreso externo. El agua reduce la
capacidad lubricante del aceite, promueve la oxidacion y puede causar
corrosion y cavitaciéon. Normalmente se puede cuantificar mediante el
método Karl Fischer (Bloch, & Geitner, 2006)

o Hollin (Soot): Son particulas de carbono resultantes de la combustion
incompleta del diésel. Niveles elevados de hollin pueden aumentar la
viscosidad del aceite, acelerar el desgaste abrasivo y causar la obstruccién
de filtros. Se detecta comunmente mediante espectroscopia infrarroja por
transformada de Fourier (FTIR) (Bloch, & Geitner, 2006)

o Combustible (Dilucidn por Combustible): La presencia de diésel no
quemado en el aceite reduce significativamente su viscosidad,
comprometiendo la capacidad de la pelicula lubricante y aumentando el
desgaste. Se detecta por la disminucion del punto de inflamacién o
mediante cromatografia de gases (Fitch, 2007)

o Glicol (Anticongelante): La deteccién de glicol, a menudo acompanada de
sodio (Na) y potasio (K), es un signo inequivoco de fuga del sistema de
refrigeracion al carter. El glicol degrada severamente el aceite y puede

formar lodos perjudiciales (Corporation, s.f.)

Interpretacion de Resultados:

La verdadera potencia del analisis de aceite esta en la interpretacién experta de los
resultados, no solo en la obtencién de datos (Fitch, 2007). Esta interpretacion se basa
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principalmente en el andlisis de tendencias, donde se monitorean los cambios en los
parametros a lo largo del tiempo con la finalidad de identificar desviaciones significativas
de los valores normales o de linea base. Los valores de alerta y criticos se establecen en
funcién del tipo de motor, las recomendaciones del fabricante, el historial operativo del

equipo y los estandares de la industria (Mobley, 2012)

La correlacion entre diferentes parametros es vital para un diagnéstico preciso. Por
ejemplo, un aumento simultaneo de hierro (Fe) y silicio (Si) pudiera indicar un desgaste
abrasivo severo debido a la entrada de polvo; mientras que una disminucién de la
viscosidad junto con una caida del punto de inflamacién sugiere dilucién por combustible.
La interpretacion debe considerar las horas de operacion del aceite y del motor, las
condiciones ambientales, la calidad del combustible y cualquier evento de mantenimiento
reciente que pueda influir en los resultados. La deteccién temprana de estas desviaciones
permite programar intervenciones correctivas antes de que se produzca una falla
catastréfica, optimizando la gestiéon de la vida util de los componentes y la operacion

general de los camiones mineros.

Figura 22

Toma de aceite de motor

Nota: CAT
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2.2.2 Sistema de informacién vital del motor (VIMS):

Para poder lograr una prediccion de fallas de motores, es necesario tener un
sistema integrado de monitoreo a bordo. En ese escenario, el Sistema de Informacién Vital
del Motor (VIMS, por sus siglas en inglés, Vital Information Management System) de
Caterpillar es una herramienta fundamental. El VINS es un sistema electrénico de
monitoreo y diagnostico de equipos, recopila analiza y comunica datos operativos y de
condicién de tiempo real, tales como la condicién del motor, transmisién, sistemas

hidraulicos, entre otros. (Caterpillar, 2018)

El objetivo principal del sistema VIMS es proporcionar a los operadores y a todo le
personal de mantenimiento, informacién que permita identificar con antelacion problemas
que puedan escalar a fallas mayores, también sirve para optimizar el rendimiento del
equipo y aumentar la seguridad operativa. VIMS trabaja a través de una red de sensores
que estan distribuidos a lo largo del camién, estos miden continuamente parametros
criticos como las temperaturas de los fluidos, velocidades, flujo de combustible,

vibraciones, etc. (Caterpillar, 2018)

Las funcionalidades clave del sistema VIMS que lo hacen relevante para la el

mantenimientos predictivos en motores diésel incluyen:

¢ Monitoreo en Tiempo Real: El VIMS recolecta informacion a alta frecuencia, esto
permite detectar instantaneamente valores fuera de rango lo cual es importante para
poder identificar cambios en el rendimiento o condiciones que pueden indicar una falla
inminente. (Caterpillar, 2018)

e Capacidad de Registro de Datos: El sistema almacena un historial detallado de
indicadores operativos y eventos de la maquina. Esto permite el analisis de tendencias
a largo plazo, también la reconstruccién de eventos que llevaron a una falla y el

resultado de intervenciones de mantenimiento (CAT, 2022). Los datos registrados

54



pueden descargarse y analizarse utilizando software especifico, como VIMS PC, para
obtener informes detallados y graficos de rendimiento.

o Generacion de Advertencias y Alarmas: VIMS esta programado para trabajar con
limites nifios y maximos para cada indicador. Cuando un valor se aproxima o excede
estos limites, el sistema genera advertencias para el operador, estas pueden ser
visuales o auditivas. Incluso en cas (Caterpillar, 2018) Esta jerarquia de alertas facilita
la priorizacion de las acciones de mantenimiento.

o Deteccion de Eventos: El VIMS es capaz de archivar eventos especificos, los cuales
son ocurrencias que se originan cuando se exceden los limites de operaciéon o que
indican un funcionamiento anémalo. Estos eventos se registran con fecha y hora,
ademas de un recopilado de los datos en el momento del evento, lo que servira para
su diagndstico. (Caterpillar, 2020).

e Integracion con Otros Sistemas: El VIMS es capaz de integrarse con la red de
comunicaciones de la maquina y permitiéndole interactuar con otros mdédulos de

control electrénicos del motor, la transmisién y los sistemas hidraulicos.

En el contexto del mantenimiento predictivo de motores Diesel, el VIMS brinda
informacion esencial sobre el estado del motor, tales como, temperatura de escape,
presiones de aceite, velocidades del motor y cargas, las cuales, al ser analizadas en
conjunto con otras técnicas de monitoreo como el analisis de aceite, logran mostrar el
estado de salud del motor. Con lo mencionado, se prueba lo esencial de contar con esta

herramienta para el desarrollo de algoritmos de prediccién de fallas.
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Figura 23

Controlador VIMS

Nota: CAT

2.2.3 Camion minero CAT 797F

Para un mayor entendimiento del contexto operativo de los camiones mineros es
necesario poder explicar la maquina sobre la cual se enfoca el trabajo. El camion Caterpillar
797F es un camion de acarreo minero Ultraclass, que esta disefiado para trabajo de
movimiento en minas de tajo abierto. Este modelo se impone en la vanguarda de los
modelos CAT en cuestiéon de capacidad de carga, tecnologia, eficiencia y durabilidad, por
lo que es un equipo muy utilizado a nivel mundial. (Caterpillar, 2024). Su seleccién como
plataforma de estudio permite analizar la prediccion de fallas en un escenario de alta
exigencia y con implicaciones significativas para la productividad de las operaciones

mineras.
Las caracteristicas principales del camién minero Cat 797F son:

e Capacidad de Carga Util: EI camiéon 797F tiene una carga Util nominal de 363

toneladas métricos 0 400 toneladas cortas, por lo que es uno de los camiones mas

56



grandes dentro de la industria. (Caterpillar, 2024). Esta capacidad exige una
robustez estructural y una potencia de motor alto.

Motorizacion: Cuenta con un motor Diesel Caterpillar C175-20, un motor de 20
cilindros en configuracion tipo V, ademas de tener una potencia bruta de 2.983 kW
(4.000 hp) (Caterpillar, 2024).Este motor es sometido a altas temperaturas y cargas
mecanicas extremas durante su vida de operacion, por lo que también es el foco
principal de fallas. Su complejidad y potencia hace que sea necesario un monitoreo
constante de su estado de salud.

Tren de Potencia Integrado: El 797F cuenta con un tren de potencia mecanico,
disefado por Caterpillar, este tren cuenta con una transmision de 7 velocidades con
un control secundario. Esta configuracion brinda una transferencia de potencia al
suelo 6ptima, ademas de una excelente capacidad de subida.(Caterpillar, 2024)
Tecnologia a Bordo: El camidn 797F incorpora una avanzada tecnologia de
monitoreo y diagndstico, que incluye el Sistema de Informacién Vital del
Motor(VIMS), la informacion que transmite el controlador es esencial para
recoleccién de datos en tiempo real que se aplicaran en el presente trabajo

(Caterpillar, 2024).

La comprension del entorno de trabajo del camiéon 797F, es importante para poder

contextualizar las técnicas de analisis de aceite y el monitoreo de condiciones a traves de

2.2.4 Vida Util y Desgaste del motor C175

La vida util de los componentes en un camiéon minero como el Caterpillar 797F es

un factor critico que influye directamente en la disponibilidad operativa, los costos de

mantenimiento y la planificacion de la produccién en la industria minera. A diferencia de un

equipo de menor escala, los componentes de estos gigantes estan disefiados para operar

bajo condiciones de estrés extremo y cargas continuas, lo que dicta ciclos de vida

especificos y requiere un monitoreo constante para predecir su eventual desgaste y falla
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(Caterpillar, 2024). Comprender estos ciclos y los factores que los afectan es fundamental

para el desarrollo de modelos predictivos de fallas.

La vida util esperada de los componentes principales se estima a partir de la
experiencia del fabricante, datos histéricos de operacién de flotas y analisis de fallas. Sin
embargo, factores como las condiciones ambientales (altas temperaturas, polvo, altitud),
la severidad de la aplicacion (distancia de acarreo, pendientes, material transportado), las
practicas operativas (ej., habitos de conduccioén) y la calidad del mantenimiento (ej.,
lubricacion, filtracion) pueden acortar o prolongar significativamente esta vida util

proyectada (Mobley, 2012).

Para el motor C175-20, su vida util hasta el primer reacondicionamiento mayor
(major overhaul) o reemplazo puede variar, pero tipicamente se mide en horas de
operacion del motor. Para motores de este calibre en aplicaciones mineras pesadas, un
objetivo puede ser de 15,000 a 25,000 horas, o incluso mas con programas de monitoreo
y mantenimiento proactivo. La vida util estd directamente ligada a la eficiencia de la
combustién, la calidad de la lubricacion, la gestién térmica y el control de contaminantes

(Caterpillar, 2024).

Figura 24

Motor C175-20

NOTA: Foto propia
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Capitulo lll. Desarrollo del trabajo de investigacion.

A partir de la informacion previa del marco tedrico y conceptual, se procede a la
parte empirica de la investigaciéon. Para ello se utilizé dos fuentes principales de
informacién: la data recopilada de los analisis de aceite de motor enviados al laboratorio;
y la data del controlador del equipo VIMS, que adquiere datos en tiempo real de eventos o
condiciones fisicas del equipo. Toda esta informacion esta gestionada en la plataforma
Google Cloud Platform (GSP) y la informacién de ambas fuentes esta ligada al numero se
serie del camién y la fecha. Estas son ordenadas segun algunos datos descriptivos de
relevancia como la operacion minera, el tipo de motor y principalmente la codificacién del

motor estudiado.

Figura 25

Diagrama de flujo de desarrollo de trabajo de suficiencia.
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Nota: elaboracién propia
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3.1 Recopilacién de datos

3.1.1 Datos Descriptivos

Son los datos descriptivos que nos permite saber informacién relevante del motor

que se esta analizando, para ello estamos utilizando las siguientes variables:

Tabla 3:

Datos descriptivos del motor

Variable Descripcion
OPERACION Operacion donde se encuentra el equipo que el motor esta
montado
CONFIG_OPERACION Tipo de Configuracion del equipo
FLAG_ULTIMO_REGISTRO Muestra el valor de “1” al ultimo registro del motor, caso contrario

muestra el valor de “0”.

TIPO_MOTOR Muestra los 2 tipos de motor con configuracion HA a analizar, “4x2”
y “4x4”.

NOMBRE_EQUIPO Nombre del equipo donde esta montado el motor

MTR Caodificacién del motor a analizar

HORAS_ACUMULADAS Es las horas del motor durante el muestreo de los datos.

Nota: elaboracion propia

3.1.2 Analisis de aceite de motor

Como lo mencionado en el marco conceptual, el analisis de aceite de motor es una
herramienta de monitoreo del estado del motor, permite detectar problemas de desgaste a
través del analisis de muestras de aceite en laboratorio donde se busca de particulas,
contaminantes y otros indicadores de problemas potenciales. Para nuestro proyecto se
toma muestras mensuales de cada camion y se envian a los laboratorios de Ferreyros en

Lima para su analisis, el cual mide las variables mencionadas en la Tabla 4.
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Tabla 4

Tabla de datos del analisis de aceite de motor

Variable Descripcion

SOS_FE_ACUM Variable que muestra la cantidad acumulada de particulas por millén de
Hierro(Fe)

SOS_PB_ACUM Variable que muestra la cantidad acumulada de particulas por millén de
Plomo(Pb)

SOS_NA_ACUM Variable que muestra la cantidad acumulada de particulas por millén de
Sodio(Na)

SOS_SI_ACUM Variable que muestra la cantidad acumulada de particulas por millén de

Silicio(SI)

SOS_CU_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Cobre(Cu)

SOS_CR_ACUM:

Variable que muestra la cantidad acumulada de particulas por millén de
Cromo(Cr)

SOS_NI_ACUM:

Variable que muestra la cantidad acumulada de particulas por millén de
Niquel(Ni)

SOS_OXID_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
oxido

SOS_NIT_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
nitrato

SOS_VISC100_ACUM

Variable que acumula la cantidad de eventos de Viscosidad alta.

SOS_SN_ACUM

Variable que muestra la cantidad acumulada de particulas por millon de
Estaio(Sn)

SOS_TBN_ACUM

Variable que mide el numero total de bases de viscosidad.

SOS_AL_ACUM Variable que muestra la cantidad acumulada de particulas por millén de
Aluminio(Al)

SOS B ACUM Variable que muestra la cantidad acumulada de particulas por millén de
Boro(B)

SOS_CA_ACUM Variable que muestra la cantidad acumulada de particulas por millén de

Calcio(Ca)

SOS_MG_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Magnesio(Mg)

SOS_MO_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Molibdeno(Mo)

SOS_P_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Fosforo(P)

SOS_SUL_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Sulfato

SOS_ZN_ACUM

Variable que muestra la cantidad acumulada de particulas por millén de
Zinc(Zn)

SOS_K_ACUM

Nota: elaboracion propia

Variable que muestra la cantidad acumulada de particulas por millén de
Potasio(K)
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3.1.3 VIMS

Como lo explicado en el marco conceptual. Dentro de los camiones 797F se

encuentra el controlador VIMS, este controlador recolecta diferentes datos de presion,

temperatura y niveles de aceite y lubricante del motor. Estos datos son almacenados

diariamente para cada camion de manera automatica en la nube y utilizados para realizar

analisis predictivos. Para el siguiente trabajo de suficiencia, se estara tomando las

variables presentes en la Tabla 5

Tabla 5

Tabla de datos de VINS

Variable

Descripcion

LOW_ENG_OIL_PRS_L1_CNT

Es un acumulador de baja presion de aceite de motor, cuando
supera el nivel bajo

LOW_ENG_OIL_PRS_L2 _CNT

Es un acumulador de baja presion de aceite de motor, cuando
supera el nivel medio

LOW_ENG_OIL_PRS_L3_CNT

Es un acumulador de baja presion de aceite de motor, cuando
supera el nivel alto

ENG_OIL_FILT_REST_W_CNT

Es un acumulador de evento de restriccion de filtro de aceite
de motor

LOW_ENG_PREL_PRS_L1_CNT

Es un acumulador de baja presion de prelubricacion de motor,
cuando supera el nivel bajo

LOW_ENG_PREL_PRS_L2_CNT

Es un acumulador de baja presion de prelubricacion de motor,
cuando supera el nivel medio

LOW_ENG_PREL_PRS_L3_CNT

Es un acumulador de baja presion de prelubricacion de motor,
cuando supera el nivel alto

ENG_PRELUBE_CNT

Son contadores acumulativos de Override Prelube

HI_ENG_OIL_TMP_L1_CNT

Es un acumulador de alta temperatura de aceite de motor,
cuando supera el nivel bajo

HI_ENG_OIL_TMP_L2_CNT

Es un acumulador de alta temperatura de aceite de motor,
cuando supera el nivel medio

HI_ENG_OIL_TMP_L3_CNT

Es un acumulador de alta temperatura de aceite de motor,
cuando supera el nivel alto

HI_ENG_COOL_TMP_L1_CNT

Es un acumulador de alta temperatura de refrigerante de
motor, cuando supera el nivel bajo

HI_ENG_COOL_TMP_L2_CNT

Es un acumulador de alta temperatura de refrigerante de
motor, cuando supera el nivel medio

HI_ENG_COOL_TMP_L3_CNT

Es un acumulador de alta temperatura de refrigerante de
motor, cuando supera el nivel alto

62



ENG_OVRSPD_CNT

Es un acumulador de eventos de sobrevelocidad de motor

OIL_LEVEL_LOW_MARK_N3_CNT

Es un acumulador de eventos de bajo nivel de aceite de motor

OIL_LEVEL_ADD_MARK_CNT

Es un acumulador de eventos de afiadir aceite de motor

LOW_COOL_TMP_CNT

Es un acumulador de eventos baja temperatura de
refrigerante

HI_TURBIN_TEMP_1_CNT

Es un acumulador de alta temperatura de turbo N1 del motor

HI_TURBIN_TEMP_2_CNT

Es un acumulador de alta temperatura de turbo N2 del motor

HI_TURBIN_TEMP_3_CNT

Es un acumulador de alta temperatura de turbo N3 del motor

HI_TURBIN_TEMP_4_CNT

Nota: elaboracion propia

3.2 Filtracion de datos

Es un acumulador de alta temperatura de turbo N4 del motor

Con la finalidad de poder enfocar el trabajo de suficiencia a una muestra en

particular, se ha realizado la siguiente condicion para los datos a analizar:

Se toma solo motores CAT 797F con la configuracion High Altitud

o Considera motores que fueron desmontados de manera correctiva y no de manera

preventiva.

e Se consideran motores que estuvieron mas de 500 horas instalados en el camién

e Se considera motores que tuvieron algun evento antes de falla y no por situaciones

imprevistas(accidentes)

o La clase FALLA se considera como O(No falla) cuanto se encuentra desde de las

500 horas de inicio hasta 1000 horas antes de su ultimo registro y "1"(Falla) cuando

se encuentra a desde 1000 horas antes del ultimo registro hasta el ultimo registro.

o Se trabajo manualmente la cantidad de datos con la finalidad de poder balancear

la clase FALLA.

Con estas restricciones se asegura que el algoritmo pueda tener en cuenta

solamente los eventos donde el motor ha sufrido una falla y no por otros aspectos fortuitos.
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3.3 Preprocesamiento de datos

Este paso se centr6 en la adquisicion de las librerias de Python a utilizar y la

limpieza de los datos. En primer lugar, se realiza el llamado a las librerias de Python

enfocadas en el aprendizaje supervisado, que se utilizara en el proyecto.

Figura 26

Librerias de Python a utilizar

#1.1

import

Logd Libraries
import math

import numpy

import
import
# Load

from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from
from

seaborn as sns

as np

pandas as pd
matplotlib.pyplot as plt
sklearn

sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.
sklearn.

preprocessing import StandardScaler
model_selection import train_test_split
model_selection import KFold|

model_selection import cross_val_score
model_selection import GridSearchCv, GroupKFold
metrics import classification_report

metrics import confusion_matrix

metrics import accuracy_score

pipeline import Pipeline

linear_model import LogisticRegression

tree import DecisionTreeClassifier

neighbors import KNeighborsClassifier
discriminant_analysis import LinearDiscriminantAnalysis
naive_bayes import Gaussianhgs

svm import SVC

ensemble import AdaBoostClassifier

ensemble import GradientBoostingClassifier
ensemble import RandomForestClassifier

ensemble import ExtraTreesClassifier

metrics import roc_curve

metrics import precision_score, recall_score, f1_score
metrics import precision_recall_curve, auc

import warnings
warnings.filterwarnings( ignore’)

En segundo lugar, Una vez ingresado las librerias se procede a cargar la base de

datos con la informacién de los motores descargada de las fuentes mencionadas

anteriormente: Datos descriptivos, Analisis de aceite y data VIMS con la funcién read_csv.

Figura 27

Carga de base de datos

# Load dat

aset

filename="datos_tesis_final_32.csv"
dataset = pd.read_csv(filename, sep=';')
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En tercer lugar, es relevante revisar la distribucién de la clase sea balanceada o no,

con la finalidad de aplicar los algoritmos necesarios, para ello utilizamos el siguiente cédigo

Figura 28

Analisis de distribucion de clases

dataset2.groupby( 'FALLA').size()

FALLA

0 6189

1 6637
dtype: int64

Con el codigo anterior se observa que, de los 12826 datos, 6637 son considerados
como falla y 6189 como no falla. Por lo que la clase llamada “FALLA” se encuentra
balanceada. Es prioritario revisar esto, ya que una data desbalanceada genera modelos
sesgados que clasifican errébneamente la clase minoritaria y dan como resultado un

desempefio de clasificacion deficiente

En ultimo lugar se revisara si dentro de la data existen valores vacios o NaN, para

ello se utiliza el siguiente cédigo.

Figura 29

Algoritmo para busca de valores NaN

1 a1 e Ml
#ouscar Valores Nal

print{dataset2.isnull().sum(})

Con este cédigo pudimos revisar que la base de datos no cuenta con valores NaN.
Esta revisidon es importante debido a que si existiera algun valor NaN nos puede impedir la

aplicacion de la mayoria de los algoritmos.
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3.4 Resumen Estadistico

En esta etapa se revisara los datos de manera analitica y grafica.

3.4.1 Fase Analitica:

En primer lugar, para la parte analitica se puede echar un vistazo al resumen

estadistico de cada atributo, esto incluye la media, valores minimos y maximo, asi como

algunos percentiles. Para ello se utiliza el siguiente codigo.

Figura 30:

Resumen analiticos de los datos

#Descripcion estadistico
pd.set_option('display.precision’, 3)
dataset2.describe()

HORAS_ACUMULADAS SOS_FE_ ACUM SOS_PB_ACUM SOS_NA ACUM SOS_SI_ACUN

count
mean
std
min
25%
50%
75%

max

8 rows x 47 columns

12826.000
9370.887
4226.199

0.000
6148.873
9399.216

12534.425

20097.437

12826.000
297.858
320.532

0.000
0.000
185.500
511.000
1542.000

12826.000
8.862
10.469
0.000
0.890
6.000
12.000

66.030

12826.000
113.304
195.606

0.000
0.000
35.000
125.000
1395.000

12826.00
156.91
152.73

0.00
33.00
124.00
233.00
974.45

La tabla resultante presenta las estadisticas descriptivas de las horas acumuladas

del motor, ademas de la concentracion de elementos en el aceite, obtenidas del analisis

de la data global. Tomando como ejemplo las columnas mostradas, estas representan:

HORAS_ACUMULADAS (horas de operacion del motor), SOS_FE_ACUM (hierro

acumulado en el aceite, en ppm), SOS_PB_ACUM (plomo acumulado en el aceite, en

ppm), SOS_NA_ ACUM (sodio acumulado en el aceite, en ppm), y SOS_SI_ACUM (silicio

acumulado en el aceite, en ppm). Y se puede sacar las siguientes conclusiones:
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Horas acumuladas:

Conteo (count): Se observa un total de 12,826 registros, lo que indica un tamario de

muestra considerable para el estudio.

Media (mean): La media de horas acumuladas es de aproximadamente 9,370 horas,
sugiriendo que la mayoria de los motores en la base de datos han operado durante un
tiempo considerable, abarcando una parte significativa de su vida util esperada antes

de un reacondicionamiento mayor.

Desviacion Estandar (std): Con una desviacién estandar de 4,226 horas, existe una
variabilidad considerable en las horas de operacion entre las muestras, lo cual es

beneficioso para capturar diferentes etapas de desgaste de los componentes.

Minimo (min): El valor minimo es 0 horas, lo que puede corresponder a registros

iniciales o de motores recién instalados/reacondicionados.

Maximo (max): El valor maximo alcanza 20,097 horas, lo cual es un indicativo de
motores que han estado en servicio por un periodo muy extendido, probablemente

acercandose o superando su vida util esperada entre reacondicionamientos.

Percentiles (25%, 50%, 75%): Los percentiles (6,148, 9,399 y 12,534 horas,
respectivamente) muestran una distribucion relativamente simétrica alrededor de la
media, aunque el 50% (mediana) estda muy cerca de la media, sugiriendo una

distribucion de horas que puede ser cercana a la normal o ligeramente sesgada.

Concentraciones de Elementos de Desgaste:

Hierro Acumulado (SOS_FE_ACUM): La concentracion media de hierro es de
297ppm, con un maximo de 1542 ppm. La alta desviacion estandar (320 ppm) y la
diferencia entre la mediana (185. ppm) y la media indican una distribucion sesgada a

la derecha, con la presencia de valores atipicos (outliers) altos que sugieren eventos
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de desgaste significativo en algunos casos. El hierro es un indicador primario del

desgaste de componentes como camisas de cilindro, anillos de pistén y engranajes.

Plomo Acumulado (SOS_PB_ACUM): La media de plomo es 8.86 ppm, con un
maximo de 66.03 ppm. Similar al hierro, la desviacion estandar (10.45 ppm) es alta en
relacion con la media, y la mediana (6 ppm) es inferior a la media, lo que también
sugiere una distribucion sesgada y la presencia de eventos de desgaste de cojinetes

(que a menudo contienen plomo) en algunos registros.

Sodio Acumulado (SOS_NA_ACUM): Con una media de 113.30 ppm y un maximo de
1395 ppm, el sodio es un fuerte indicador de contaminacion por anticongelante. La
enorme desviacién estandar (195.6 ppm) y la diferencia entre la media y la mediana
(35 ppm) revelan que, si bien muchos registros pueden tener niveles bajos de sodio,
existe un numero considerable de casos con alta contaminacién por glicol, lo que

representa un riesgo significativo de falla del motor.

Silicio Acumulado (SOS_SI_ACUM): La media de silicio es 156.91 ppm, alcanzando
un maximo de 974.45 ppm. La desviacion estandar (152.73 ppm) también es elevada,
y la mediana (124 ppm) es menor que la media, indicando una distribucién sesgada
con picos de contaminacién por polvo. El silicio es un abrasivo critico que, cuando
entra al motor (generalmente por problemas en el filtro de aire), acelera drasticamente

el desgaste interno

En segundo lugar, se aplica la verificacion y confirmacién de los tipos de datos de

cada variable. Esta etapa asegura que las variables sean interpretadas correctamente por

los algoritmos de aprendizaje automatico y que las operaciones subsecuentes (como

célculos numéricos o manipulacién de datos) se realicen de manera adecuada (Provost,

2013). Para la data, se examinaron los tipos de datos de cada columna, revelando una

combinacion de tipos numéricos adecuados para el analisis cuantitativo.
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Figura 31

Muestreo del tipo de datos.

dataset2.dtypes

SOS_AL_ACUM float64
S0S_B_ACUM float64
SOS_CA_ACUM float64
S0S_MG_ACUM float64
SOS_MO_ACUM float64
S0S_P_ACUM float64
S0S_SUL_ACUM float64
S0S_ZN_ACUM float64
S0S_K_ACUM float64
LOW_ENG_OIL_PRS_L1_CNT int64
LOW_ENG_OIL_PRS_L2_CNT int64
LOW_ENG_OIL_PRS_L3_CNT int64
ENG_OIL_FILT_REST_W_CNT int64
LOW_ENG_PREL_PRS_L1_CNT int64
LOW_ENG_PREL_PRS_L2 CNT int64
LOW_ENG_PREL_PRS_CNT int64
ENG PRELUBE CNT int64

Los tipos de datos identificados son coherentes con la naturaleza de las variables

recopiladas del analisis de aceite de motor y del sistema VIMS.

Andlisis de aceite de motor: La mayoria de las variables de analisis de aceite, como

SOS_AL_ACUM (aluminio acumulado), SOS_B _ACUM (boro acumulado),
SOS_CA_ACUM (calcio acumulado), SOS_MG_ACUM (magnesio acumulado),
SOS_MO_ACUM (molibdeno acumulado), SOS_P_ACUM (fésforo acumulado),
SOS_SUL_ACUM (azufre acumulado), SOS_ZN_ACUM (zinc acumulado) vy
SOS_K_ACUM (potasio acumulado), se han detectado como float64. Este tipo de dato
de punto flotante de doble precision (64 bits) es apropiado para representar
concentraciones de elementos en partes por millén (ppm) o cualquier otra medida que
requiera valores decimales. La precision de float64 es suficiente para la granularidad

de los datos de analisis de aceite, evitando pérdidas de informacion

VIMS: Las variables relacionadas con el controlador del sistema VIMS, tales como
LOW_ENG_OIL_PRS L1 _CNT, LOW_ENG_OIL_PRS L2 CNT,

LOW_ENG_OIL_PRS_L3_CNT (contadores de eventos de baja presion de aceite del
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motor en diferentes niveles de advertencia), ENG _OIL FILT REST W_CNT
(contador de restriccion del filtro de aceite del motor),
LOW_ENG_PREL_PRS_L1_CNT, LOW_ENG_PREL_PRS_L2_CNT (contadores de
baja presién de pre-lubricacion) y ENG_PRELUBE_CNT (contador de ciclos de pre-
lubricacion), se han identificado como int64. Este tipo de dato de entero de 64 bits es
idéneo para representar conteos discretos, ya que estas variables registran el nimero

de veces que un evento especifico ha ocurrido, sin fracciones

La correcta asignacion de tipos de datos es un paso importante en la fase de
preprocesamiento, ya que garantiza que las transformaciones de datos, la deteccion de
valores atipicos y, en ultima instancia, los algoritmos de aprendizaje automatico se
apliquen de manera efectiva. La homogeneidad de los datos numéricos (float64 e int64)
dentro de sus respectivas categorias indica un conjunto de datos limpio y listo para las

etapas subsiguientes de analisis y modelado.

3.4.2 Fase Grafica

Después de la verificacion de los tipos de datos y el analisis de estadisticas
descriptivas, se va a realizar la visualizacion de la distribucidn de cada variable en el
analisis exploratorio de datos (AED). Para el grafico univariado, los histogramas permiten
observar la forma de la distribucién de una variable, identificar la presencia de sesgos,
valores atipicos, multimodalidades y la concentracion de datos en rangos especificos.
(VanderPlas, 2016). Para este estudio, se generaron histogramas para todas las variables
numericas en lavase de datos utilizando la libreria Matplotlib en Python, con el objetivo de

comprender mejor las caracteristicas individuales de cada serie de datos de monitoreo.

La Figura 31 presenta una seleccién representativa de los histogramas generados,
mostrando la distribucién de las horas de operacidon, diversas concentraciones de

elementos de analisis de aceite (acumulados) y contadores de eventos del sistema VIMS.

70



Figura 32:

Histograma de los datos.

#histograma

# histograms - Matplotlib

fig = plt.figure(figsize = (20,20))

ax = fig.gca()

dataset2.hist(ax=ax)

plt.show()

#N: validar la data que este dentro del rango esperado.
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El analisis de los histogramas revelé patrones de distribucion especificos para cada

variable, ofreciendo informacion valiosa sobre el comportamiento de los parametros del

motor, los datos de analisis de aceite en el conjunto de datos y los contadores de eventos

del VIMS:

Horas Acumuladas: Muestra una forma bimodal o al menos una distribucién con picos
en diferentes rangos de horas. Se observa una concentracion significativa de registros
en rangos de horas tempranas (entre a 6000 a 8000 horas) que significa

principalmente fallas de fabrica o de mantenimiento. y otra concentracion en rangos
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de horas mas avanzadas (desde los 1200 a 14000) y luego una cola extendida hacia
la derecha a 20000, que indica que hay motores que estan operando cerca o mas alla
de su vida util esperada (16000 horas) entre reacondicionamientos, lo cual es crucial

para la prediccion de fallas.

Analisis de aceite: La mayoria de los histogramas de metales de desgaste y aditivos
exhiben una distribucion altamente sesgada a la derecha. Esto significa que la gran
mayoria de los valores se concentran en niveles bajos (cerca de cero), lo cual es
esperable y deseable, ya que indica que, en la mayoria de los casos, los motores
operan sin un desgaste anormal significativo o una contaminacion severa; y con una
cola larga y delgada que se extiende hacia valores altos, estos valores representan
eventos de desgaste o contaminacién elevados que podrian ser indicativos de una
anomalia incipiente o de una falla en desarrollo. La escasez de estos valores altos
resalta su importancia como posibles indicadores de problemas. La marcada asimetria
de estas distribuciones sugiere que técnicas de transformacion de datos podrian ser
necesarias durante el preprocesamiento para mejorar el rendimiento de ciertos

algoritmos de aprendizaje automatico

Contadores de eventos VIMS: Practicamente todos los contadores de eventos del
VIMS muestran una distribucion extremadamente sesgada a la derecha, con una
inmensa mayoria de los registros en cero o en valores muy bajos. Estos valores en
cero o bajos son positivos, ya que indica que la mayoria de las veces los camiones
operan dentro de los parametros esperados y las advertencias o fallas no se activan
frecuentemente. Los pocos casos con conteos elevados de eventos son criticos. Estos
representan situaciones donde los limites de advertencia o falla fueron superados
repetidamente, que pueden sefialar problemas graves y persistentes. Estos valores
son importantes para la prediccion de fallas y pueden ser indicativos de la proximidad
a una falla critica. Debido a que son datos discretos es necesario usar modelos que
manejen datos dispersos.
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o Variable objetivo “Falla”: Es una variable binaria de distribucion balanceada de clases,
donde la clase "No Falla" es ligeramente predominante a la clase "Falla". Esta
caracteristica del conjunto de datos requerira técnicas especificas para manejar el

ligero desbalance de clases durante el entrenamiento del modelo.

Para el grafico multivariado, se opt6é por una grafica de correlacion La Figura 32
presenta un mapa de calor donde cada celda representa el coeficiente de correlacion de
Pearson entre dos variables. El color de cada celda indica la fuerza y direccién de la

correlacion, de acuerdo con la barra de color a la derecha:

o Amarillo brillante (cercano a 1): Indica una correlacion positiva fuerte, es decir, cuando

una variable aumenta, la otra también tiende a aumentar de manera proporcional.

¢ Verde (cercano a 0): Sugiere una correlacién débil o nula, lo que significa que no hay

una relacion lineal clara entre las variables.

e Pdrpura oscuro (cercano a -1): Representa una correlaciéon negativa fuerte, lo que

implica que cuando una variable aumenta, la otra tiende a disminuir.
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Figura 33

Grafica de correlacion de los atributos.

#correlacion entre atributos

# Convert non-numeric columns to NaN, then drop them
numeric_dataset = dataset2.apply(pd.to_numeric, errors='coerce')
# Drop columns with all NaN values

numeric_dataset = numeric_dataset.dropna(axis=1, how='all")

fig = plt.figure(figsize=(15,15))
ax = fig.add_subplot(111)
cax = ax.matshow(numeric_dataset.corr(), vmin=-1, vmax=1, interpolation='none')

fig.colorbar(cax)

plt.show()
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El mapa de calor proporciona informacion crucial para la seleccion de

caracteristicas y el disefio del modelo predictivo:
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Correlaciones Positivas::

o Variables de Analisis de Aceite: Es probable que los elementos de desgaste como Fe,

Cu, Al, Pb y algunos contaminantes o aditivos como Si y Na, muestren correlaciones
positivas entre si, especialmente a medida que el motor acumula horas o experimenta
un desgaste generalizado. Un aumento en un tipo de particula de desgaste podria
estar asociado con el aumento de otras, si el desgaste afecta multiples componentes

0 si hay una progresion de fallas.

e Contadores de Eventos VIMS: Los contadores de eventos VIMS como los distintos

niveles de advertencia de presion de aceite o temperatura, tienden a estar altamente
correlacionados entre si. Por ejemplo, si la presion de aceite baja al Nivel bajo, es
probable que también alcance el Nivel medio o alto si el problema persiste, generando

una correlacion fuerte entre estos contadores.

Correlaciones Nulas:

e Existen muchas celdas en color verde, indicando una correlacion lineal baja o
inexistente entre pares de variables. Esto es importante porque sugiere que estas
variables pueden proporcionar informacién independiente y complementaria al
modelo predictivo, evitando la redundancia. Por ejemplo, el contador de eventos
de sobrevelocidad del motor no tiene ninguna correlacion lineal con la

concentracién de un metal de desgaste especifico

Correlaciones Negativas

¢ Si bien menos predominantes en la visualizacion general, la presencia de celdas
en tonos purpuras indicaria correlaciones negativas. Por ejemplo, el Numero
Basico Total (TBN) del aceite se correlaciona negativamente con variables que
indican la degradacion del aceite o el aumento de acidos, como la oxidacion. A

medida que la oxidacion aumenta, el TBN disminuye

75



3.5 Creacion del conjunto de datos para entrenamiento y validacion.

Es importante recalcar que debido a que se esta trabajando con datos globales

divididos en subconjuntos donde cada uno de ellos representan un motor a lo largo del

tiempo, se realizara la seccion utilizando como base la cantidad de motores, no la cantidad

de datos. Para poder crear los conjuntos de datos para entrenamiento y validacion se

tomara la proporcién recomendada de 80 y 20, es decir del total de motores, el 80% fue

utilizado para el entrenamiento y el otro 20% para la validacion, por lo siguiente:

Evitar el sobreajuste, si un modelo se entrena y evalla sobre el mismo conjunto
de datos, es probable que memorice los datos de entrenamiento, incluyendo el
ruido y las particularidades especificas de esa muestra. Al reservar un 20% de los
datos para validacion, se simula la aplicacion del modelo a situaciones nuevas,
permitiendo medir qué tan bien generaliza los patrones aprendidos a datos que no

ha visto durante el entrenamiento.

Balance entre Aprendizaje y Evaluacion, al escoger mayor proporcién para el
entrenamiento permite que el modelo tenga suficientes ejemplos para aprender los
patrones subyacentes en los datos. Un conjunto de entrenamiento demasiado
pequeio podria llevar a un "subajuste" (underfitting), donde el modelo es
demasiado simple y no logra capturar la complejidad de las relaciones en los datos.
Por otro lado una proporcion del 20% suele ser suficiente para tener una muestra
representativa de los datos que no se usaron en el entrenamiento Un conjunto de
validacién demasiado pequeno podria no ser estadisticamente significativo o no
representar adecuadamente la variabilidad de los datos, llevando a una evaluacion

poco confiable.

Estandar de la Industria, La division 80/20 se ha convertido en una convencién
ampliamente aceptada y un punto de partida estandar en el campo del aprendizaje

automatico y la ciencia de datos. Su simplicidad facilita la comunicacion y la
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replicabilidad de los resultados en la comunidad cientifica e ingenieril. (Shmueli,

2011)

Figura 34

Algoritmo para dividir la base de datos.

#4.1 CREAR CONJUNTO DE VALIDACION
unique_engines = dataset2.MTR.drop_duplicates()
train_engines = unique_engines.sample(frac=0.8).values

df_train = dataset2[dataset2.MTR.isin(train_engines)]
df_test = dataset2[~dataset2.MTR.isin(train_engines)]

X_train = df_train.drop(['FALLA', 'MTR'], axis=1).astype(float)
Y_train = df_train['FALLA"]

X_test= df_test.drop(['FALLA', 'MTR'], axis=1).astype(float)
Y_test= df_test['FALLA']

3.6 Llamado de algoritmos y estandarizacion de datos.

Se realiza el llamado a los algoritmos lineales y no lineales y se grabara el resultado

en un vector llamado “models”, también se cred el vector “times” para poder grabar el

tiempo de entrenamiento de cada algoritmo. Ademas, las diferentes distribuciones de los

datos en bruto pueden afectar negativamente a la habilidad de los algoritmos. Por ende,

se va a realizar una copia estandarizada del conjunto de datos, esto para que cada atributo

tenga un valor medio de cero y una desviacidén estandar de uno.

Figura 35

Algoritmo para escalar la base de datos

pipelines.append(('ScaledLoR’, Pipeline([('Scaler', StandardScaler())
pipelines.append(('ScaledlLDA', Pipeline([('Scaler', StandardScaler())

pipelines.append(('Scaledk-NN', Pipeline([('Scaler', StandardScaler()
pipelines.append(('ScaledCART', Pipeline([('Scaler', StandardScaler()

3.7 Evaluacioén de algoritmos en el conjunto de entrenamiento.

El conjunto de datos es grande y esta es una buena configuracion estandar. Sin

embargo, debido a que no es posible determinar qué algoritmos funcionaran bien en este
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conjunto de datos, evaluaremos distintos algoritmos utilizando la métrica Accuracy y la
validacion cruzada ya que las clases estaban balanceadas. Esta es una métrica general
que dara una idea rapida de cuan correcto es un modelo dado. Estos algoritmos se
dividieron en 2 grupos, algoritmos lineales/no lineales y algoritmos ensamblados.
Finalmente se escogera uno de cada tipo para optimizarlo a través de la configuracion de

sus hiperparametros, con el fin de escoger el algoritmo con mejor desempefio.

3.7.1 Evaluacién de los algoritmos lineales y no lineales

La seleccion del algoritmo de aprendizaje automatico mas adecuado para la
prediccion de fallas en motores diésel es el pilar de esta investigacion. Para evaluar el
rendimiento de diferentes modelos, se realizé6 una comparativa utilizando la métrica de
precision (accuracy), aplicada sobre los datos de entrenamiento previamente escalados.
El escalado de los datos es una técnica de preprocesamiento comun que asegura que las
caracteristicas con rangos de valores mas grandes no dominen a aquellas con rangos mas
pequeios, lo cual ayudara para el buen desempefio de varios algoritmos, especialmente
los basados en distancia, los algoritmos a analizar son los siguientes y sus resultados son

los mostrados en la Figura 36

e Algoritmos lineales: LR y LDA.

e Algoritmos no lineales: CART, SVM, NB y k-NN.
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Figura 36:

Resultados de evaluacion de algoritmos lineales y no lineales

JAlgoritmes (ineoles / no Lineoles

models = ]

models.append({ ‘LR, LogisticRegression()))

models. append(('LDA", LinearDiscrininantAnalysis()))
models. append(('KNN', KNeighborsClassiftier()))
models. append(( 'CART', DecisionTreeClassifier()))
models.append(('NB°, GaussianNB()))

models. append(( 'S, SVC()))

results = ||
names = ||
tiness| )
isport time

# Stondordize the dotaset
plpelines = [)
pipelines append(('"ScaledloR’, Pipeline(|("Scaler”, StandardScaler()),('LR', LogisticRegression())])))
pipelines append(( ScaledlDA", Pipeline([('Scaler’, StandardScaler()),('LDA', LinearDiscriminantAnalysis())])))
pipelines . append(('Scaledk-NN', Pipeline(|('Scaler’, StandardScaler()),( XNN', KNelghborsClassifler())])))
pipelines. append((’ScaledCART', Pipeline([('Scaler’, StandardScaler()),( CART', DecisionTreeClassitier())})))
pipelines. append((‘ScalegNB’, Pipeline([('Scaler’, StandardScaler()),('NB’, GaussianNB())])))
pipelines.append(( ScaledSWM, Plpeline([('Scaler’, StandardScaler()),('SW', svC¢()])))
results = |[]
nanes = []
for name, model in plipelines:

start_tine = tine. tinme()

group_kfold=GroupKFold(n_splits=3)# hoce uno (tergcion de datos

cv_results = cross_val_score(model, X_traln, Y_train, groupssgroups, cvsgroup k¥old, scoringsscoring)

results. append(cv_results)

names . append (nane)

end_tine = time. time()

dif_tines end_time - start_time

times. append (dif_time)

priont(f {name): {cv_results.mean()*180.8:, 2F}% ({cv_results. std()*100.8:, 2¢}0)%" T, entrenamiento en seg ({dif_time: ¢

4 G >

ScaledloR: 49.91% (2.77%)X" 7. entrenamiento en seg: ' (0.2348)
ScaledlDA: 50.01% (0.7¢X)X" T. entrenamiento en seg: ' (0.1@895)
Scaledk-NN: 52.34% (3.99%)X' T. entrenamiento en seg: ' (9.6297)
ScaledCART: 5@.53X% (1.23X)%" T. entrenamiento en seg: " (0.1883)
ScaledNB: 49.93% (0.79%)%° T. entrenamiento en seg: ' (0.8757)

ScaledSVM: 5@.72% (1.31%)X" T. entrenamiento en seg: ' (15.30%4)

A primera vista se observa que el algoritmo K-NN muestra un mejor rendimiento
respecto a los demas algoritmos, ademas de tener un tiempo de entrenamiento por debajo
de 1 segundo. Para una mejor visualizacion de los resultados se realiza un escalamiento
de la data y se exporta a una gréafica box plot que permite comparar los resultados del

accuracy.
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Figura 37:

Comparacion de accuracy de algoritmos lineales y no lineales.

Comparativa de algoritmos escalados
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La figura 37 muestra el grafico de cajas y bigotes que ilustra la distribucion de la
precision para cada algoritmo. La caja central de cada boxplot denota el rango
intercuartilico (IQR), mientras que la linea horizontal dentro de la caja representa la
mediana de la precision. Los bigotes se encuentran en extension para indicar la variabilidad
de los datos, excluyendo posibles valores atipicos. El eje vertical muestra la precision, que

oscila aproximadamente entre 0.485 y 0.560.

Las precisiones son relativamente moderadas, oscila principalmente entre 0.490 y
0.540. Esto muestra nuevamente la dificultad intrinseca de predecir fallas en este conjunto
de datos, debido a la complejidad de las relaciones entre variables. En esta iteracion,
Scaledk-NN (K-Vecinos Mas Cercanos Escalado) se corona como el algoritmo con la
precision mas alta, situada aproximadamente en 0. 525.En adicién, su caja es de mayor
tamano, lo que indica que tiene una alta variabilidad de us rendimiento, aproximadamente
a 0.56. Esto sefiala que Scaledk-NN tiene potencial, pero su rendimiento puede ser
inconsistente y sensible a la configuracion de sus hiperparametros o a la divisién especifica

de los datos.
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3.7.2 Evaluacion de los algoritmos ensamblados

Ademas de los algoritmos de aprendizaje supervisado individuales, se exploré el
rendimiento de los algoritmos ensamblados (o ensemble methods) para la prediccion de
fallas. Los métodos de ensemble combinan las predicciones de multiples modelos base
para mejorar la precision y la robustez general en comparacion con un unico modelo. Esto
ayudara en la reduccion del sobreajuste y la varianza, a menudo logrando un rendimiento
superior (Géron, 2019). Para ello se tomard en cuenta 4 algoritmos ensamblados

diferentes, 2 de tipo Bostingg y 2 tipo Bagging

e Métodos Boosting: AdaBoost(AB) y Gradient Boosting (GBM)

¢ Meétodos Bagging: Random Forest (RF) y Extra Trees (ET)

El algoritmo trabajado es el siguiente:

Figura 38:

Evaluacién de algoritmos ensamblados.

:h:m;;'lﬁ:-, = )

ensenbles . append(('AD", AdaBoostClassiflier()))
ensenbles . append(('GBM', GradientBoostingClassifier()))
ensenbles . append (("AF°, RandomforestClassifier()))
ensenbles append(('ET", ExtraTreesClassifier()))
results = []

nanes 1]

times=| )

import time

for name, nodel in ensembles:
start_tine Line.tine()
group_kfold=GroupKFold(n_splits=3)s ¢ J ! 7
cv_results = cross_val _score(model, X _train, ¥Y_traln, groupssgroups, cvsgroup_kfold, scoring=scoring)
results. append(cv_results)
names . append (nane)
end_Line time. time()
dif_times= end_time - start_time
Limes. append (d5if_time)

Int(f {name}: {cv_results.mean()*168.0:,.2F}% ({cv_results.std()*10@.8:, 2¢}% T renamiento en seg {0if_time: &%}
L >
AB: 49.3@X (2.33X)X 'T. entrenamiento en seg: ' 1.5242)
GBM: 51.36X% (0.57X)X 'T. entrenamiento en seg!: 5.1353)
RF: 51.62X (2.15%X)X 'T. entrenamiento en seg: ' 3.7@84)
ET: 50.83% (1.64%X)X 'T. entrenamiento en seg: ' 1.6798)

La Figura 38 presenta un grafico de cajas y bigotes que compara la precision
(accuracy) de cuatro algoritmos ensamblados: AdaBoost (AB), Gradient Boosting Machine
(GBM), Random Forest (RF), y Extra Trees (ET). Al igual que en las evaluaciones

anteriores, esta comparativa se realizé sobre los datos de entrenamiento escalados.
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Figura 39:

Comparacion de accuracy de algoritmos ensamblados

Ensemble Algorithm Comparison
0.54
_=
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0.52
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L
0.49
AB GBM RF ET

Las precisiones generales de los algoritmos ensamblados se mantienen en un
rango similar al de los algoritmos individuales previamente evaluados (entre 0.48 y 0.545).
Esto refuerza la idea de que la prediccion de fallas en este conjunto de datos es
intrinsecamente desafiante, y que la métrica de precision por si sola puede no capturar
completamente la calidad del modelo. No obstante, GMB (Gradient Boosting Machine)
muestra una mediana en la precisibn mas lata entre los algoritmos ensamblados,
aproximadamente en 0.538. Esto lo posiciona como el algoritmo ensamblado con mayor

precision.
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Capitulo IV. Analisis y Discusion de resultados

En este capitulo se procedié a comparar los 2 modelos del capitulo anterior y

seleccionar el 6ptimo para nuestra base de datos.
4.1 Optimizacién de los modelos

La seleccion y optimizacion de hiperparametros es un paso fundamental para
maximizar el rendimiento de un algoritmo de aprendizaje automatico. Los hiperparametros
son configuraciones externas al modelo que no se aprenden de los datos durante el
entrenamiento, sino que deben ser especificados por el analista. Para la fase de

optimizacion se escogieron los siguientes algoritmos:

e Algoritmo Lineal/No Lineal con mejor desempefio: K Nearest neighbour (KNN)

¢ Algoritmo Ensamblado con mejor desempefo: Gradient Boosting (GBM)
4.1.1 Optimizacion para el algoritmo K Nearest neighbour (KNN)

En el caso del algoritmo KNN, se realizara un ajuste de los siguientes

hiperparametros con la finalidad de encontrar el mas optimo en cada uno de ellos.

n_neighbors (Valor default= 5)
e weights (Valor default= ‘uniform’)
e algorithm (Valor default= auto)

e metric (Valor default = minkowski)

Para identificar la combinacién éptima de estos hiperparametros, se empled la técnica de
busqueda en cuadricula con validaciéon cruzada (GridSearchCV). GridSearchCV explora
sistematicamente todas las combinaciones posibles de hiperparametros dentro de un
rango predefinido y evalua el rendimiento de cada combinacién utilizando validacion

cruzada, seleccionando finalmente aquella que produce la mejor puntuacion.
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Dado que los datos de la tesis provienen de series temporales o de equipos
especificos donde las observaciones podrian no ser completamente independientes, se
utilizé Validacion Cruzada por Grupos (GroupKFold). Esta estrategia asegura que las
observaciones que pertenecen al mismo motor (MTR es una codificacion Unica para cada
motor) y no sean divididas entre los conjuntos de entrenamiento y prueba en una misma
particion. Esto es crucial para prevenir la fuga de datos (data leakage) y para obtener una

estimacion mas realista de la capacidad de generalizacion del modelo a nuevos motores.

Previamente a la optimizacién, las caracteristicas (X train) fueron escaladas
utilizando StandardScaler. Este paso es critico para KNN, ya que el algoritmo se basa en
la distancia entre puntos, y las caracteristicas con rangos mas grandes podrian dominar la
métrica de distancia. Luego, Se definié una cuadricula de hiperpardmetros a explorar para
el modelo KNeighborsClassifier que contiene n_neighbors, weights y metric. Después, se
configurd GridSearchCV y GroupKFold(n_splits=3) para realizar una validacion cruzada
con 3 pliegues, garantizando que los grupos de MTR (identificador del motor) no se

mezclaran entre los conjuntos de entrenamiento y validacién de cada pliegue.
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Figura 40:

Optimizacion del algoritmo KNN

import numpy as np

from sklearn.model selection import GridSearchCV
from sklearn.metrics import accuracy_score
scaler StandardScaler().fit(X_train)

rescaledX = scaler. transform(X_train)

model = KNeighborsClassifier()
groups = df_traln['MTR' )
paran_grid = {

n_nelghbors': [1,3,5,7,9), #Controlo cudntos vecinos se consideron al clasificar un puntc
welghts®: [Nome, ‘uniform’, @ cd ¢ d ecisidn de closificocid e
algorithn': ["aute’, "ball u 1. De - e buscan Los vecinos n 3
metric': ['euclidean’, ‘manhattan’, ‘minkowski') ¥ Especifico cdmo se wmide Lo ¢
}
group_kfold = GroupKfold(n_splits=3) Nunero de {eguesd hace una (tera de datos

grid = GridSearchCV(estimator=model, par:n_gvldrparm_gr id, scoringsscoring, cv=group kfold,verbase=2)
grid_result = grid.fit(rescaledX, Y_traln,groups=groups)

Taps . s mefors jmetr ne for punt ”
: e Jc y Ld or puntuoct

print("Mejores paranetros encontrades:”)

print(grid_result. best params_)

print("\mMe] puntuscion obtenlida: ™)

print(grid_result.best_score_)

¥ Evaluar el modelc L € N Jores paramelros er
best_clf = grid_result.best_estimator_

y_pred = best_clf.predict(rescaledX)
print("\nPreclision en los datos de entrenaniento:”™)

print(accuracy_score(Y_train, y pred))

Mejores pardmelros enconlrados

{"algorithm’: ‘auto”, ‘metric’ euclidean’, ‘n_nelighbors’: §, “welghts Nooe )

Me jor puntuacidn obtenida
0.52261760%8838470¢6

Precislon en los datos de entrenamiento

2.9729152%09465101

La mejor puntuacion obtenida mediante validacion cruzada (aproximadamente
52.62%) es una estimacion mas realista del rendimiento de generalizacion del modelo.
Este valor es ligeramente superior a la mediana observada para Scaledk-NN en el analisis
comparativo de algoritmos escalados anterior, lo que indica que la optimizacién ha
permitido encontrar una configuracion de hiperparametros que mejora el desempefo
promedio del algoritmo. La puntuacion mas alta se consiguié con los siguientes

hiperparametros:

e n_neighbors: 9

e weights: None
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e algorithm: auto

e metric: euclidean

También hay una discrepancia significativa entre la precision obtenida en el
conjunto de entrenamiento (97.29%) y la precision promedio obtenida en la validaciéon
cruzada (52.62%). Esta gran diferencia es un fuerte indicio de sobreajuste (overfitting). El
modelo con los hiperparametros éptimos memoriza muy bien los datos de entrenamiento,

pero no generaliza de manera efectiva a datos no vistos.

4.1.2 Optimizacién para el algoritmo ensamblado GBM

Dado el potencial de los algoritmos ensamblados, principalmente GBM que mostré
una mediana de precision prometedora en las comparativas iniciales, se realizara un ajuste
de los siguientes hiperparametros con la finalidad de encontrar el mas optimo en cada uno

de ellos.

¢ n_estimators: (Valor default= 100)

e learning_rate: (Valor default= 0.1)

¢ max_depth (Valor default= 3)

e min_samples_split (Valor default= 100)
e min_samples_leaf (Valor default= 2)

e subsample (Valor default= 1)

La optimizacion se realiz6 utilizando la técnica de busqueda en cuadricula con
validacion cruzada (GridSearchCV), al igual que con KNN. Se mantuvo la estrategia de
Validacion Cruzada por Grupos (GroupKFold) con n_splits=3, para asegurar que la
evaluacion de la generalizacion del modelo fuera robusta y no se viera afectada por la
posible correlacion entre observaciones del mismo motor (MTR). También, las
caracteristicas del conjunto de entrenamiento (X_train) fueron escaladas con
StandardScaler. Aunque los algoritmos basados en arboles como GBM no son tan

sensibles a la escala de las caracteristicas como los basados en distancia, mantener una
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consistencia en el preprocesamiento es una buena practica y puede ser beneficioso
cuando se combinan con otros modelos o en ciertas implementaciones. Luego, se
configuro GridSearchCV con los campos estimator, param_grid, GroupKFold(n_splits=3) y
scoring. Finalmente, Se ejecuto grid.fit(rescaledX, Y_train, groups=groups) para realizar la
busqueda en cuadricula sobre el conjunto de entrenamiento escalado (rescaledX) y las
etiquetas de entrenamiento (Y_train), utilizando los grupos definidos. El proceso involucré
el ajuste de 486 combinaciones de parametros, resultando en un total de 1458 ajustes de

modelos (486 combinaciones * 3 pliegues).

Figura 41:

Optimizacién del algoritmo GBM

scaler = StandardScaler().fit(X_train)
rescaledX = scaler.transform(X_train)
paran_grid = {

k| Inators': [108, 202, 30, 42, %560),
learning rate’: [0.001, @.01, 0.1, 8.2} T
max_depth': [3, 5, 7],
anples_split': [2, 5, 7, 18],
in_sanples lea#': (1, 3, 5],
subsanple’: [0.7,0.8, e)

}

model = GradientBoostingClassiflier()

group_kfold=GroupKFold(n_splits=3) ocd )

grid = GridSearchCV(estinatorsmodel, paran_grid=param_grid, cv=group_kfold,scoring=scoring,verbose=2 n_jobs=-1)
grid_result = grid.fit(rescaledX, Y_traln, groups=groups)

print("Best # using Xs (grid_result.best_score_, grid_result best params_))
means = grid_result.cv_results_['smean_test re’ )

stds = grid_result.cv_results_|['std_test score’)

parans = grid_result.cv_results_|"params’ |

for nean, stdev, param in 2lp(means, stds, params):
nt(f {param}: {mean*10¢.8:,.2¢}% :

{stdev*100.0:

Fitting 3 folds for each of 2160 candidates, totalling 6488 +its

Best: 8.568531 using {'learning rate': 8.1, 'max_depth’: 7,
08, 'subsample': 0.8}

‘'min_samples leat’: 3, 'min_samples split': 5, 'n_estimators': 4

Al finalizar el proceso de optimizacion, podemos encontrar que la configuracién de
parametro mas optimo y que muestra el valor mas alto de accuracy (56.1%) es resultado

de aplicar los siguientes hiperparametros:

e n_estimators: =40
e learning_rate = 0.1
e max_depth=7
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e min_samples_split=5
e min_samples_leaf =3

e subsample = 0.8

Se observa que el algoritmo que brinda un mejor desempenfo para nuestra base de
datos es el algoritmo ensamblado y optimizado GBM. Los resultados también indican que,
con una configuracion adecuada, GBM es un algoritmo altamente prometedor para la tarea
de prediccion de fallas en este dominio. Su capacidad para combinar multiples modelos

débiles en un clasificador fuerte es evidente en la mejora de la precision.

4.2 Evaluacién del modelo en el conjunto de validacion

Tras la optimizacién de hiperparametros del algoritmo Gradient Boosting Machine
(GBM) en el conjunto de entrenamiento mediante GridSearchCV y GroupKFold, el
siguiente paso critico fue evaluar el rendimiento del modelo con la mejor configuracion
encontrada en un conjunto de datos completamente no visto. Este conjunto de validacion
(o prueba) es un ejemplo mas preciso de como el modelo se desempenaria en un

escenario real.

Para la evaluacion final, se utilizé el modelo GradientBoostingClassifier con los
parametros optimos hallados anteriormente, Es importante sefialar que estos parametros
podrian diferir ligeramente de los mejores encontrados en el GridSearchCV previo, debido

a que van a ser utilizados dentro de una iteracion diferente al del proceso de optimizacion.

El procedimiento de evaluacion sera el siguiente:

o Escalado del Conjunto de Validacion: El conjunto de caracteristicas de validacién
(X_test) fue escalado utilizando el mismo StandardScaler que se ajusto previamente
con los datos de entrenamiento. Es fundamental aplicar la misma transformacién
(ajustada sobre los datos de entrenamiento) a los datos de validacién para mantener

la consistencia en la escala.
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Generacioén de Predicciones: El modelo GradientBoostingClassifier entrenado con
los parametros seleccionados model.fit(rescaledX, Y_train), se utilizé para generar

predicciones sobre el conjunto de validacion escalado (rescaledValidationX).

Calculo de Métricas de Rendimiento: e calcularon las siguientes métricas clave

para evaluar el desempeio del modelo:

Precision (Accuracy). La proporcion de predicciones correctas sobre el total de

predicciones.

Matriz de Confusion: Una tabla que resume el nimero de predicciones correctas e
incorrectas para cada clase, mostrando los verdaderos positivos (TP), verdaderos

negativos (TN), falsos positivos (FP) y falsos negativos (FN).

Reporte de Clasificacion (Classification Report): Proporciona métricas mas

detalladas para cada clase, incluyendo:

o Precision (Precision): La proporcidon de verdaderos positivos entre todas las
predicciones positivas hechas por el modelo (TP / (TP + FP)). Relevante

para minimizar falsos positivos.

o Sensibilidad (Recall): La proporcion de verdaderos positivos entre todas las
instancias positivas reales (TP / (TP + FN)). Crucial para detectar la mayor

cantidad posible de eventos de "falla".

o Puntuacion F1 (F71-score): La media armonica de la precision y la
sensibilidad, que proporciona un balance entre ambas métricas,

especialmente util en clases desbalanceadas.

o Soporte (Support): EI niumero de ocurrencias reales de cada clase en el

conjunto de validacion.
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Figura 42:

Resultado de la aplicacién del GBM optimizado en los datos de validacion

scaler = StandardScaler({).fit(X_train)
rescaledX = scaler.transform(X_train)

model nodel GradlentBoostingClassifier(learning rate=0.1 max_depth=7 min_sanples_lea$=3 min_samples_split=5,n_estinators=482,

model . fit(rescaledX, Y_train)

start_time Cime, Line()

rescaledValidationX = scaler. transform(X_test)
predictions model . predict(rescaledvVal idationX)
end_tlime = Uime. tine()

dif_tine= end_time - start_time
print(accuracy_score(Y_test, predictions))
print(confusion_matrix(Y_test, predictions))
print(classification_report(Y_test, predictions))
print(+'T. Validaclion en seg: {dif_tUlme:. &F}')

€ R R R R RRBRBRERRATNmNXDXBBBB|BBEERR >
9.5461386138613862
(|8 519)
{627 688))
precision recall fl-score suppart
[:] 8.53 e.57 8.55 1218
1 8.57 2.52 0.54 1367
accuracy 8.55 2525
nacro avg 8.55 2.55 0.55 2525
welighted avg 8.55 .55 8.55 2525

T. Validacion en seg: @.0080

La precisiéon global del modelo GBM en el conjunto de validacion es de
aproximadamente 55%. Aunque esta cifra es la mas alta observada en las etapas de
validacion hasta ahora, sigue siendo una precisién moderada, lo que indica que el modelo
tiene dificultades para clasificar correctamente cerca de la mitad de las instancias. Ademas,
para la clase 0 ("No Falla"), la precision es de 0.53 y recall de 0.57, el modelo predice
correctamente el 57% de las instancias de "No Falla" y, de las veces que predice "No Falla",
acierta en el 53%. Para el caso de la Clase 1 (“Falla”) la precision de 0.57 y recall de 0.52.
Esto significa que el modelo es relativamente bueno cuando predice una "Falla" (acierta el
57% de las veces), pero solo logra identificar el 52% de las fallas reales presentes en el
conjunto de validaciéon. Ademas, la sensibilidad (recall) para la clase "Falla" (Clase 1) es
de suma importancia. Un recall del 0.52 significa que el modelo solo detecta
aproximadamente la mitad de las fallas reales que ocurren. El no detectar una falla (falso

negativo) puede tener consecuencias operativas y econémicas significativas.
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En conclusién, el modelo Gradient Boosting Machine optimizado demuestra una

capacidad moderada para predecir fallas en motores diésel, La decision de la utilidad final

del modelo dependera de la priorizacién de los costos de falsos negativos (no detectar una

falla, lo cual es grave) frente a los costos de falsos positivos (alertas innecesarias). Para

aplicaciones de mantenimiento predictivo, a menudo se prefiere un mayor recall para la

clase de falla, incluso a expensas de una mayor tasa de falsos positivos. Los resultados

sugieren que este modelo GBM es un paso significativo hacia una deteccién proactiva de

fallas, pero se requeriria una optimizacion adicional o estrategias de post-procesamiento

para manejar el trade-off entre falsos positivos y falsos negativos segun los objetivos

especificos del negocio.

4.3 Validacion de las Hipotesis

Hipotesis General: El uso de algoritmos de aprendizaje para la prediccion de fallas

de motor ayudara a mejorar la predictibilidad de falla de un equipo de acarreo de

gran mineria.

Validacion: Los resultados obtenidos a lo largo de este trabajo, particularmente la
capacidad del modelo Gradient Boosting Machine (GBM) optimizado para clasificar
eventos en el conjunto de validacion con una precisidon global de aproximadamente
55% y métricas balanceadas entre clases (F1-score de 0.55 para la clase 0 y 0.54
para la clase 1), validan la hipétesis general. Debido a que actualmente se cuenta
solo con una detectabilidad del 44% en el 2024 y del 33% en el 2025 con el método
estadistico actual. La habilidad de un modelo de aprendizaje automatico para
identificar patrones en los datos de monitoreo de condicién permite anticipar la
ocurrencia de una falla. Esta capacidad de prediccion facilita la implementacion de
un mantenimiento predictivo, lo cual se traduce en una planificacién mas eficiente
de las intervenciones, una reduccion significativa de los tiempos de inactividad no
planificados y, en ultima instancia, una mejora sustancial en la disponibilidad y

eficiencia operativa del equipo de acarreo.
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Hipotesis Secundaria 1: Un adecuado preprocesamiento de los datos, que incluya

limpieza, normalizacibn y seleccion de variables relevantes, mejora
significativamente la precision de los modelos de prediccién de fallas de motores

en equipo de acarreo de gran mineria

Validacion: Esta hipétesis se valida plenamente a través de las diversas etapas de
preprocesamiento aplicadas en el estudio. La verificacion inicial de tipos de datos
(float64 e int64) y la conversion o eliminacion de valores no numéricos (NaN)
aseguro la integridad y la correcta interpretacion de las variables, sentando las
bases para analisis y modelado precisos. Ademas, el analisis de histogramas reveld
las distribuciones asimétricas de muchas variables, y el mapa de calor de
correlacion permitio comprender las relaciones entre ellas. Estos analisis son parte
del preprocesamiento que informa sobre la estructura de los datos. La mejora en el
rendimiento del GBM optimizado con respecto a las lineas base, es un testimonio
de como un preprocesamiento cuidadoso contribuye a un mejor desempeno del

modelo.

Hipétesis Secundaria 2: Entre los algoritmos de aprendizaje supervisado aplicados

a la base de datos disponible, aquellos de tipo ensamblado presentan una mejor
performance predictiva y una relacion mas eficiente entre precision y tiempo de
ejecucion, en comparacion con algoritmos lineales y no lineales.

Validacion: Esta hipotesis es validada por los resultados comparativos, ya que el
algoritmo GradientBoostingMachine (GBM) optimizado, un método ensamblado,
alcanzé la mayor precision de validacion cruzada promedio (55.21%) durante la
fase de optimizacion de hiperparametros, superando consistentemente a los
algoritmos individuales evaluados. Esto demuestra la superioridad de los métodos
de ensemble para combinar las fortalezas de multiples modelos y mejorar la

robustez predictiva a comparacion de los algoritmos lineales y no lineales.
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e Hipdtesis Secundaria 3: El uso de modelos de aprendizaje automatico supervisado

permite estimar con mayor precision el porcentaje de fallas de motores de camiones
mineros en un horizonte de tiempo determinado, en comparacion con los métodos
estadisticos tradicionales

Validacion: Los resultados de esta investigacion respaldan esta hipotesis, El
modelo de aprendizaje automatico, especificamente el GBM, ha demostrado la
capacidad de procesar y extraer patrones predictivos de un conjunto multifactorial
de datos como son el analisis de aceite, contadores VIMS, horas de operacion, etc.
La integracion de estas caracteristicas es una ventaja importante sobre los métodos
estadisticos actual, debido a que estos normalmente se limitan a un menor numero
de variables. Dentro del Classification Report del modelo GBM se observan
métricas separadas por clase, lo que permite una estimacién mucho mas precisa

en la deteccion de fallas.

En sintesis, este trabajo desmuesta la viabilidad de los algoritmos de aprendizaje
automatico para la prediccion de fallas en motores de equipos mineros, ademas cimenta
la bases para futuros proyectos de mantenimiento predictivo que mejoraran la

disponibilidad y reduciran los costos operativos.

4.4 Discusion de resultados

Los resultados han presentado una serie de hallazgos derivados del analisis exploratorio
de datos, la comparativa de algoritmos de aprendizaje supervisado y la evaluacion del
modelo optimizado de Gradient Boosting Machine (GBM) para la prediccion de fallas de
motor en equipos de acarreo de gran mineria. Esta seccion se dedicara a interpretar estos
resultados en un contexto mas amplio, discutir sus implicaciones, reconocer las

limitaciones del estudio y sugerir futuras lineas de investigacion
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4.4 .1 Interpretacién de los Hallazgos Clave

e Caracteristicas de los Datos y su Relevancia para la Prediccion: El analisis
exploratorio de datos reveld caracteristicas distintivas del conjunto de datos de
monitoreo de condicién. La presencia de distribuciones altamente sesgadas a la
derecha en la mayoria de las variables de analisis de aceite (metales de desgaste,
contaminantes) y contadores de eventos VIMS, es un hallazgo consistente con la
naturaleza de los datos de falla de maquinaria. En condiciones normales de
operacion, los niveles de desgaste y la ocurrencia de eventos anémalos son bajos.
Los valores atipicos y las colas extendidas en estas distribuciones son
precisamente las sefales de interés para la prediccion de fallas, ya que representan
desviaciones del comportamiento esperado. Esta asimetria muestra la necesidad
de un preprocesamiento adecuado, como el escalado, que fue fundamental para el
rendimiento de varios algoritmos.

¢ Impacto del Preprocesamiento en el Rendimiento del Modelo: La normalizacion de
las caracteristicas mediante StandardScaler fue crucial, especialmente para
algoritmos basados en distancia como KNN y SVM, asi como para mejorar la
estabilidad de otros modelos. Este hallazgo se encuentra relacionado con la
informacién sobre aprendizaje automatico, donde se menciona que es un requisito
importante el escalamiento de los datos, cuando estos tienen rangos de valores
muy diferentes. (Géron, 2019). Sin un escalado adecuado, los algoritmos pueden
asignar una relevancia desproporcionada a algunos valores, afectando la
capacidad del modelo de aprender patrones.

e Superioridad de los Algoritmos Ensamblados: En general, los resultados de los
algoritmos confirmaron que los ensamblados,particularmente Gradient Boosting
Machine (GBM) y Random Forest (RF),mostraron un mejor rendimiento y mas
consistente en comparacion con los métodos lineales y no lineales. Esto también

se ve reflejado en la literatura donde se menciona a los algoritmos ensamblados
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como algoritmos con mejor desempefio en una amplia gama de problemas de

clasificacién y regresion.

4.4.2 Conexion con la Literatura y Aportes

Los resultados obtenidos en este trabajo se encuentran acorde a la
creciente evidencia sobre el potencial del aprendizaje automatico en el
mantenimiento predictivo (Géron, 2019). La confirmacion de que los métodos
ensamblados, principalmente el de tipo Boosting, son efectivos para problemas de
clasificacion con datos complejos, en una prueba mas de su posicion como
algoritmo predilecto en la industria actual. Ademas, el uso de GroupKFold para la
validacion cruzada muestra una limitacion en los estudios que utilizan datos de
series temporales o de equipos especificos, demostrando una evaluacion mas

realista del modelo.

4.4.3 Limitaciones del Estudio

Disponibilidad de Datos: La calidad, cantidad y representatividad de los datos son
fundamentales. Aunque la base de datos utiliza es considerable grande, la ausencia
de variables como condiciones operacionales, clima, informaciéon de mantenimiento
como relleno de aceite o cambio de filtros podria limitar la capacidad predictiva del
modelo

Interpretacion de Fallas La definicion de "falla" como variable objetivo (Clase 1) es
importante. Debido a que la etiqueta se basa en horas previas a los eventos
registrados de falla, pero no es la verdadera falla en si, por lo que podria generar
variaciones en el resultado.

Incluir variables mas técnicas durante el entrenamiento de datos: Con un mayor
entendimiento técnico de las variables que afectan al funcionamiento del motor, se

puede lograr una mejor precision del modelo
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4.4.4 Lineas Futuras de Investigacion

Exploracion de Métricas Adicionales: Realizar una evaluacion exhaustiva del
modelo utilizando métricas mas alla de la precision, como el area bajo la curva ROC
(AUC), la curva de precision-recall, y métricas de costo-sensibilidad que reflejen el
impacto econdmico de falsos positivos y falsos negativos.

Ingenieria de Caracteristicas: Desarrollar nuevas caracteristicas a partir de los
datos existentes, como tasas de cambio (derivadas), desviaciones de la media
movil, o indicadores de tendencia de cambio de aceite o filtros, que podrian capturar
mejor los patrones de deterioro del motor.

Modelos de Aprendizaje Profundo: Explorar la aplicaciéon de arquitecturas de
aprendizaje profundo, como redes neuronales recurrentes (RNNs) o redes de
atencién, que son especialmente aptas para modelar dependencias temporales en
datos de series de tiempo.

Validacion en Tiempo Real y Despliegue: Probar el modelo en un entorno de
produccién o simulacién en tiempo real para evaluar su robustez y escalabilidad, e
integrar sus predicciones en un sistema de alertas o un tablero de control para el

personal de mantenimiento.
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Conclusiones

El estudio ha demostrado de manera concluyente la viabilidad y el alto potencial de los
algoritmos de aprendizaje automatico para predecir fallas en componentes criticos de
equipos de gran mineria, como los motores de camiones Caterpillar 797F. La capacidad
de anticipar estos eventos permite una transicion efectiva de un modelo de
mantenimiento reactivo a uno predictivo, lo que se traduce directamente en una mejora
sustancial de la disponibilidad del equipo y una reduccion de los costos operativos.

La limpieza, la verificacion de tipos de datos, el escalado de caracteristicas,
especialmente para algoritmos sensibles a la escala, y un analisis exploratorio detallado
usando histogramas y correlaciones no solo son pasos metodoldgicos esenciales, sino
que impactan directamente y de manera significativa la precision y la robustez de los
modelos predictivos.

La comparativa de algoritmos revel6 que los métodos de aprendizaje ensamblado, como
Gradient Boosting Machine (GBM), ofrecen un rendimiento predictivo superior y mas
consistente en comparacion con los algoritmos individuales. EIl GBM optimizado alcanz6
la mayor precision de validacion entre todos los modelos evaluados (55% de precision
promedio en validacion cruzada) y demostré ser el mas prometedor para la tarea de
prediccion de fallas.

El modelo GBM optimizado no solo ofrece un rendimiento prometedor en la deteccién
de fallas, sino que también es computacionalmente eficiente (tiempo de validaciéon de
0.0080 segundos). Esta eficiencia es fundamental para su integracion en sistemas de
monitoreo de condicidon en tiempo real, por lo que es factible poder aplicarlo en el
sistema de mantenimiento actual ya que cuenta con una mejor precision que los

sistemas predictivos actuales basados en estadistica.
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Recomendaciones

Se Recomienda para futuras investigaciones:

Ademas de la precision global y el F1-score, evaluar el modelo utilizando métricas
de costo-sensibilidad que reflejen el impacto econdmico real de los falsos positivos
(alertas innecesarias y gastos de inspeccion) y los falsos negativos (fallas no
detectadas que conllevan altos costos de reparacion y tiempo de inactividad). Esto
permitira una seleccién de modelo mas alineada con los objetivos de negocio de la
industria minera.

Dedicar esfuerzos significativos a la ingenieria de caracteristicas. Explorar la
creacion de nuevas variables a partir de los datos existentes también incluir un
mejor disefio para filtrar variables que estén correlacionadas entre si.

Dado que los datos de monitoreo son inherentemente series temporales, se sugiere
explorar arquitecturas de aprendizaje profundo como las Redes Neuronales
Recurrentes (RNNs), LSTMs (Long Short-Term Memory) o modelos basados en
transformadores. Estos modelos son especialmente aptos para capturar
dependencias temporales y patrones secuenciales en los datos, lo que podria
mejorar significativamente la precision predictiva para eventos dependientes del
historial.

Considerar la inclusién de otras fuentes de datos que no fueron exploradas en
profundidad en este estudio, Datos de Operacién, Registros de Mantenimiento
como cambio de aceite y cambios de filtros, Informacion del Operado o mejoras de

fabrica pendientes de aplicar
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Anexo 1: Ejemplo de analisis SOS

¢ Normal Interpretado por Migusl Huanca
N' ORDEN DE TRABAJO: LIM Fecha de Inferpretacién 03-Apr-25

5000263028
Tiempo de Envio de Muestra: 21 EL ACEITE TENDRA MENOS HORAS. RANGO DE DESGASTE ACEPTASLES CONDICION DEL ACEITE ACEPTABLE  RANGO

DE VISCOSIDAD ACEPTABLE.
MINERA LAS BAMBAS 8A.
MIN. LAS BAMBAS - MINERIA

Localizaotn LAS BAMBAS
Fecha recepocn de muestra 02-

v A v
Fecha De Muestre  12Mar25 14:5eb-25 2740025
Id De Muesira ROB0-55092-0010 ROB0-55077-0136 ROBO-550550163

Fecha De Lab 02:Abe-25 18-Mar-25 23-Feb25

Haremenro [Hi] 477453 47350.0 47010.0

Horomeso Del Comparty 11589.0 13250 10836.0

Horas Del Fhudo 1681.0 12960 4280

Marca Del Fuido MOBIL MOBIL SHELL

Grado Dei Fuido 15W-20 15W-40 15W-40 15W-40

TipaDe Fhido  (CK4)DMORNADY  (CK-4JDMDRNADV  RIMULARALICE4)  RIMULARL(CKS)

Flusgo Camblado N N N N m Taanio o o o o
Filtro Cambiada N N N ~ v Vanado o o o o
Fluido Afadido [Gal] 100 100 00 150 Mn Manganesc o o o o
Filtrado Externa N N N N cd Caamio o o o o
Intervalo PM 20 oo S00

Total Flud Addec 430 130 230 230
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Anexo 2: Ejemplo de reporte de VIMS

Cat Electronic Technician 2023A v1.0

Product Status Report

19/04/2025 20:34
Product Status Report
Parameter Value
Product ID LAJO06E16
Equipment ID HT074
Comments
VIMS Main Module (LAJ00816)
Parameter Value
Product ID LAJO0E16
Equipment ID HT074
ECM Part Number 2851142-05
ECM Serial Number 0178B317HD
Software Group Part Number 6265042-00
Software Group Release Date FEB22
Software Group Description MAIN_20218_PROD_1.0
Application Software Part Number 6325828-00
Dealer Identification Code Unavailable
DBS Machine Make Code Unavailable

Wireless Transmission Device Serial Number  Unavailable

Logged Diagnostic Codes [Diagnostic Clock = 52939 hours] - VIMS Main Module (LAJ00616)

Code Description Occ. First Last
590- 9 Engine Control Module : Abnormal Update Rate 13 26467 52781
246-14 Proprietary CAN Data Link : Special Instruction 127 45447 52260
890- 9 Telemetry Data Link : Abnormal Update Rate 101 30039 51479
1273-9 Chassis Control Module : Abnormal Update Rate 5 33303 45672
296- 9 Transmission Control : Abnormal Update Rate 4 33303 45671
246-9 ;rc;prietary CAN Data Link : Abnormal Update 4 37322 45607
ate

800-11 VIMS Main Module : Other Failure Mode 1 41416 41416
168- 1 Electrical System Voltage : Low 32029 34794
533-9 Brake Control : Abnormal Update Rate 1 33303 33303
Logged Event Codes [Diagnostic Clock = 52939 hours] - VIMS Main Module (LAJ00616)
Code Description Occ. First Last
ES558 (1) Snapshot Stored 127 6561 52901
E072 (2) Oil Level Low Mark 7 27553 52887
E1189 (1) File System Memory Low 127 30112 52820
E1189 (2) File System Memory Low 127 30112 52820



